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今日洞察

昨天的收藏集中在一个更清晰的问题上：AI 已经从“能不能做”走到“账单、基础设施和工作流能不能承受”。今天建议优先精读 AI 成本 / 数据中心一组，再看 Codex、Claude Skills 和学术研究 skills 如何把 agent 能力沉淀成可复用流程。




阅读路线


	🧠 AI 经济与基础设施：7 篇

	🔧 Agent 工作流与技能化：5 篇

	💼 商业与产品策略：2 篇






使用说明

这本 EPUB 用于在微信读书里完成今日 AI 内参的精读闭环。每篇文章只收录 AI 内参自有三级笔记，不收录第三方原文全文；如果需要查看概念网络，请从文章章节里的 Notion 入口跳转。




🧠 AI 经济与基础设施




1. 《一个月 930 万元 token 账单背后的空转风险》


作者：爱范儿

主题：🧠 AI 经济与基础设施

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：token maxxing，token 消耗量的大跃进～

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点

文章的中心判断是：Token 已经从技术术语变成 KPI、套餐、捐赠货币和组织里的 AI 使用量度量衡，但真正的问题是“没人说得清它到底在度量什么”。当公司把 AI 的考核标准放在“消耗量”而不是“产出”上，员工就会围绕指标空转，组织也会用不断超支的账单假装自己进入了 AI 时代。



一、Token 的身份跃迁：从技术单位变成 AI 时代的度量衡


1.1 Token 在半年内完成了社会化迁移


	文章开头列举了一组荒诞场景：三大运营商开始推 Token 套餐，企业内部流行 Tokenmaxxing，00 后校友向母校捐赠 20 亿 Token，Peter Steinberger 一个月烧掉 6030 亿 Token。

	这些例子共同说明：Token 不再只是模型上下文里的技术单位，而是在组织、营销、教育、慈善和个人生产力叙事中被当作“AI 时代的度量衡”。

	文章的反讽点在于：Token 的身份快速上升，但它的真实含义并没有被澄清；它看起来像是生产力指标，实际可能只是消耗指标。





1.2 “回报”难量化，“使用量”容易量化


	作者指出，我们自己买 Token、用公司的 Token、部署一堆 Agent，代码、论文、周报都可以由 Token 烧出来。

	但另一边，大厂员工因为 Token 消耗排行榜，开始拿公司 Token 处理私事、玩游戏、开发没什么用的子 Agent 来提高排名。

	关键逻辑是：“回报”这件事很难量化，但“使用量”可以量化；于是所有人都选择了那个容易量化的东西。

	作者把这称为“管理学的老病”，不是 AI 时代的新问题：当组织不知道如何衡量真实价值时，就会退回到最容易计数的代理指标。






二、用 AI 消灭狗屁工作的公司，正在制造新型狗屁工作


2.1 亚马逊把 Token 消耗变成组织压力


	据文章转述《金融时报》报道，亚马逊为了逼迫员工拥抱 AI，搞出了“Token 消耗排行榜”，追踪每个员工的用量。

	公司强制要求超过 80% 的开发者每周完成 AI 使用指标，甚至把消耗 Token 的数量作为考核标准。

	这个管理动作的悖论在于：原本被寄予厚望、用来消灭“狗屁工作”的 AI，反而成为制造新型“狗屁工作”的源泉。





2.2 MeshClaw 从自动化工具变成刷榜工具


	亚马逊内部上线了 MeshClaw，一个能发起代码部署、整理邮件、操控 Slack 的 AI Agent。

	公司内部备忘录把它描述成一种全天候助手：夜间整合白天所学，开会时监控部署，醒来前分类邮件。

	但在 Token 消耗排行榜的激励下，开发者开始用 MeshClaw 规划旅行、处理私人邮件、分析产品经理在 Slack 上的发言，甚至启动多个子智能体进行吐槽。

	这不是工具能力的问题，而是激励设计的问题：当排行榜只看消耗量，工具就会被自然改造成刷量机器。





2.3 公司否认 KPI，员工感受到的是实际考核


	亚马逊回应称 MeshClaw 每天帮助数千名员工自动化重复性工作，公司致力于负责任地部署生成式 AI，Token 统计数据不会用于绩效评估。

	但员工的说法是：经理在看这个数据；当他们追踪用量时，就会制造扭曲的激励，有些人在这上面很有竞争心。

	作者把这一点概括为：公司说不算 KPI，但经理偷偷在看。这意味着一个指标即便名义上不是绩效指标，只要进入管理视野，就会塑造员工行为。





2.4 Meta 的排行榜说明这不是单家公司问题


	Meta 也出现过类似情况：一名员工利用内部数据在内网创建仪表盘，让同事们竞争成为公司排名第一的 AI Token 用户。

	该排行榜汇总了超过 85000 名 Meta 员工的 AI 使用情况，并列出排名前 250 位的超级用户。

	仪表盘两天后下架，但作者认为它暴露的是“大多数公司的现状”：还没想好 AI 怎么发挥作用，就先裁员；还没想好 Token 怎么用，就把它作为生产力衡量工具。






三、一个月 6000 亿 Token：最贵的问号


3.1 “捐 Token”显示 Token 的价值边界正在被刷新


	三位 00 后校友向郑州西亚斯学院捐赠 20 亿 Token，网友按 DeepSeek 的价格计算，认为只值 100 元。

	媒体后来澄清，20 亿 Token 不只是 API 调用量，还包括生成工具使用权和平台积分。

	但文章强调，“捐 Token”本身已经足够魔幻：捐不起楼，捐算力。Token 的价值和使用边界都在被重新定义。





3.2 OpenClaw 喝水案例展示“成本不重要”后的荒诞用途


	Nat Friedman 讲过一个 OpenClaw 的例子：他随手发出“不惜一切代价确保我补充足够水分”的指令。

	OpenClaw 指示他去厨房喝水，并通过家中摄像头监控他是否真的喝水，最后发来截图确认。

	原本手机提醒即可完成的事情，现在变成 Token 大量燃烧、调用摄像头、执行监控闭环的 Agent 行动。

	作者借此追问：当 Token 消耗不再重要、不再需要考虑 Token 的价值和使用边界，我们会拿它来做什么？





3.3 Peter Steinberger 的账单成为“Token 成本不重要”实验


	Peter Steinberger 在 X 上分享 CodexBar 截图，被网友发现三十天用了 6030 亿 Token，累计消耗 130 万美元，约人民币 930 万元。

	评论区的质疑集中在一个问题：交付了多少代码？消耗的 Token 和最终可用代码之间比例是多少？是否做出了价值百万美元工程师都做不到的东西？

	Peter 回应说，如果关掉 Fast Mode，成本能降 70%；OpenClaw 被 OpenAI 买走后，项目只剩三名成员，他们在 Codex 上运行 100 个实例，自动处理代码提交、Bug 修复、功能更新等问题。

	但作者继续追问：光看 OpenClaw 的更新，真的需要 130 万美元支撑吗？Peter 说他在探索“如果 Token 成本不重要，软件会怎样被构建”，但 130 万美元花下去后仍没有得到答案。





3.4 6030 亿 Token 烧出的不是答案，而是问题本身


	作者把这称为“2026 年最贵的一个问号”。

	这个案例的核心不是 Peter 个人是否浪费，而是即便拥有无比丰沛算力的人，似乎也还不知道这些 Token 可以用来做什么。

	Token 的大规模消耗并没有自动转化为明确的软件构建范式、稳定产出或可复用组织能力。






四、真正的病灶：组织用消耗量替代产出，假装自己看懂了 AI


4.1 GPU 采购压力推动管理者寻找可展示指标


	大厂高管面对财报上巨额 GPU 采购费，迫切需要向董事会证明这笔钱没白花。

	但“重构真实业务流”太难、太慢、太需要魄力，于是组织退而求其次，考核“Token 的消耗量”。

	这让 Token 从工具资源变成财务压力的可视化出口：只要消耗量足够大，就好像公司已经认真拥抱 AI。





4.2 员工被问的是“用了多少”，不是“怎么用才有价值”


	作者写道，员工一开始甚至没被问过“你觉得 Token 该怎么用”，他们被问的是“你这周用了多少”。

	这个问题的方向决定了员工的行为：不是寻找真实业务中的高杠杆用法，而是证明自己没有落后于 AI 使用潮流。

	当管理问题从“产出什么”变成“消耗多少”，组织就会制造出围绕消耗量展开的新工作。





4.3 当工具按消耗量考核，它就变成燃料


	文章最关键的判断是：当一个工具的考核标准是“消耗量”而不是“产出”，它就不再是工具了。

	它变成燃料，唯一使命就是被烧掉；至于烧完之后驱动了什么，没有人真的在意。

	这也是“空转风险”的核心：Token 在账单、排行榜、仪表盘里高速流动，却未必带来判断、产品、代码质量或组织能力的增加。






五、结尾判断：真实的是账单，虚的是规则共识


5.1 所有人都在假装看懂了规则


	作者把当下的 AI Token 热潮总结为“一场所有人都假装看懂了规则的游戏”。

	公司假装知道怎么用，员工假装在认真用，投资人假装看到了回报。

	在这个游戏里，唯一真实的东西是不断超支的账单。





5.2 Token 终会找到真正用途，但在那之前要追问必要性


	文章并不否认 Token 最终可能成为真正的“新质生产力”。

	它反对的是在真正用途尚未清晰之前，把动辄上亿 Token 的消耗包装成生产力本身。

	最后的问题是：在烧掉巨量 Token 之前，是否真的有必要？这个问题要求组织重新区分 AI 使用量、真实产出和管理幻觉。






关键概念/术语


	Token：文章中的 AI 时代“度量衡”，但问题在于它的度量对象并不清楚。

	Tokenmaxxing：为了最大化 Token 消耗而使用 AI 的刷量战术，是排行榜激励下的扭曲行为。

	Token 消耗排行榜：把 AI 使用量转化为组织竞争和管理压力的指标工具。

	MeshClaw：亚马逊内部 AI Agent，原本用于自动化工作，在文中成为刷 Token 排行榜的典型工具。

	OpenClaw：文中用于展示“Token 成本不重要”后用途边界变形的 Agent 案例。

	狗屁工作：AI 原本要消灭的重复性、低价值工作；但错误激励会制造新的狗屁工作。

	6030 亿 Token / 130 万美元账单：Peter Steinberger 案例中的极端消耗量，是文章讨论空转风险的核心案例。

	Fast Mode：Peter 回应中提到的高成本模式；关掉后成本可降 70%。

	新质生产力：文章结尾承认 Token 未来可能找到真正用途，但强调现在不能把消耗本身等同于生产力。







2. 《数据中心反对运动正在成为 AI 基础设施变量》


作者：Stratechery by Ben Thompson

主题：🧠 AI 经济与基础设施

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：AI factory 遇到的阻力。

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点

Ben Thompson 认为，数据中心反对运动已经不只是地方环保或社区治理问题，而是 AI 基础设施扩张必须面对的政治经济变量。反对者表面上担心水、电、土地、税收优惠和生活质量，但更深层的土壤是公众对 AI 的焦虑：AI 被描述成可能夺走工作、改变社区，甚至威胁人类未来。数据中心因此成了普通人少数能够直接投票、阻挡和谈判的 AI 实体。 文章的结论很直接：教育和纠正 misinformation 不够，改进 tech messaging 也不够；如果数据中心是 AI 未来需要的资源，运营商就应该直接向承受外部性的社区和居民付钱。Thompson 把这种机制称作一种荒诞但美国式的 AI-derived Universal Basic Income：通过数据中心选址和年度支票，让地方居民分享 AI 基础设施收益，从而换取建设许可。



一、数据中心反对运动正在扩散


1.1 Hill County 的 moratorium 是一个信号

Texas 的 Hill County 通过了一年期数据中心和发电厂建设 moratorium。这个案例之所以重要，不是因为它孤立特殊，而是因为它刚好发生在周末，提供了一个最新切面。 文章引用 Politico 说明，Hill County 面对多达八个 planned data centers，其中很多可能配套自己的 power plants。县级政府试图通过 moratorium 为立法者和地方社区争取缓冲时间，减轻开发对 rural areas 的冲击。



1.2 反对不是红州或蓝州单边现象

反对数据中心的情绪正在 Democrat 和 Republican 主导的地区同时出现。Missouri 有小镇因为 data center 批准问题罢免现任市议员；North Carolina 州长公开指出 data centers 的 sales tax exemptions 每年让州政府损失最高 5700 万美元。 Texas 是美国第二大 data center 州，仅次于 Virginia。增长带来了 environmentalists 和 rural residents 的反弹，焦点包括 water supplies、electric grid 和 quality of life。



1.3 民调显示本地反对强度高于核电

Gallup 的数据是文章的重要证据：70% 的美国人反对在 local area 建 AI data centers，其中 48% strongly opposed；支持者只有约四分之一，strongly in favor 只有 7%。 Thompson 特别比较了 nuclear power plant：同一调查中，53% 的美国人反对本地建设核电站，低于 data center 的 71%。从 2001 年以来，Gallup 问核电本地建设问题时，最高反对比例也只有 63%。这说明 AI data centers 的地方反对强度已经超过美国传统上最敏感的基础设施之一。




二、反对的第一层原因：水电争议和 misinformation


2.1 数据中心确实使用水和电，但争议中有大量 misinformation

Thompson 承认 data centers use water，也 obviously use power。但他强调，很多 modern data centers 使用 closed loop 水系统，而不是 evaporative cooling；相较 recreational、industrial 或 agricultural uses，水用量并没有公众想象中那么夸张。 他没有否认水电问题，而是把重点放在 misinformation 的传播机制：公众已经对数据中心和 AI 有焦虑，错误信息会在这种 receptive soil 中更容易生根。



2.2 只靠教育不能解决 misinformation

文章明确反对把问题简化成“公众不懂，所以教育一下就好”。Thompson 说 misinformation takes root in the minds of people who are receptive to it and seeking confirmation for what they already want to believe。 因此，纠正 misinformation 或者 simply calling people stupid 都不会有效。问题的核心不是事实不足，而是人们已经有理由想反对 AI 和数据中心，错误信息只是给这种情绪提供了表达材料。




三、反对的第二层原因：数据中心被 AI 化了


3.1 早期互联网数据中心没有遭遇同等反对

文章指出，当 data centers 是为 Internet generally 建设时，并没有 widespread opposition。地方政府甚至会 compete for them，因为建设期有经济收益，运营后有长期税收收益。 这说明当前反对不能只从数据中心自身解释。变化在于，今天的数据中心被公众理解为 AI 基础设施，而 AI 的社会叙事远比互联网数据中心更具威胁感。



3.2 AI 的投资逻辑不可避免地触及就业替代

Thompson 认为，AI 对公众的 messaging 很难 compelling。最乐观的说法是 AI 会提高生产率；但巨额投资背后的商业 thesis 不只是增加 top line，也包括增加 bottom line，也就是 replace the jobs of some number of humans。 他承认自己总体 optimistic，也认为 humans will have economic value，但仍指出第一波 IT 已经发生过类似效果。AI 数据中心因此不是中性的机房，而是就业替代叙事的实体化载体。



3.3 与 globalization 的关键差异：这一次地方居民有 say

文章最重要的比较之一是 globalization。美国工厂迁往中国时，被影响的 towns 和 workers 没有 say，只能突然失去工作，很多 Rust Belt 城市失去存在理由，人们要么搬走，要么陷入 alcohol or drugs 等困境。 AI 则相反。AI 要落地为 data centers，需要 zoning、许可、电力、土地和地方批准。也就是说，人们突然发现自己对 AI 有 say。即使他们不完全了解数据中心和 AI 经济影响，他们也能通过阻止数据中心表达对 AI 的不满。




四、反对的第三层原因：Big Tech 没有稳定政治 constituency


4.1 左翼天然更怀疑技术进步和大企业

Thompson 谨慎处理 partisan politics，但仍指出，传统上你会预期 left 更反对 technological progress，更担心 job losses，更怀疑 big business。Big business historically 更接近 Republican Party，因为后者更代表其利益。



4.2 2010s 的 Tech 政治路径使其两边不讨好

Tech 在 2010s 走了相反方向，并在 COVID 期间因为 censorship of viewpoints 引发右侧强烈不满。结果是 tech industry 在 partisan politics 中没有稳定选民基础。 Left 反对 Big Tech，因为它是 Big Tech；Right 的 base 也 hates Big Tech almost as much as the left does。即使一些科技大佬尝试靠近 Trump administration，数据中心问题面对的是地方 base，不是精英联盟。



4.3 这解释了为什么反对比核电更 bipartisan

文章不是说某一边对或错，而是解释数据中心为什么 more unpopular than nuclear ever was。原因是它同时触发了地方外部性、AI 就业焦虑、Big Tech 不信任和跨党派基层反感。




五、可能的修复路径之一：改善 tech messaging


5.1 Tech 需要修复 messaging problem

Thompson 认为，第一件显而易见的事是 tech needs to fix its messaging problem。但这个答案看似简单，背后有三重阻碍。



5.2 阻碍一：AI labs 内部确实相信大多数工作会消失

一些 leading AI labs 的人 genuinely believe that most jobs are going away。他们当然可以 lie more effectively，但那既不诚实，也背叛了他们追求 AI 的 fanatical devotion。 这种张力使 messaging 很难干净：如果真实信念是 AI 会重塑或替代大量工作，却又要向公众承诺不会影响就业，信息本身就会失真。



5.3 阻碍二：未来发明和收益很难被描述

支持 progress 的人总是背负一个 burden：很难描述 inventions not yet made、cures not yet discovered、economic activity not yet engaged in。AI 的潜力越大，上行场景越像幻想，公众越难相信。



5.4 阻碍三：Tech 不擅长理解社会

Thompson 用 Silicon Valley 对 Facebook 的长期怀疑做例子：Facebook 的前提是 connecting with friends and family，但 Silicon Valley 充满了 running away from friends and family 的人。 这说明 tech 人可以被乐观地说成 live in the future，也可以被批评为 live in opposition to and denial of humanity。面对数据中心反对运动，这种社会理解能力不足变成了实际阻力。




六、可能的修复路径之二：控制 misinformation，但平台激励复杂


6.1 反对信息在科技平台上传播

Tech 可以尝试控制 misinformation，因为这些信息是在 tech’s own platforms 上传播。但这个路径也有问题。 TikTok 是 data center opposition 的主要传播向量之一，而其 algorithm 仍由 Chinese company 控制。Thompson 认为，China 确实有动机不希望 U.S. 建设更多 AI 能力。



6.2 Meta 和 X 都没有简单激励去介入

Meta 似乎吸取了过去审查争议的教训，不愿再 overtly censor。它在右侧得不到信用，在左侧又仍被归咎于 misinformation，因此也不愿为自己的数据中心利益直接辩护。 X 的激励更复杂。Thompson 指出 X now owned by SpaceX，而 SpaceX 未来 public offering 的一部分叙事是 data centers in space，因此 X 有 anti-datacenter 的利益倾向。



6.3 平台是否调节舆论无法被外部观察

Thompson 强调自己没有看到 thumb on the scale 的证据，但问题在于即使存在外部也无法知道。这让“用平台纠偏 misinformation”本身缺乏透明度和可信度。




七、核心方案：直接向社区付钱


7.1 传统市政收益不够具体

Data center builders 已经会强调 local municipalities 的经济收益，Meta 也做 workforce training 等社区投入。但 Thompson 认为，这些收益仍不够 concrete，无法抵消 AI anxiety。 更关键的是，这些好处假设居民信任 local governments，认为税收和项目收益会 trickle down to citizens。但这种信任正在 rapidly eroding。



7.2 最直接也最粗俗的方案：给居民年度支票

Thompson 的答案是 simply start giving people money。如果 data centers 是 AI future 的资源，就应该为这种资源付费。与其承诺地方政府会用税收做公共利益，不如让 data center up the road 直接带来每年 mailbox 里的 check。 这种机制把抽象的税收、就业、training 变成居民可以感知的现金流，也把社区从被动承受者变成资源提供者。



7.3 DeForest 算例展示了可行性

文章用 Wisconsin DeForest 的项目算账：1.6 GW 数据中心可能带来约 30 亿美元年运营收入。DeForest 约 11,500 人。如果每人每年发 10,000 美元，总额只占数据中心年收入的 3.8%。 Thompson 认为，这样的提案很可能会被批准，而且运营商可以把成本转嫁给 data center users。这个比较也凸显 QTS 的 5000 万美元 community commitment 显得相对 pathetic。




八、AI-derived UBI：荒诞但美国式的基础设施交易


8.1 美国经常用 kludgy 机制实现准福利

Thompson 承认这个方案听起来 ridiculous，但他说 ridiculous is how we do things in America。美国没有传统意义上的 universal health insurance，却有 Emergency Medical Treatment and Labor Act；福利不总以 welfare 命名，却通过 Social Security Disability、Section 8 Housing、SNAP 等机制存在。 类似地，Big Tech 为数据中心向居民付钱，会形成 AI-derived Universal Basic Income。它通过最荒诞的机制把事情办成，同时让社会假装它不是 UBI。



8.2 为什么这个机制能工作

这种 data center placement 绑定的 UBI 最终会 get data centers built，而建成的数据中心会带来 economic growth，让 everyone better off。 文章最后回到美国经济的 top line 逻辑：虽然 AI 当前很多价值建立在 cutting below the line，即成本削减和岗位替代上；但 America does best 的地方，是 relentlessly focusing on the top line，做一切必要的事情让增长曲线 up and to the right。




关键概念/术语


	Data Center Discontent：围绕 AI 数据中心建设的地方反对运动，包含水、电、土地、税收、生活质量和 AI 焦虑。

	Misinformation：不是孤立的信息错误，而是在既有焦虑中生根的确认材料。

	AI anxiety：公众对 AI 夺走工作、改变生活甚至威胁人类未来的综合焦虑，是反对数据中心的深层土壤。

	Having a say：与 globalization 不同，数据中心建设需要地方许可，普通人第一次能对 AI 说不。

	Tech’s messaging problem：科技行业无法用可信语言解释 AI 的收益、就业影响和社会价值。

	No constituency in partisan politics：Big Tech 同时失去左右两侧基层支持，导致数据中心反对具有 bipartisan 基础。

	AI-derived Universal Basic Income：通过数据中心选址补偿向居民直接支付现金，让 AI 基础设施收益以美国式笨拙机制外溢到社区。







3. 《Jevons 悖论的阴暗面：越便宜，越可能越贵》


作者：Study Hacks

主题：🧠 AI 经济与基础设施

质量分：★★★★★

注意力番茄：🍅

Howie 的阅读理由：关键概念：杰文斯悖论。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点 / 主旨


	作者用 19 世纪的 Jevons Paradox 重新理解 AI 对工作的影响：效率提升不一定让需求下降，反而可能因为单位产出变便宜而刺激更多消费。

	文章真正提醒的是 Jevons Paradox 的阴暗面：即使 AI 带来的效率提升避免了劳动力市场收缩，也可能像煤炭时代和数字沟通工具一样，制造新的负面副作用。

	作者反对一种过于简单的效率乐观主义：效率提升在经济史里经常不是单向变好，而是把需求、使用量和外部代价一起放大。





一、Jevons Paradox 的原始含义：效率提升可能带来总消费上升


1.1 为什么这个 19 世纪经济学理论重新流行


	最近技术新闻里 Jevons Paradox 被频繁引用，因为它为理解 AI 对就业的影响提供了一个反直觉框架。

	这个理论来自新古典经济学家 William Stanley Jevons，用来描述一种观察：资源使用效率提高，反而可能导致该资源的总体消费增加。

	文章把这个框架从煤炭和蒸汽机迁移到 AI 与知识工作，核心问题从“煤会不会被烧得更多”变成“AI 会不会让某些劳动需求变得更多”。





1.2 Jevons 在《The Coal Question》里的论证


	Jevons 在 1865 年出版的《The Coal Question》中讨论英国煤炭供应减少的问题。

	他的判断是，更高效的蒸汽机并不会解决煤炭消耗问题。蒸汽机如果用更少燃料产生同样动力，人们会找到更多蒸汽动力的应用场景。

	因此，单台机器更省煤，不等于社会总体更省煤；相反，蒸汽动力扩散后，煤炭总消耗可能更高。

	历史结果基本验证了这个判断：煤炭消费确实增加了，只是 Jevons 担心的煤炭短缺后来被新的采矿技术缓解。






二、AI 与工作的乐观版本：效率提升可能扩大劳动需求


2.1 常见恐惧：一个人能做五个人的活，公司会裁掉大部分人


	围绕 AI 的就业焦虑通常有一个简单模型：如果 AI 让员工效率大幅提高，那么公司需要的人就会变少。

	作者用程序员举例：如果一个程序员现在能完成五个人的工作，人们自然会担心公司会裁掉 80% 的程序员。

	这个担忧把效率提升直接等同于岗位收缩，默认需求总量不变，只是完成同样需求所需的人力减少。





2.2 Jevons Paradox 给出的相反推论


	Jevons Paradox 暗示的结论可能相反：如果劳动者更高效，他们的产出会更便宜，对服务的需求可能增长。

	程序员例子里的关键变化不是“同样的软件由更少的人完成”，而是“创造软件的有效成本大幅下降”。

	当软件开发变得足够便宜，更多个人和组织可能会愿意为自己的工具和应用付费，于是软件需求被打开，程序员服务的市场反而扩大。

	作者认为这是一个值得继续观察的预测，也把它与 AI 经济学的反直觉讨论联系起来。






三、阴暗面：需求突然增加会创造意外副作用


3.1 文章的转折：更好的结果也可能带来坏的外部后果


	作者并不否认 Jevons Paradox 对 AI 就业可能是较好的结果，因为它至少比劳动力市场收缩更可取。

	但他强调，近期讨论较少触及这个悖论的另一面：对某种资源的需求突然增加，会产生意外的负面副作用。

	这使文章从“AI 是否会消灭工作”转向“AI 即使不消灭工作，也可能制造新的系统性代价”。





3.2 蒸汽机的历史副作用：煤炭消费扩大后的环境代价


	更高效的蒸汽机并不只是带来更多生产力，它也带来了更大范围的煤炭燃烧。

	作者提到的结果包括被煤烟熏黑的建筑，以及人类驱动气候变化时代的烟雾开端。

	这里的逻辑是：效率提高降低使用门槛，使用量上升，随后外部代价也被放大。





3.3 数字沟通工具的知识工作副作用


	作者把 email 和 Slack 作为知识工作中的近代例子。

	这些工具显著提高了沟通效率，但它们没有让知识工作者更安静、更专注，反而让快速互动的需求爆炸。

	结果是当前知识工作者被频繁打断，作者把这种状态与自己在《A World Without Email》中讨论的 communication madness 联系起来。

	这个例子说明，效率工具一旦把某类行为变得足够便宜，组织就可能把这种行为推到过量使用。






四、作者对 AI 效率提升的最终态度


4.1 希望 Jevons Paradox 成立，但必须警惕副作用


	作者希望 AI 对工作的影响符合 Jevons Paradox，因为需求扩大比劳动力市场收缩更好。

	但他同时要求保持警惕：如果 AI 让某些类型的工作者效率更高，就要关注由需求扩大引发的新问题。

	文章没有声称 AI 一定会复制煤炭或 Slack 的后果，而是用历史模式提醒读者：效率提升经常会改变系统行为，而不只是优化单个任务。





4.2 反对单纯的效率乐观主义


	作者指出，人们很容易假设任何情境下的效率提升只会让事情变好。

	经济史提供的是更复杂的叙事：效率提升可能降低成本、扩张需求、增加总使用量，并同时制造新的外部代价。

	因此，AI 的问题不只是“会不会替代人”，还包括“如果它让工作变便宜、变快、变多，组织和社会要承受哪些新的成本”。






关键概念 / 术语


	Jevons Paradox：资源效率提高可能导致总体消费增加，而不是减少。

	The Coal Question：Jevons 1865 年讨论煤炭供应与蒸汽机效率的著作，是文章经济学框架的历史来源。

	AI on jobs：文章使用 Jevons Paradox 讨论 AI 对劳动力市场的潜在影响。

	effective cost of creating software：AI 提高程序员效率后，软件开发的有效成本下降，由此可能打开更多需求。

	unexpected negative side effects：需求突然增加后产生的非预期代价，是文章标题中“阴暗面”的核心。

	digital communication tools：email 和 Slack 是知识工作中效率提升反而造成互动过载的例子。







4. 《企业 AI 订阅可能是一颗延时炸弹》


作者：State of Brand

主题：🧠 AI 经济与基础设施

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：我一直以来的观点：AI 工具不是普通工具。每个人应该自己承担 AI 工具的成本。
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三级笔记



核心观点 / 主旨

这篇文章的中心判断是：企业现在购买的 AI 订阅并不是一个已经稳定定价的 SaaS 工具，而是 AI 实验室用巨额补贴撑起来的 adoption price。企业把 ChatGPT Plus、Claude Pro、Copilot 这类低价订阅嵌入日常流程后，会形成对补贴价格的依赖；当推理成本、agentic workload 和 IPO 压力迫使供应商重新定价时，这些企业会突然面对远高于当前预算的 AI 成本。



一、AI 订阅正在以低于真实成本的方式服务企业


1.1 作者开篇把问题定义为全行业补贴


	作者说，每一家 AI lab 现在都在亏钱服务企业用户，而且它们知道这一点，也是在有意这样做。

	这不是单家公司短期促销，而是一个 industry-wide loss-leader program：OpenAI、Anthropic、Google 等主要玩家都在用低价换取采用率。

	作者用一个强烈比喻说明价差：企业现在像是在用 gas station hot dog prices 购买 filet mignon。订阅价格和真实服务成本之间不是 rounding error，而是 gulf。

	因此，凡是把 workflow、product 或 business unit 建在这些 subsidized prices 上的组织，都站在价格修正的边缘。





1.2 这首先是 CTO、CFO 和运营负责人的预算问题


	作者认为，AI 订阅重定价应该成为 CTO、CFO 和 head of operations 的 front of mind。

	原因不是 AI 是否有用，而是企业是否把 AI 当成 permanently cheap utility 来预算。

	一旦 pricing corrects，当前看起来很轻的 AI 订阅支出，会变成比传统 SaaS spend 更难解释的账单。






二、企业财务团队尚未真正计算每个 seat 的真实成本


2.1 Claude Pro 的 $20 订阅掩盖了 API 级别的成本


	Claude Pro 每月 $20，但包含 Sonnet、Opus、web search、code execution、file creation 和约 5 倍免费层用量。

	API 侧的价格完全不同：Sonnet 约为 $3 / million input tokens、$15 / million output tokens；Opus 则是 $5 input、$25 output。

	一个知识工作者每天使用 Claude 数小时、上传文档、写报告、分析数据，每周很容易消耗 several million tokens。

	按 API 价格换算，同样 workload 可能是每人每月 $200-$400，power users 还会更高；但 Pro 订阅只收 $20 per head。





2.2 其他供应商也在承担类似亏损


	Microsoft 曾被报道在 GitHub Copilot 上每用户每月亏损超过 $20；power users 的 compute burn 可达 $80，而订阅费只有 $10。

	有分析认为 Anthropic 用户每 $1 subscription revenue 会消耗约 $8 compute。

	OpenAI 产品负责人 Nick Turley 曾把现有订阅价格描述为 stumbled into，并提到 unlimited plans 像 unlimited electricity，暗示这种定价不可长期持续。

	ChatGPT Plus 三年维持 $20，但模型能力、image generation、code interpretation、voice mode、agentic reasoning、web search 等功能大幅增加，价格却没有同步变化。





2.3 企业拿到的是好 deal，但问题是这个 deal 能活多久


	对企业采购来说，早期锁定 team 或 business rates 的确像是好交易。

	但作者强调，真正的问题不是 whether they got a good deal，而是 how long that deal survives。

	当前订阅价格没有反映模型推理、功能扩展和高强度使用的真实经济成本。






三、这不是某一家公司的问题，而是整个 AI 市场的同一套打法


3.1 主要供应商都在 price for adoption, not for economics


	Google 把 Gemini Advanced 以 $20 打包进 Google One AI Premium，同时又对开发者按 API 收取真实费用。

	Meta 免费提供 Llama，并用广告收入补贴其平台上大规模 AI query 的 compute cost。

	xAI 的 Grok 用极低 API 价格抢市场份额，只有在愿意 hemorrhage money 的假设下才合理。

	作者把共同模式概括为：Price for adoption, not for economics。先锁定组织、让 AI 成为团队日常 workflow 的承重部分，再以后处理账单。





3.2 补贴时代已经出现裂缝


	OpenAI 被报道在 consumer subscribers 上亏钱，并考虑从 consumer bets 转向 enterprise，因为后者 unit economics 略不那么糟。

	有报道指出 OpenAI 在冲刺 IPO 过程中错过关键 revenue 和 user targets。

	作者说 subsidy era 不是 graceful winding down，而是 showing cracks everywhere。






四、Agentic AI 让原本糟糕的订阅经济学变得灾难性


4.1 Chatbot 时代的 token 消耗相对可预测


	当 AI 主要是 chatbot 时，用户问一个问题，模型回答一次，token consumption 比较可控。

	一段 conversation 可能只消耗几千 tokens，heavy use 也许进入数万 tokens。

	在 subsidized rates 下，这种模式虽然不理想，但仍可管理。





4.2 Agentic shift 彻底改变了消耗曲线


	Claude Code 这类 session 可以长时间自主运行，burning through tokens 的速度远高于对话式使用。

	有用户报告 5-hour rate limit windows 在不到 90 分钟内被耗尽。

	GitHub 宣布 Copilot 从 2026-06-01 起转向 usage-based billing，原因是 flat-fee model 在 agentic workloads 下 collapse。

	GitHub 自己也承认 Copilot 已经演化，agentic usage is becoming the default，因此 compute and inference demands 更高。

	Sam Altman 说 OpenAI 需要成为 an AI inference company，这承认了 agentic usage 需要不同的经济模型。





4.3 多 agent 工作方式会让企业工程团队的 burn rate 急剧放大


	对工程团队来说，Agent Teams 即多个 AI instances 并行处理同一项目，会显著提高消耗。

	一个开发者同时跑三四个 coding agents，并不是聊天使用量的 3x 或 4x，而可能是 order of magnitude more。

	但企业对这个 seat 支付的 subscription price 还没有变化，于是成本和价格之间的裂缝被进一步拉大。






五、企业真正暴露在风险中的是已经被嵌入的工作流


5.1 AI 已经从实验变成 load-bearing workflows


	过去两年，很多公司把 AI 订阅织入运营深处：marketing 用 ChatGPT Plus 写 copy，engineering 用 Claude Pro 写和 review code，research 合成文档，customer success 总结 tickets，finance 建模 scenarios。

	作者强调，这些不是 experiments anymore，而是 load-bearing workflows。

	风险因此不只是价格上涨，而是价格上涨发生时，企业已经很难把这些流程 rip out。





5.2 当前预算低估了真实使用成本


	50 人团队使用 Claude Pro 或 ChatGPT Plus，每月支出约 $1,000，看起来只是 P&L 上的 rounding error，比一个 SaaS 工具或 contractor 更便宜。

	但如果按实际 token consumed 的成本计算，同一团队的等价 API usage 可能是每月 $15,000-$40,000，取决于使用强度。

	这不是小数点误差，而是需要独立 budget code 的 line item。





5.3 补贴制造依赖，依赖让涨价不可避免


	作者把企业风险概括为一个 trap：The subsidy creates dependency. The dependency makes the price increase unavoidable。

	企业若把 $20-a-month AI 当作 permanently cheap input，会在账单调整时被打到没有预算准备。

	KPMG 数据显示，美国组织未来 12 个月平均 AI spending 预计为 $207 million，几乎是上一年同期的两倍。

	Goldman Sachs 调查显示，大公司已经出现 AI budgets orders of magnitude overruns，AI spending 未来可能接近 engineers’ salaries。

	KPMG 的 Swami Chandrasekaran 说，之前没有人认真关心 LLM consumption costs；Brian Jabarian 则说，the time for the bill is going to come。






六、IPO 是强迫重新定价的机制


6.1 OpenAI 和 Anthropic 的收入增长无法单独证明经济模型成立


	Anthropic 年化收入被报道超过 $30 billion，OpenAI 约为 $25 billion pace。

	这些数字表面上好看，但作者提醒读者要看 cost side。

	OpenAI 被报道预计到 2029 年 cumulative cash burn 为 $115 billion，并到 2030 年承诺 $665 billion compute spending。

	Oracle 为 OpenAI 数据中心建设在一个 fiscal year 中承担 $43 billion debt。





6.2 私营融资可以补贴推理，公开市场会要求 unit economics


	私营公司燃烧 venture capital 时，可以亏本跑模型、提供 $20 订阅、用 fundraising 补贴 inference。

	IPO 会 overnight 改变等式：public markets demand margins，analysts demand unit economics，investors demand a path to profitability。

	一旦上市，供应商必须缩小 subscription price 和 actual cost 的 gap。

	最快的路径是 raise prices、impose usage caps 或 shift to consumption-based billing，这三种都会冲击现有 enterprise subscribers。






七、重新定价的 playbook 已经出现


7.1 多个产品已经开始提高价格下限


	GitHub 从 2026-06-01 起转向 usage-based billing，用 token-based AI Credits 替代 flat-rate premium requests。

	Microsoft 四年内两次提高 Microsoft 365 价格，最近一次明确与 AI infrastructure costs 相关。

	OpenAI 推出 $100 Pro tier，把它定位成 heavy users 的新 real price。

	Anthropic 的 $200 Max tier 预示 committed usage 在补贴结束后的真实价格。

	作者总结为：One by one, the floor is being raised。





7.2 供应商会通过商业模式和服务定价回收投资


	Geoff Webb 把 AI land-grab 描述为 colossal scale，并指出支配这个新市场的 price tag 同样巨大。

	为了 monetizing services 和 recouping investment，供应商会被迫进行 business models and service pricing 的重大调整。

	作者认为这些 changes are likely to happen fast。






八、作者最后把问题收束为企业必须面对的成本测算


8.1 文章提出的过渡方式是 today 做 math


	作者说，能 survive this transition 的公司，是今天就开始做 math 的公司。

	这里的 math 包括 audit actual token consumption、按 2x / 5x / 10x current prices 建模 AI costs、在 stack 中建立 vendor optionality。

	作者还强调，应在 CFO 主动发起谈话之前，先与 CFO 进行 honest conversation。





8.2 最后的警告是 18 个月内的成本落差


	作者认为，企业今天支付的 AI 成本和 18 个月后可能支付的 AI 成本之间的 gap，将成为多数公司经历过的最 disruptive line-item increases 之一。

	最糟糕的组织会在工具从 team lunch 级别支出突然变成 six-figure annual budget 时，才开始解释为什么预算失控。

	文章以一个明确判断结尾：The subsidy era is ending. The clock is running. Most enterprises have not even started the conversation。








5. 《AI 不一定让流程更快，可能只是放大原有摩擦》
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三级笔记



核心观点


	文章的主旨是：AI 不会天然让流程变快；如果组织没有先处理流程上游的问题、输入质量和需求澄清，AI 只会把原本隐藏在软件开发、法务审批或项目交付里的摩擦重新暴露出来，甚至让这些摩擦以更快速度扩散。

	作者反对一种过于简单的流程优化想象：看到甘特图上“软件开发”耗时最长，就直接把更多人或 AI 扔进开发环节。长耗时确实值得关注，但长耗时不等于问题一定源自那个环节本身。

	文章用《The Toyota Way》和《The Goal》的流程思想支撑这个判断：真正的瓶颈需要稳定、清晰、高质量的输入；优化流程首先要看工作能否被正确开始，而不是只看执行环节能否被压缩。





一、流程优化常被过度简化


1.1 市场低迷时，组织更容易追求流程优化


	作者观察到，很多组织正在把注意力放到 process optimization 上，尤其是在市场下行时。

	今天的特殊之处在于，流程优化又叠加了 AI 叙事，于是产生了很多 unrealistic expectations。

	作者为此重读了两本流程优化经典：《The Toyota Way》和《The Goal》，并由此意识到，很多流程优化练习过于简单，常常误解了真正应该关注的对象。





1.2 可视化瓶颈容易诱导错误归因


	作者用一个项目甘特图举例：从 scoping、development 到 deployment，图上耗时最长的是 software development。

	如果任务是提高 project throughput，首先关注软件开发是合理的，因为它在视觉上就是最长的一段。

	但问题出在后续做法：人们通常会“throw people at the problem”，或者直接假设 AI 会让开发大幅提速。

	作者强调，真正缺失的问题是 why：为什么这个环节耗时这么久？更重要的是，long duration does not automatically mean the problem originates there。






二、软件开发慢，常常是上游输入不清楚


2.1 软件开发不是打字速度问题


	作者指出，软件开发者都知道，项目不会因为 typing faster 就自动变快；如果问题只是打字速度，开发者都应该去上打字课。

	软件开发的本质是把一个 problem 翻译成计算机能理解并自动解决的 solution，而且最好是 secure and scalable 的 solution。

	这种翻译活动需要完整理解问题，而不是只拿到一个模糊标题或口头方向。





2.2 问题概览来自两种路径


	如果组织偏 waterfall，需要 feature documents 或 scope documents，把问题边界、功能要求和最终结果写清楚。

	如果组织偏 agile，需要和 domain experts 持续迭代，用频繁反馈补足问题理解。

	无论哪种路径，本质都一样：做事的人必须拥有足够完整的问题概览。





2.3 真正拖慢开发的是模糊需求


	作者认为，拖慢软件开发的常常不是开发本身，而是开发者必须反复弄清楚一个 vague, title only feature request 到底是什么意思。

	他用“send mail to user once sale is completed”举例：看起来只是发邮件，实际会立刻引出一串问题。

	邮件里应该包含什么？销售流程出现问题时是否发错误邮件？什么时候才算 sale is completed？

	这些问题不是开发者敲代码慢造成的，而是上游需求没有提供可执行输入造成的。






三、AI 生成代码没有消灭上游问题


3.1 常见 AI 想象：开发者变成项目经理


	作者听到的一种 AI generated code 论点是：可以绕过 development part，让软件开发者变成 project manager。

	这种想象认为，原来 70 天的软件开发会被压缩成几天的 AI development，流程总周期因此大幅缩短。

	作者认为，围绕 AI 的软件开发讨论正好暴露了同一个流程问题：执行环节变快，并不代表正确性、上下文和需求澄清也自动完成。





3.2 AI 可以快速生成代码，但不保证生成正确代码


	作者承认，AI can generate code quickly；至于这是不是好事，他认为仍可讨论。

	关键在于，快速生成代码并不等于生成 correct code。

	人类开发与 AI 开发的比较，常常忽略了 AI 完成任务所需要的 handholding。

	如果要让 AI 做出正确东西，组织仍然要把大量上下文、边界条件、异常分支、验收标准和最终结果描述清楚。





3.3 AI 开发需要更深的 domain 和 product involvement


	在作者看来，真实的 AI 开发流程可能不是“开发 3 天”，而是 scoping、documenting 和 AI development 同时变成更重的工作。

	这种工作方式要求 domain experts 和 product experts 更深度参与。

	参与的具体形态，是把每个 feature 和 bug fix 写到 tiniest detail。

	这恰恰是软件开发者从职业诞生以来一直在请求的东西：收到 detailed outline of the problem and what the end result should look like。





3.4 同样的文档质量给人类开发者，也会提高生产率


	作者认为，如果把 AI 所需的同等数量和质量的 feature/scope documentation 给人类开发者，人类开发者的 productivity 也会 skyrocket。

	因此，把 AI 流程和旧流程做简单对比是不公平的：AI 版本的效率提升，可能并不完全来自 AI 编码能力，而来自上游输入质量的大幅改善。

	换句话说，AI 没有魔法般解决流程问题；它只是迫使组织把过去本来就应该写清楚的东西写清楚。






四、真正的流程提速来自高质量输入


4.1 让做事的人拥有完成工作的全部条件


	作者给出的流程提速原则是：people that need to do the work 必须拥有 all the means to actually do the work。

	这个原则适用于软件开发，也适用于任何耗时过长的流程。

	如果某个流程慢，首先要看启动该流程需要什么输入、材料、判断和权限，而不是只看执行者数量。





4.2 法务审批例子说明瓶颈不能靠堆人解决


	作者用 legal approval process 举例：如果法务审批慢，应该先看启动法务审批需要哪些材料。

	如果法务人员必须追着五个不同的人补不完整文件，增加更多律师并不能真正让流程变快。

	因为瓶颈的阻塞点不只是法务处理速度，而是输入质量差、材料不完整、前置协作不稳定。





4.3 《The Goal》的核心经验：瓶颈需要可预测、高质量输入


	作者引用《The Goal》的大课：bottlenecks should receive predictable, high-quality inputs。

	他认为，这应该是 process automation 的 first stop。

	自动化不应该首先被理解为“压缩执行时间”，而应被理解为“让瓶颈稳定收到足够清楚、足够完整、足够可执行的输入”。






关键概念/术语


	process optimization：组织在市场压力下追求流程提效的活动，但作者认为很多实践过于简单。

	visual bottleneck：甘特图或流程图中看起来耗时最长的环节；它值得关注，但不能直接等同于问题源头。

	upstream issue：上游输入、需求澄清、领域知识和文档质量不足造成的流程摩擦。

	AI development：AI 生成代码带来的开发方式变化；作者承认它可能生成得快，但强调正确性依赖上下文和 handholding。

	handholding：为了让 AI 做对事，人类必须提供的详细说明、边界条件和持续指导。

	feature/scope documentation：特性和范围文档；在作者论证中，它既是 AI 做对事的必要条件，也是人类开发提效长期缺失的输入。

	predictable, high-quality inputs：瓶颈环节真正需要的稳定输入；这是作者认为流程自动化的首要切入点。







6. 《Anthropic 与 OpenAI 正在吞下大部分 AI 收入》
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三级笔记



核心观点

Anthropic 和 OpenAI 正在把生成式 AI 初创公司的商业收入快速集中到模型层。The Information 跟踪的 34 家头部 AI 初创公司年化收入合计逼近 8000 亿美元，但其中约 89% 被 Anthropic 和 OpenAI 两家公司占据。文章认为，这不是“百花齐放”的繁荣，而是 AI 商业化从早期扩散走向高度集中的成熟格局。



一、两家独大：收入集中度继续上升


1.1 34 家头部 AI 初创公司整体收入翻倍


	The Information 的生成式 AI 数据库覆盖 34 家最受关注的生成式 AI 初创公司，包括模型开发者和应用开发者。

	这些公司销售 AI 应用或模型访问权限的年化收入合计已逼近 8000 亿美元，约等于每月 660 亿美元。

	这个总量相比六个月前增长 112%，说明生成式 AI 商业化仍在高速膨胀。





1.2 真正重要的是分配，而不是总量


	文章强调，值得关注的不是收入池变大，而是收入池如何分配。

	Anthropic 和 OpenAI 目前占据这 34 家公司年化收入的约 89%，比半年前又高出 4.5 个百分点。

	剩下 32 家公司只能争夺余下 11% 的收入空间，因此整体格局更接近赢家通吃，而不是均衡增长。





1.3 收入口径有差异，但不改变集中趋势


	Anthropic 的收入存在总额确认因素：亚马逊、谷歌等云服务商会转售 Anthropic 模型，Anthropic 将相关收入按总额确认，不扣除云厂商分成。

	OpenAI 在 2030 年之前必须将收入的 20% 交给早期支持者微软，今年分给微软的金额可能达到 60 亿美元；同时 OpenAI 对外披露收入时不计入通过云伙伴产生的销售。

	如果用同一套会计标准衡量，两家公司之间的收入差距可能没有表面数字那么大，但 Anthropic 的近期增速仍然给竞争对手带来压力。





1.4 Anthropic 的增长速度改变了外界对格局的判断


	据华尔街日报报道，Anthropic 年化收入有望在 6 月底达到 500 亿美元。

	2026 年初，Anthropic 年化收入还只有 10 亿美元；到 4 月已经跳到 300 亿美元以上。

	知情人士称，公司原本计划今年实现 10 倍增长，但第一季度实际表现是年化收入和使用量同比增长 80 倍。

	OpenAI 在 2026 年 3 月下旬公布月收入为 20 亿美元，年化收入约 240 亿美元；发言人后来澄清该月度数据并不旨在代表精确的年化运行率。






二、应用层公司过线，但收入会回流到模型层


2.1 四家应用公司跨过 5 亿美元年化销售额门槛


	在 Anthropic 和 OpenAI 的阴影下，一些中小型 AI 初创公司也达到新的收入里程碑。

	自 2025 年 12 月以来，又有三家公司跨越 5 亿美元年化销售额门槛：Perplexity、ElevenLabs 和 Cognition。

	此前，编程应用 Cursor 已经率先进入这一梯队。





2.2 应用层收入可能包含重复计算


	文章指出，这些年化销售额超过 5 亿美元的应用公司，以及其他上榜企业，很可能每年合计向 OpenAI 和 Anthropic 支付数十亿美元，用来获取底层模型能力。

	因此，应用层公司的收入并不完全代表独立价值创造，其中一部分会作为模型调用成本回流给模型开发商。

	这使得统计中的 AI 收入存在“重复计算”：应用公司从客户收钱，同时又把重要一部分付给底层模型供应商。





2.3 Cursor 的毛利率暴露应用层脆弱性


	Cursor 是文章用来说明这一问题的典型例子。

	在截至今年 1 月的季度中，Cursor 的毛利率为负 23%，对于一家已经产生高收入的初创公司来说并不寻常。

	Cursor 的毛利率后来虽已转正，但这个波动暴露了依赖 Anthropic 和 OpenAI 技术的脆弱性。

	在 Anthropic 近期涨价的情况下，这种依赖会进一步压缩应用公司的利润空间。






三、小型 AI 创企的困境：供应商正在变成竞争者


3.1 模型供应商掌握应用公司的关键生产资料


	收入集中度攀升背后，是小型 AI 初创公司越来越不安的现实：它们赖以生存的模型供应商，正在变成直接竞争者。

	The Information 的分析认为，几乎所有上榜应用公司都部分或完全依赖 Anthropic 和 OpenAI 的模型。

	当应用公司依赖模型访问来构建产品时，它们的成本结构、产品边界和增长空间都会受到模型公司的约束。





3.2 模型公司正在向垂直行业和白领工作流扩张


	Anthropic 和 OpenAI 一直在推出针对特定行业或白领工作角色的产品版本。

	这些产品会直接与自己的客户展开竞争，因为许多客户本身就是基于模型能力做行业应用。

	这种局面会进一步挤压小型应用公司的增长空间。





3.3 红杉资本式判断正在被收入数据验证


	文章提到，红杉资本等机构投资者一直持有一个判断：在当前 AI 时代，绝大多数软件价值将由先进 AI 模型的顶级开发者创造，而不是由纯 AI 应用开发者创造。

	最新收入数据正在验证这个判断，因为收入池的大部分正被模型层领跑者吸走。

	这也解释了为什么挑战 Anthropic 和 OpenAI 的“AI 新实验室”处于狂热融资环境中：它们试图绕开对巨头的依赖，但必须筹集巨量资本。






四、AI 创收的关键指标从用户数转向 token 数


4.1 用户数量不是最关键的收入指标


	文章指出，市场逐渐看清一个事实：就创收而言，关键指标不是用户数量，而是 token 数量。

	Token 是用户要求 AI 执行任务时消耗的数据单元，对应工作负载大小。

	因此，AI 产品的商业价值更取决于用户让模型完成多少高强度任务，而不是有多少轻度用户偶尔聊天。





4.2 编程任务是 token 密集型场景


	编程任务被文章视为典型 token 密集型场景。

	一个开发者产生的收入可能远超一大批向聊天机器人询问随意问题的普通用户。

	这解释了为什么编程工具在 AI 商业化中成为高价值场景，也解释了 Cursor、Cognition、Codex 等产品受到关注。





4.3 OpenAI 的产品路线图体现 token 收入逻辑


	OpenAI 正在重新绘制产品路线图，关闭视频生成应用 Sora 等服务，将资源重新分配给编程工具 Codex。

	文章认为背后的逻辑是 token 数量和工作负载强度：编程场景更能产生持续、高价值的模型调用。

	这不是简单的产品偏好调整，而是收入结构驱动的资源再配置。






五、收入光鲜之外，利润和资本市场仍有压力


5.1 Anthropic 和 OpenAI 仍然处于高现金消耗阶段


	收入数字非常亮眼，但利润是另一回事。

	仅 Anthropic 和 OpenAI 两家公司，每年的现金消耗就可能超过 300 亿美元，很大程度上来自 AI 模型训练成本。

	名单上的大多数初创公司都不盈利，即便偶尔出现盈利季度，也难以持续。





5.2 巨型 IPO 可能吸走公开市场需求


	据路透社报道，SpaceX、OpenAI 和 Anthropic 三起巨型 IPO 的时间点正在明朗化。

	SpaceX 可能最早 6 月启动路演，OpenAI 和 Anthropic 预计今年下半年跟进。

	这三家公司合计可能吸走大量投资者需求，导致 Canva、Databricks 等估值数百亿甚至数千亿美元的知名公司被挤出市场。





5.3 IPO 窗口可能被推迟到 2027 年


	PitchBook 分析师 Kyle Stanford 警告，许多公司等待多年的 IPO 窗口可能被推迟到 2027 年。

	一些 Pre-IPO 软件公司高管透露，银行家已经在催促他们确保时间安排不与 SpaceX 冲突。

	这说明 AI 巨头和 SpaceX 的上市计划不仅影响自身估值，也会重排整个科技 IPO 市场的时间表。






六、文章的最终判断：商业化正在走向高度集中


6.1 竞争还没有结束


	文章没有把当前格局描述为终局。

	谷歌的威胁正在逼近，Anthropic 面临计算限制，已经导致服务中断并迫使其限制用户。

	OpenAI 的 Codex 正在快速普及，说明产品层竞争仍在继续。





6.2 但成熟格局已经显现


	文章最后强调，AI 商业化正在从早期“百花齐放”的阶段，不可逆转地走向高度集中的成熟格局。

	对剩下的 32 家公司而言，时间窗口正在以肉眼可见的速度收窄。

	这个判断把全文的收入数据、应用层毛利、模型依赖、token 经济和 IPO 压力串在一起：AI 收入不是均匀扩散，而是向少数拥有先进模型和算力资本的公司集中。






关键概念/术语


	年化收入：用当前月度或季度收入推算全年收入运行率，是文章比较 AI 公司商业化速度的核心指标。

	收入集中度：Anthropic 和 OpenAI 占 34 家头部 AI 初创公司约 89% 年化收入，显示收入向模型层头部公司集中。

	总额确认收入：Anthropic 将云服务商转售模型产生的收入按总额确认，不扣除分成部分，影响与 OpenAI 的口径比较。

	重复计算：应用公司收取客户收入后，又向 OpenAI 和 Anthropic 支付模型费用，使 AI 产业收入统计中存在回流和重叠。

	负毛利率：Cursor 一度出现负 23% 毛利率，说明高收入应用公司也可能被模型成本压缩利润。

	token 数量：文章认为 AI 创收的关键指标不是用户数量，而是任务消耗的 token 数量。

	token 密集型场景：编程任务消耗大量 token，一个开发者可能贡献高于大量普通聊天用户的收入。

	模型供应商变竞争者：Anthropic 和 OpenAI 一边向应用公司供应模型，一边推出垂直产品与客户竞争。

	巨型 IPO 潮：SpaceX、OpenAI、Anthropic 的上市预期可能重排公开市场资金需求和其他公司 IPO 窗口。







7. 《AMD 正在用数据中心叙事挑战算力格局》


作者：腾讯科技

主题：🧠 AI 经济与基础设施

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：AMD 作为 AI 玩家

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点

这篇文章把 AMD 的最新财报、市值重估和 AI 基建需求放在同一条线上理解：AMD 不再只是传统芯片厂商，而是在用数据中心 CPU、Instinct GPU、开放互联和系统级方案，重写自己在 AI 算力格局中的位置。文章的核心判断是，AMD 的新叙事由三个结构性信号支撑：数据中心业务超越英特尔、AI Agent 推动 CPU 重新走到舞台中央、CPU+GPU 双引擎让 AMD 从单芯片竞争转向系统级竞争。



一、AMD 的身份正在从芯片厂商变成 AI 时代的算力军火商


1.1 财报成为转型节点


	文章认为，AMD 2026 年第一季度财报基本宣告公司完成了从芯片厂商向 AI 时代“算力军火商”的转型。

	当季 AMD 实现 102.5 亿美元营收，其中数据中心业务从上一季度的 53.8 亿美元进一步增至 57.75 亿美元。

	作者把这个节点与英伟达 2024 财年第一季度相类比：英伟达也是从数据中心业务进入关键拐点后，开启百亿级美元季度环比增长。





1.2 华尔街已经开始用 AI 基建叙事重估 AMD


	过去 52 周，AMD 股价从低点约 106.98 美元上涨到高点 469.22 美元，过去 30 天涨幅超过 80%，市值超过 7000 亿美元。

	Bernstein 将 AMD 评级上调至“跑赢大盘”，目标价从 265 美元翻倍到 525 美元。

	摩根大通认为，AMD 的预测指向“远高于此前预期的多年 CPU 营收轨迹”。

	作者把投资者热情背后的结构性信号归纳为三点：CPU 之王、GPU:CPU 配比从 8:1 向 1:1 变化、GPU+CPU 双引擎。






二、数据中心之王：AMD 正在改写 x86 服务器市场格局


2.1 AMD 在数据中心收入上持续超过英特尔


	过去数十年，英特尔长期占据数据中心 CPU 市场的统治地位。

	AMD 在 2017 年推出第一代 EPYC（霄龙）后，用近十年持续追赶。

	最近这个财季，AMD 数据中心业务收入达到 57.75 亿美元，账面上继续超越并拉开与英特尔的距离；英特尔数据中心当季收入为 51 亿美元。

	这种超越并非单季偶然：2025 年第三季度，英特尔数据中心收入 41 亿美元，AMD 同期为 43 亿美元。





2.2 “CPU 之王”更准确地说是“数据中心之王”


	Digitime 将这一趋势解释为 x86 服务器市场格局的历史性转折，并认为它可能标志着 AMD 长期统治地位的开端。

	Mercury Research 的报告显示，AMD 在 2026 年一季度拿到服务器市场收入创纪录的 46.2%，高于 2025 年同期的 39.5%。

	同期 AMD 在数据中心 CPU 市场的出货量份额为 33.2%。

	作者强调，33.2% 的出货量份额对应 46.2% 的收入份额，核心不是单纯份额，而是“市场份额效率”。





2.3 AMD 的份额效率来自架构、路线图和总拥有成本


	美国银行证券预计 AMD 有望占据服务器 CPU 市场约 50% 的份额。

	作者进一步推演，若按份额效率计算，AMD 未来有可能拿到服务器 CPU 市场 70% 的收入份额。

	支撑 AMD 走向“数据中心之王”的因素包括更灵活的 Chiplet 架构、更稳定的路线图、单核性能、能效比和总拥有成本优势。

	AMD 曾提出 2020 至 2025 年间将 AI 训练和 HPC 服务器处理器/加速器能效提升 30 倍，后来披露第五代 EPYC CPU 与 Instinct GPU 联合配置实现了相对 2020 年基准系统 38 倍的能效提升。

	文章把更低总拥有成本与更高采用率联系起来，认为客户采用是 AMD 数据中心业务继续增长的直接基础。





2.4 客户采用证明数据中心叙事已经落地


	AWS、谷歌云、微软 Azure 已宣布全新或扩展的第五代 EPYC 云实例。

	Google Cloud H4D 虚拟机和 Azure 跨工作负载优化实例成为 AMD 数据中心采用的具体案例。

	甲骨文宣布将在 2026 年第三季度部署首批 5 万块 MI450 GPU，成为全球首个公开可用的超大规模 AMD 算力集群。

	在客户需求大范围展开后，作者认为可能限制 AMD 的主要因素变成产能。

	苏姿丰在摩根士丹利会议上回应 CoWoS 产能时强调，AMD 有产能、有技术、有深厚客户关系，数据中心服务商也已经为此分配空间。






三、CPU 走到舞台中央：Agent 让算力结构从加速器模式转向平衡计算


3.1 CPU 需求是被 GPU 叙事遮住的变量


	2025 年 6 月的 Advancing AI 活动上，苏姿丰前瞻性提到推理需求大爆发，但当时 CPU 需求仍被 GPU 和 ASIC 推理性能光环遮住。

	随着 Agent 产品爆发，苏姿丰更新了关于 CPU 叙事的判断：伴随 AI 的 CPU 计算需求，可能是一个被严重低估的变量。

	作者认为，这个季度的业绩看点不仅是财务数字增长，也在于管理层对市场趋势判断背后的成长空间。





3.2 CPU:GPU 配比变化揭示 AI 基建架构变化


	苏姿丰在第一财季电话会上说，过去 CPU 和 GPU 的配比基本是 1:4 或 1:8 的头节点配置，现在这个比例正在向 1:1 靠拢。

	文章认为，数量变化反映的实质是 AI 算力基建正在告别单一“加速器模式”，进入“平衡计算时代”。

	高盛把这种变化解释为计算重心从向量计算向逻辑推理偏移，进而导致计算负载向 CPU 端结构性回归。





3.3 Agent 改变了 CPU 在 AI 系统中的角色


	过去的数据中心配置中，CPU 主要负责调度和管理，是 GPU 训练和推理系统里的“看门人”。

	Agent 出现后，AI 助手从“回答问题”变成“自主完成任务”。

	自主完成任务意味着系统需要持续规划步骤、调用工具、检查结果、重新规划。

	这些密集的逻辑判断和任务编排必须依靠 CPU，因此 Agent 推理需求把 CPU 从后台调度角色推向更中心的位置。





3.4 CPU 复兴给 AMD 提供新的市场故事


	美银预测，全球数据中心 CPU 市场规模将从 2025 年的 270 亿美元增长到 2030 年的 1100 亿美元。

	AMD 管理层在第一财季电话会上将 2030 年服务器 CPU 总潜在市场目标从 18% 年复合增长率上调到 35% 以上，指向 1200 亿美元市场。

	Evercore ISI 提出“CPU 复兴”概念，文章认为这实际上就是 CPU 重新走到舞台中央。

	刚刚成为数据中心之王、又具备更低总拥有成本的 AMD，被作者视为 CPU 复兴中最受益的公司之一。






四、双引擎加速：AMD 的增长不是 CPU 取代 GPU，而是 CPU+GPU 组合拳


4.1 CPU 与 GPU 同时加速


	文章强调，CPU 需求快速增长不意味着 GPU 被取代。

	在 AMD 的体系中，CPU 和 GPU 更像两个同时加速的引擎。

	苏姿丰在财报解读中称，EPYC 服务器 CPU 的强劲需求和 Instinct GPU 出货量都将持续攀升。

	这种同步增长在半导体周期中不常见，它意味着 AMD 不再只靠单颗芯片性能竞争，而是在通过 CPU 和 GPU 的组合拳提供系统级方案。





4.2 Meta 合作体现系统级方案逻辑


	2026 年 2 月，Meta 与 AMD 签署的不是单纯 GPU 采购协议，而是将 6 吉瓦 Instinct MI450 GPU 与第六代 EPYC 服务器 CPU 订单捆绑。

	Meta 选择深度捆绑方案的核心考虑，是面向万亿级参数 Llama 4 及后续 Agent 集群做端到端优化。

	CPU+GPU 捆绑能够缩减系统层面的指令延迟。

	文章特别提到 Infinity Fabric 互连技术，它打破传统架构的“内存墙”，实现 EPYC 处理器与 Instinct 加速器之间的低延迟数据交换和统一内存共享。

	苏姿丰用“从实际工作负载出发来设计芯片”解释 AMD 的系统级开发逻辑。





4.3 架构深度绑定提高订单价值，也提高迁移成本


	高盛认为，CPU+GPU 套餐不仅拉高单笔订单价值，也通过架构深度绑定让云厂商使用后更难转向其他方案。

	OpenAI 6GW GPU 算力合同中，CPU 部署规划也被同步纳入。

	苏姿丰把客户同步规划 CPU 和加速器部署视为一个关键市场信号。

	财务数据印证这一逻辑：一季度服务器 CPU 营收同比增长超过 50%，二季度指引上修为 70% 以上增长；Instinct GPU 下半年也将进入更大规模放量。





4.4 AMD 用开放标准挑战英伟达封闭生态


	文章把英伟达的 NVLink 和 CUDA 概括为封闭生态。

	AMD 则坚持开放理念，希望在 Agent 定义的新赛道上，利用 CPU 存量优势和 GPU 平台组合，输出更具通用性且短期难以复刻的“双引擎标准”。

	UALink 是这一开放路线的例子，它由 AMD 与全球产业伙伴共同推进，已经吸引全球 70 多家成员参与，其中包括多家中国企业。

	作者认为，开放互联与双引擎组合可能是 AMD 与英伟达差异的具象化体现。






五、苏姿丰的下半场：从转型成功走向业绩暴增


5.1 市值反馈是对苏姿丰近 12 年转型的阶段性认可


	文章用“数据中心之王、CPU 崛起、GPU+CPU 双引擎”三个故事解释 AMD 的 7000 亿美元市值。

	这既是华尔街对 AMD 业务结构变化的估值，也被作者视为对苏姿丰近 12 年 CEO 生涯的正向反馈。

	苏姿丰回顾接任 AMD 时的处境时说，外界普遍看衰 AMD，但她看到的是一家拥有伟大工程底蕴、只是执行力不稳定的公司。





5.2 下半场目标是转型之后的业绩暴增


	如果说上半场目标是把 AMD 融入 AI 时代，下半场目标就是让转型后的业绩暴增。

	文章把万亿美元市值视为 AMD 下一个里程碑。

	2025 年 11 月金融分析师日，苏姿丰提出未来三到五年年均增长超过 60%，把数据中心年营收推向 1000 亿美元，并在战略时间框架内实现年度每股收益超过 20 美元。

	以本季度数据中心 57.7 亿美元收入折算，AMD 数据中心年化收入约 230 亿美元；要在五年内到 1000 亿美元，需要再翻两番以上。





5.3 产品链没有容错空间


	支撑 AMD 目标的是一条没有容错空间的产品链：EPYC Venice、MI450、Helios 机架系统、ROCm 生态。

	ROCm 是文中一个重要反转案例：SemiAnalysis 曾批评 AMD 的 ROCm 软件栈漏洞丛生，但苏姿丰在报告发布后快速联系作者，并听取工程团队逐项汇报 bug 和改进建议。

	SemiAnalysis 后来把结论从“未能成为有效竞争者”改写为“AMD 已进入战时模式，2026 年下半年 MI450X 有望正面对抗英伟达”。

	文章最后用苏姿丰在 CES 上邀请 OpenAI、Luma AI、Liquid AI 和李飞飞等 AI 生态人物，收束出一个判断：算力流向哪里，苏姿丰就把那里的人请上台。






关键概念 / 术语


	算力军火商：作者用来概括 AMD 从硬件芯片厂商转向 AI 时代算力基础设施供应者的新身份。

	数据中心之王：不是单纯 CPU 份额领先，而是 AMD 在数据中心收入、服务器份额效率、客户采用和 TCO 上形成综合优势。

	市场份额效率：用较低出货量份额获得更高收入份额，说明产品结构、定价能力或高价值客户采用正在改善。

	平衡计算时代：AI 基建从只强调 GPU 加速器，转向 CPU 与 GPU 更均衡配置的阶段。

	CPU 复兴：Agent 推理需求让 CPU 从后台调度角色重新走到 AI 系统核心。

	GPU+CPU 双引擎：AMD 同时推动 EPYC 服务器 CPU 和 Instinct GPU 放量，用系统级组合替代单芯片竞争。

	端到端优化：围绕 Llama 4 和 Agent 集群等实际工作负载，从底层架构到系统方案做整体设计。

	双引擎标准：AMD 希望用 CPU 存量优势、GPU 平台组合和开放互联标准，对抗英伟达封闭生态。







🔧 Agent 工作流与技能化




8. 《Codex 连接控制从单机扩展到多设备》


作者：微信公众号

主题：🔧 Agent 工作流与技能化

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：如何用 codex 控制多台电脑？

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点 / 主旨

Codex 的“连接”不只是把一个客户端打开到另一台机器上，而是把开发工作从单机扩展成一个由 iPhone、MacBook、Mac mini 和远程服务器组成的开发网络。文章把连接方式拆成三类：Control this Mac、Control other devices 和 SSH。前两类处理 Codex App 主机之间的远程控制，第三类处理 Codex 进入远程开发机或服务器工作。 这三类连接共同解决的问题是：用户可以在不同设备上继续同一个项目、同一个线程、同一套文件、凭据、权限、插件、浏览器、Computer Use 和本地工具。连接设置正确后，Codex 不再局限于当前手边这台电脑，而是能围绕实际承载项目和环境的主机继续工作。



一、文章先把 Codex “连接”划分为三类


1.1 三类连接构成一张开发网络


	文章开头直接说明：Codex “连接”主要分三类。

	这三类分别对应三种工作对象：

	Control this Mac：把当前 Mac 作为 Codex 主机，让手机或其他设备来控制它。

	Control other devices：用当前这台 Mac 去控制另一台 Codex 主机。

	SSH：让 Codex 连接远程开发机或服务器，在远程文件系统和 shell 上工作。

	作者认为，设置好以后，就可以“手拿 iPhone 随时随地干活”，相当于“用 Codex 连接起了你的整个开发网络，共享上下文”。





1.2 连接的核心不是设备本身，而是上下文和执行环境


	文章反复强调，远程控制继承的是 Codex 主机上的项目、线程和工具环境。

	这意味着用户在手机、笔记本或另一台机器上操作时，实际继续的是主机上的项目状态，而不是重新创建一个孤立会话。

	文章最后收束为一句：Codex 同步的是 Codex 主机上的项目和线程上下文。






二、Control this Mac：让其他设备控制这台 Mac


2.1 这个模式把本机变成 Codex 主机


	作者定义 Control this Mac 为：“把这台 Mac 当作 Codex 主机，让手机或其他设备来控制它”。

	使用场景是人在外面时，通过 ChatGPT iOS / 安卓里的 Codex 继续 Mac 上的项目。

	远程设备可以查看终端输出、审批命令、看 diff、继续线程。





2.2 远程访问使用的是主机资源


	文章明确说，远程访问会使用主机上的项目、文件、凭据、权限、插件、浏览器、Computer Use 和本地工具。

	因此这个模式的关键不是把手机变成开发机，而是让手机成为控制入口，真正的工作仍然发生在 Mac 主机上。

	这也解释了为什么同一套本地工具、插件和权限可以在远程控制时继续发挥作用。





2.3 基本操作路径


	在 Mac 的 Codex App 里开启“允许其他设备连接”。

	用手机 ChatGPT 扫 Codex App 提供的二维码完成绑定。

	保持 Mac 在线、醒着、Codex App 正在运行。

	手机里进入 Codex，选择这台 Mac 继续工作。






三、Control other devices：用当前 Mac 控制另一台 Codex 主机


3.1 这个模式是 Control this Mac 的反向使用


	作者把 Control other devices 定义为：“用当前这台 Mac 去控制另一台 Codex 主机”。

	它适合有一台常开 Mac mini、公司电脑或另一台笔记本，并希望从当前 Mac 接过去继续那边的 Codex 线程。

	典型场景是：家里 Mac mini 常开，项目和环境都在那里；用户现在用笔记本打开 Codex，连接那台 Mac mini；之后在笔记本上继续 Mac mini 上的线程、项目、命令和工具。





3.2 一台设备可以同时扮演两种角色


	文章指出，一台设备可以同时“允许别人连接自己”，也可以“控制其他设备”。

	这说明 Codex 设备连接不是单向固定关系，而是可组合的主机与控制端关系。

	入口是 Settings > Connections > Control other devices，在那里添加另一台主机。






四、SSH：让 Codex 进入远程开发机或服务器


4.1 SSH 与前两类连接的差异


	作者说，SSH 是“让 Codex 连接远程开发机/服务器”，在远程文件系统和 shell 上工作。

	前两类是 Codex App 主机之间的远程控制；SSH 则是把项目跑到远程机器上。

	远程机器可以是 devbox、云服务器或公司开发机。





4.2 SSH 的配置前提


	先在本机 ~/.ssh/config 配好明确的 Host。

	示例配置包含 Host devbox、HostName devbox.example.com、User you 和 IdentityFile ~/.ssh/id_ed25519。

	再确认本机能直接执行 ssh devbox 连上远程主机。

	在远程主机上安装并登录 Codex，确保远程 shell 里能找到 codex 命令。

	回到 Codex App 的 Settings > Connections > SSH，添加或启用这个 host，然后选择远程项目目录。






五、连接设置与运行条件


5.1 “允许其他设备连接”控制远程发现和控制


	打开后，已授权的 ChatGPT / Codex 设备可以发现并控制这台 Mac。

	关掉后，远程设备就连不上它。

	这个设置决定本机是否作为可被远程控制的 Codex 主机出现。





5.2 “接通电源时保持唤醒”决定连接稳定性


	作者特别强调这个设置“很重要”。

	原因是如果主机睡眠、断网或关闭 Codex，远程访问就会中断。

	插电保持唤醒适合跑长任务，因为长任务依赖主机持续在线。





5.3 Computer Use 会被远程连接继承


	文章说明，Computer Use 不是三个连接标签本身，但它会被远程连接继承。

	如果主机启用了 Computer Use，远程用手机控制 Codex 时，也能让 Codex 在这台 Mac 上看屏幕、点应用、操作 GUI。

	这进一步说明：远程设备只是控制入口，主机能力才是被实际调用的能力。






六、安全边界


6.1 SSH 需要正常的安全实践


	作者提醒注意安全，并引用官方建议：使用可信密钥、最小权限账号。

	不要把未认证的 app-server listener 暴露到公网。

	需要跨网络访问时，用 VPN 或 Tailscale 这类 mesh network。





6.2 安全问题来自“主机能力被远程继承”


	文章没有把连接只当作便利功能，而是同时提醒权限和网络暴露问题。

	因为远程访问会继承主机上的项目、凭据、权限和本地工具，所以连接配置本身就是开发环境边界的一部分。






七、一句话总结三类连接


	Control this Mac 是“手机 / 别的设备遥控这台 Mac”。

	Control other devices 是“这台 Mac 遥控别的 Codex 设备”。

	SSH 是“Codex 进入远程服务器 / 开发机干活”。

	三者共同把 Codex 从单台设备上的 App，扩展成围绕多台主机、远程项目目录和线程上下文运转的开发控制网络。





关键概念 / 术语


	Codex 连接：文章中指把 Codex 工作入口扩展到手机、其他 Mac、Mac mini、公司电脑和远程服务器的能力集合。

	Control this Mac：把当前 Mac 作为主机，让手机或其他设备来控制它。

	Control other devices：用当前 Mac 去连接并控制另一台 Codex 主机。

	SSH：让 Codex 进入远程开发机或服务器，在远程文件系统和 shell 上工作。

	Codex 主机：真正承载项目、线程、文件、凭据、权限、插件、浏览器、Computer Use 和本地工具的设备。

	Computer Use：不是连接标签本身，但可被远程连接继承，让远程控制端间接使用主机的 GUI 操作能力。

	项目和线程上下文：Codex 跨设备继续工作的核心同步对象，而不是简单同步一个聊天窗口。







9. 《AI 内容创作也需要可复用方法论》


作者：微信公众号

主题：🔧 Agent 工作流与技能化

质量分：★★★★★

注意力番茄：🍅

Howie 的阅读理由：ai 内容创作方法论

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点

作者把自己三年多做内容、从零到接近 100 万粉的经验，压缩成一个朴素但可复用的框架：做内容不是把信息搬过来，而是把信息加工成故事；具体流程是获取信息、找角度、创作，其中找角度决定内容生死，创作阶段的节奏和正向价值观决定内容能不能长期成立。



一、分享背景：从个人经验到团队方法论


1.1 内部分享的起点


	作者先在公司内部做了一场约两个小时的白板分享，讨论自己做内容的方法论，以及在 AI 时代如何做好内容。

	这套方法论来自作者自己的内容实践，服务对象包括公司经纪团队和签约 MCN 博主。

	作者把它公开出来，是因为这些经验来自“踩了无数坑之后摸出来的”，可能对行业有一点价值。





1.2 三步框架的总览


	作者在白板上画出的框架很简单：获取信息，找角度，然后创作。

	这个框架看似像废话，但作者认为，真正沉淀下来的关键动作往往少得可怜，每一个都不能少。

	这三步之前，还有一个更底层的前提：做内容的本质是讲故事。






二、内容的本质：不是转述信息，而是讲故事


2.1 人类大脑天生为故事而生


	作者借《人类简史》的观点说明：智人真正独一无二的能力，是能讲出虚构故事，并让大量陌生人一起相信。

	钱、国家、公司、宗教都不是物理世界里的实体，而是人类共同相信的虚构叙事。

	媒介从岩壁、竹简、纸张、胶片到屏幕一直变化，但讲故事这个行为没有变。

	数据很难被记住，故事却可能让人记一辈子；这说明内容生产首先要理解人类对叙事的依赖。





2.2 信息搬运和内容之间的差距


	很多 AI 领域博主看到新模型发布、黄仁勋演讲、行业热点，就快速翻译和解读。

	作者认为，这种形式本质上是转述，或者叫信息搬运；它不等于内容。

	信息搬运像把菜市场买来的鱼直接扔给别人，内容则像把鱼做成一道菜端上桌。

	原料可以一样，但只有被加工成可消费、可感知、可买单的成品，才真正称得上内容。






三、第一步：获取信息，尤其是广域信息


3.1 获取信息不只等于追热点


	获取信息当然包括 AI 行业热点和资讯，也包括想法、idea、观点，以及“关于你的一切”。

	作者团队有 AIHOT 这类工具，用来及时获取 AI 行业发生的大部分事情。

	但只看 AI 领域的信息，也只发 AI 领域的资讯，最后做出来的东西会“干巴巴的，没有灵魂”。





3.2 真正的创新发生在交叉点上


	作者引用《美第奇效应》：文艺复兴时期，不同领域的人聚在一起，产生了创造力爆发。

	约翰松的观点是，真正的创新几乎从不发生在单一领域内部，而发生在不同领域的交叉点。

	做内容也是这样：信息来源越单一，表达越像流水线；跨领域越多，可调用的角度、比喻和情绪越丰富。





3.3 内容人的信息摄入要像投资组合


	作者用“T 字型人才”描述 AI 时代更吃香的人：垂直领域足够深，同时触角伸向足够多不相干的地方。

	乔布斯旁听书法课并影响 Mac 字体美学，是“无用知识”在未来时刻发生作用的例子。

	信息摄入要像投资组合：如果每天看的 90% 都是 AI，就是严重的信息偏科。

	综艺、电影、纪录片是叙事教材；历史提供有厚度的内容弹药库；商业提供理解行业的框架；日常生活观察提供对人性的理解。






四、第二步：找角度，这是最重要的一步


4.1 角度决定内容生死


	作者的经验判断是：一篇内容能爆，30% 在获取信息，60% 在找角度，最后 10% 才是创作本身。

	角度的核心是“反差”，更具体地说，是“情理之中，预料之外”。

	一个内容变得有趣，是因为读者以为它会按某个方向走，结果它拐了个弯，但这个弯又符合逻辑。





4.2 找角度就是对熟悉信息做陌生化


	作者引用什克洛夫斯基的“陌生化”：艺术不是让你认识新事物，而是让你对熟悉事物产生新的感知。

	做内容找角度，就是让读者对已经知道的信息产生全新的理解。

	七夕写“在民政局排队离婚”的案例说明：同一个时间节点，大家都写甜蜜，她写分开，这就是情理之中、预料之外。





4.3 作者自己的 DeepSeek 文章案例


	当很多人在讲信息差、从上往下俯视不懂技术的人时，作者选择从下往上看。

	他的角度是：很多人并不是不想学，而是世界被折成三层，他们连看到的机会都没有。

	这个角度让读者见到一个没见过的解释，因此文章爆了。





4.4 找角度的操作原则


	拿到选题时，先不要急着动笔。

	先判断所有人都会从什么方向切、一定会讲什么，然后不要讲那个。

	再去找“所有人都不会想到的、但又合情合理的角度”。

	这件事没有捷径，依赖品味和思考深度，也是最难、最值钱的部分。






五、第三步：创作，用节奏把故事讲出来


5.1 创作权重小，但决定生死


	作者认为，创作在三步里的权重最小，但仍然能决定内容生死。

	信息拿到了、角度找到了，如果讲不好故事，内容仍然会失败。

	很多电影题材好、选题不错，但让人坐不下去，本质是讲故事的节奏出了问题。





5.2 节奏是创作的第一关键


	好的节奏像呼吸，有松有紧。

	作者把内容安排类比为“情绪地图”，对应他过去做用户体验设计时研究过的“用户体验地图”。

	Kurt Vonnegut 画过故事的形状：横轴是时间，纵轴是主角处境好坏；所有好故事都有起伏。

	一篇一般的内容往往是纯平的，看完没有情绪起伏，像说明书。





5.3 从喜剧、电影、小说中学习节奏


	作者认为，对他做内容启发最大的不是 AI，而是《一年一度喜剧大赛》和《喜人奇妙夜》。

	sketch 喜剧里 10 分钟作品要做“三番”：三个爆点不断往上翻，让观众情绪一浪比一浪高。

	作者在内容案例排布中也会使用类似“升番”的技巧，让读者不断看到新的惊喜和奇观。

	每个创作者都可以形成自己的节奏模板，有的人适合慢热，有的人适合反转；重点是意识到节奏存在，并刻意设计。






六、创作底线：正向价值观


6.1 正向价值观决定长期生存


	作者把正向价值观视为内容创作的底线，认为它能决定创作者的生死存亡。

	他用某个内容能力很强但因虚构内容、挑起社会对立而被封号的公众号作为反例。

	内容能力本身不能抵消价值观和事实边界的问题。





6.2 三个具体边界


	不懂的东西千万不要说：很多大号翻车，是因为强行碰不懂的领域，或把开源软件说成自己做的。

	不要碰敏感话题：有些表达欲会给自己挖坑。

	弱者思维：在当下互联网环境里，炫耀和装强容易招致反感；承认自己只是爱分享一点，反而更真诚、更可信。






七、数据运营指标：比阅读量更重要的四个数


7.1 常读用户数


	作者认为常读用户数是公众号里最核心的数据，代表真正活跃、经常看内容的粉丝。

	总粉丝量和常读用户数之间可能差距很大。

	作者自己的常读用户比例接近 30%，但他强调样本量太小时统计意义有限。





7.2 赞阅比、转阅比、完读率


	赞阅比：平均 1 万阅读有多少点赞。作者团队以 2.5% 为硬性指标，最低也希望做到 2%。

	转阅比：单篇内容最看重，标准是 8% 以上，底线是 5%；好内容的核心标志是有人愿意主动分享。

	完读率：长文平均维持在 30% 左右；2000 字左右内容，作者认为至少要到 40% 以上。

	这四个数据比阅读量本身更能说明内容到底好不好。






八、结尾：内容是一件长期练习的事


8.1 没有一招鲜


	作者承认自己仍然是内容领域的小学生，还在不断学习。

	他也会因为追热点追慢而焦虑，会因为一篇几千字稿子数据很差而怀疑人生。

	做内容是长期的事，要不断练习、不断重复，没有一招鲜。





8.2 好内容改变读者看世界的感觉


	作者借 Kurt Vonnegut 的故事弧线收束全文：好的故事不是某一种固定曲线，而是让读者合上书后，觉得世界和翻开书前不太一样。

	对作者来说，如果一篇内容能让看完的人觉得世界稍微有一点不同，就是内容创作者最大的成就感来源。






关键概念/术语


	讲故事：作者对内容本质的定义，是所有媒介和形式背后的共同底层动作。

	信息搬运：只把别人的信息翻译、转述、搬过来，仍停留在原料阶段。

	内容：经过角度、叙事、节奏加工后，能直接面向消费者、让人愿意买单的成品。

	获取信息：不只是追 AI 热点，而是建立广域、跨领域、多元的信息来源。

	找角度：通过反差和陌生化，让读者对熟悉信息产生新的理解。

	创作节奏：内容里的情绪起伏和爆点安排，决定故事能否被读下去。

	正向价值观：事实、边界、谦逊和不挑动对立，是内容长期生存的底线。







10. 《Claude Skills 的完整构建手册》


作者：anthropic

主题：🔧 Agent 工作流与技能化

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：claude 官方文档：skill 创建手册

Notion 网页入口 ｜ Notion App 入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



《Claude Skills 的完整构建手册》三级笔记



核心观点

这份手册的主旨是：Claude Skills 不是一段提示词，而是一种把重复工作流、团队偏好、领域知识和工具使用方法打包成可复用能力的机制。一个 skill 本质上是一个简单文件夹，通过 SKILL.md、可选脚本、参考资料和资产，让 Claude 在合适场景下自动加载必要知识，并把一次性说明变成稳定执行路径。 文章同时面向两条路线：一条是独立 skill，用来稳定生成文档、设计、代码、研究流程等产物；另一条是 MCP 增强 skill，用来把已有 MCP 的原始工具访问封装成可理解、可执行、可复用的工作流。共同目标是降低用户重复提示成本，提高执行一致性。



一、Skill 的基本定义：把工作流封装成文件夹


1.1 Skill 是什么


	Skill 是一组说明，被打包成简单文件夹，用来教 Claude 处理特定任务或流程。

	它适合重复性工作：前端设计生成、固定方法论研究、团队风格文档、多步骤流程编排。

	它不是替代 Claude 的通用能力，而是把用户的偏好、流程和领域经验提前沉淀，让 Claude 每次遇到同类任务时不必从零理解。





1.2 一个 skill 文件夹包含什么


	SKILL.md 是必需文件，包含 Markdown 指令和 YAML frontmatter。

	scripts/ 是可选目录，用于放 Python、Bash 等可执行代码。

	references/ 是可选目录，用于放按需加载的文档。

	assets/ 是可选目录，用于放模板、字体、图标等产出资源。





1.3 适用对象


	开发者：希望 Claude 稳定遵循特定工程流程。

	高级用户：希望把自己的工作方法变成可复用能力。

	团队：希望组织内多个成员用 Claude 时保持一致标准。






二、Fundamentals：技能设计的三条底层原则


2.1 Progressive Disclosure：分层加载，减少上下文浪费


	第一层是 YAML frontmatter，始终进入系统提示，只提供触发判断所需的最小信息。

	第二层是 SKILL.md 正文，在 Claude 判断 skill 相关时加载，包含完整指导。

	第三层是链接文件，比如 references/、scripts/、assets/，只有任务需要时才继续读取。

	这个设计让 skill 既能提供专业知识，又不把所有资料一次性塞进上下文。





2.2 Composability：多个 skill 可以同时工作


	Claude 可以同时加载多个 skills，因此每个 skill 都应该能与其他能力组合。

	好的 skill 不假设自己是唯一能力，而是清楚声明自己的边界、输入、输出和触发条件。





2.3 Portability：一次创建，多端可用


	同一个 skill 可以在 Claude.ai、Claude Code 和 API 中工作。

	可移植的前提是依赖环境可用；如果 skill 需要系统包、脚本运行时或外部服务，需要在说明里写清。






三、Skills + MCP：MCP 提供连接，skill 提供做法


3.1 厨房类比


	MCP 像专业厨房，提供工具、食材和设备，即服务连接、实时数据访问和工具调用。

	Skill 像菜谱，告诉 Claude 怎样用这些工具完成有价值的事情。

	二者结合后，用户不需要每次都解释工具调用顺序、异常处理和最佳实践。





3.2 MCP 用户为什么需要 skill


	没有 skill 时，用户可能已经连接 MCP，却不知道下一步该做什么。

	每次对话都从零开始，用户提示差异会导致结果不一致。

	有 skill 时，预置工作流可以自动触发，工具使用方式更稳定，支持成本也更低。






四、Planning and Design：先定义用例，再写代码


4.1 从 2-3 个具体用例开始


	写 skill 前先明确用户到底想完成什么。

	一个好的用例要写清触发语、步骤、需要哪些工具、结果是什么。

	例如 sprint planning 用例应包括获取项目状态、分析团队速度与容量、建议优先级、创建任务等步骤。





4.2 三类常见 use case


	第一类是 Document & Asset Creation：创建稳定、高质量输出，如文档、演示、应用、设计、代码。

	第二类是 Workflow Automation：把多步骤流程写成可重复执行的方法，尤其适合跨多个工具的协作。

	第三类是 MCP Enhancement：把 MCP 原始工具能力上升为面向用户目标的工作流指导。





4.3 定义成功标准


	定量指标包括：相关查询触发率、完成工作流所需工具调用数、API 失败率。

	定性指标包括：用户是否还需要反复提示下一步、工作流是否能不经修正完成、不同会话中结果是否一致。

	这些指标是粗略 benchmark，不是绝对阈值；重点是让迭代有可观察依据。






五、Technical requirements：文件结构和 frontmatter 是基础设施


5.1 文件命名规则


	SKILL.md 必须大小写完全一致。

	skill 文件夹名应使用 kebab-case，避免空格、下划线和大写。

	skill 文件夹内部不要放 README.md；面向 Claude 的文档应放在 SKILL.md 或 references/。





5.2 YAML frontmatter 是触发入口


	最小 frontmatter 包含 name 和 description。

	name 应与文件夹名匹配，使用 kebab-case。

	description 必须同时说明这个 skill 做什么、什么时候用，并包含具体触发场景。

	frontmatter 不能包含 XML angle brackets，也不能使用保留名称。





5.3 主说明要具体、可执行、可排错


	指令应明确到可以执行，例如运行什么脚本、输入是什么、成功输出是什么。

	常见错误要写清原因和修复方法。

	如果细节太多，应放入 references/，让 SKILL.md 保持主流程清晰。






六、Testing and iteration：先跑通一个难任务，再扩展覆盖面


6.1 三种测试层次


	Manual testing：直接在 Claude.ai 中测试，适合快速迭代。

	Scripted testing：在 Claude Code 中用脚本自动跑测试，适合可重复验证。

	Programmatic testing：通过 skills API 构建系统化评估，适合更正式的生产流程。





6.2 先围绕单个任务迭代


	作者建议先挑一个有挑战的任务，把它跑到稳定成功。

	当上下文内的成功做法出现后，再把这套做法抽取成 skill。

	这比一开始铺开大量 test cases 更快得到有效信号。





6.3 测试三件事


	Triggering tests：相关请求应该触发，不相关请求不应触发。

	Functional tests：API 调用成功、输出正确、异常处理有效、边界情况覆盖。

	Performance comparison：比较有 skill 和无 skill 时的消息轮次、失败调用、token 消耗和完成质量。






七、Distribution and sharing：skill 既要能安装，也要能被理解


7.1 分发路径


	个人用户可以下载 skill 文件夹、按需压缩，并上传到 Claude.ai，或放到 Claude Code 的 skills 目录。

	组织级 skill 可以由管理员部署到整个 workspace，支持集中管理和自动更新。

	Agent Skills 被描述为开放标准，目标是让 skill 像 MCP 一样跨工具、跨平台可移植。





7.2 API 使用场景


	终端用户交互适合 Claude.ai / Claude Code。

	应用、自动化管线、生产部署和 agent 系统更适合通过 API 管理和执行 skills。

	API 路线需要理解 skills endpoint、container skills 参数和相关执行环境要求。





7.3 对外文档要讲 outcome，而不是只讲文件结构


	推荐把 skill 放在 GitHub，提供清楚的 README、安装说明和示例截图。

	如果 skill 配合 MCP server 使用，MCP 文档应解释两者一起使用的价值。

	定位时要强调用户能更快完成什么，而不是只说它包含哪些文件。






八、Patterns and troubleshooting：把常见工作方式写成稳定模式


8.1 两种入口：problem-first 和 tool-first


	Problem-first 是用户先描述问题，skill 负责选择工具和编排步骤。

	Tool-first 是用户已经知道某个工具或 MCP，skill 负责告诉 Claude 如何正确使用。

	选哪种取决于用户真实心智模型：他们是带着目标来，还是带着工具来。





8.2 五类模式


	Sequential workflow orchestration：适合严格按顺序执行的多步骤流程。

	Multi-MCP coordination：适合跨 Figma、Drive、Linear、Slack 等多个服务传递数据。

	Iterative refinement：适合报告、设计、代码等需要反复质量检查的输出。

	Context-aware tool selection：适合同一结果在不同上下文下需要选择不同工具。

	Domain-specific intelligence：适合把合规、风控、支付等专业规则嵌入执行链条。





8.3 常见故障


	上传失败通常来自 SKILL.md 文件名不对、frontmatter 无效、文件夹命名不合规。

	不触发通常来自 description 太泛，缺少真实触发语。

	过度触发通常来自边界不清，需要加入负触发和更具体的适用范围。

	MCP 失败要检查连接、权限、token、工具名称和 MCP server 状态。

	指令不被遵循通常来自说明太长、关键要求埋得太深、语言不够可执行。

	大上下文问题来自 skill 体积过大或一次性加载了太多资料，应回到 progressive disclosure。






九、关键概念 / 术语


	Skill：把特定任务或流程的执行知识打包给 Claude 使用的文件夹。

	SKILL.md：skill 的必需主文件，承载 frontmatter 和核心说明。

	Progressive Disclosure：让 Claude 先加载触发判断，再按需加载正文和附加文件的设计原则。

	Composability：skill 应能与其他 skill 一起工作，不应封闭假设。

	Portability：skill 应尽量跨 Claude.ai、Claude Code 和 API 复用。

	MCP Enhancement：用 skill 把 MCP 的工具连接转化为可靠工作流。

	Use Case Definition：在写代码前定义触发语、步骤、工具和结果。

	Success Criteria：用触发率、工具调用数、失败率和用户修正次数衡量 skill 是否有效。

	Triggering Tests：验证该触发时触发、不该触发时不触发。

	Functional Tests：验证输出、API 调用、异常处理和边界情况。

	Problem-first / Tool-first：skill 的两种设计入口，分别从用户问题或既有工具出发。

	Iterative Refinement：通过生成、校验、修正、再校验来稳定提高输出质量。







11. 《学术研究 skills 开始覆盖研究到修订的全流程》


作者：GitHub

主题：🔧 Agent 工作流与技能化

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：学术研究 skill

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点 / 主旨

这篇材料介绍的是 Academic Research Skills for Claude Code（ARS）：一套面向学术研究的 Claude Code skills / plugin 套件，覆盖从研究、写作、审稿、修订到最终定稿的完整论文生产流程。它的核心立场不是让 AI 全自动替研究者写论文，而是把 AI 放在 copilot 的位置，承担检索文献、格式化引用、核查数据、检查逻辑一致性、审稿反馈和修订追踪等繁重工作，让人类研究者继续负责研究问题、方法选择、数据解释和核心论证。 文章围绕一个基本判断展开：完全自治的 AI research pipeline 会继承实现 bug、结果幻觉、捷径依赖、把 bug 误当洞见、方法论伪造、frame-lock、citation hallucinations 等失败模式；相比之下，human-in-the-loop 的研究工作流更适合当前阶段。ARS 因此把研究流程拆成多个阶段、多个 agent / skill、多个质量门禁和多个可追踪 artifact，以降低学术写作中最危险的自动化风险。



一、ARS 的定位：让 AI 做副驾驶，而不是飞行员


1.1 ARS 的一句话定位


	ARS 是一套 Claude Code skills，目标是为 academic research 提供从 research 到 publication 的完整 pipeline。

	它面向的是真实学术工作流，而不是单点写作助手：研究、文献综述、论文写作、审稿、修订、最终格式化都被纳入同一个工具体系。

	安装方式强调 plugin 化：通过 Claude Code 的 marketplace add / plugin install 就能启用，然后用 /ars-plan、/ars-lit-review 等入口进入不同模式。





1.2 它明确反对“AI 替你写论文”的叙事


	原文强调 AI 是 copilot，不是 pilot。

	ARS 不承诺替研究者定义研究问题、选择方法、解释数据，或者写出最关键的论证句。

	它承担的是 grunt work：hunting down references、formatting citations、verifying data、checking logical consistency。

	这意味着 ARS 的价值不在于逃避学术责任，而在于把人类研究者的注意力释放到真正需要判断力的环节。





1.3 它也反对“humanizer”式的 AI 使用


	ARS 不把目标设定为隐藏 AI 痕迹。

	Style Calibration 的作用是学习用户既有写作风格，Writing Quality Check 的作用是识别让 prose feel machine-generated 的模式。

	文章给出的目标是 quality, not cheating：重点是提高写作质量，而不是伪装没有使用 AI。






二、为什么选择 human-in-the-loop，而不是 full automation


2.1 Fully autonomous AI research system 的失败模式


	文章引用 Lu et al. 2026 的 The AI Scientist，把它作为 fully autonomous AI research system 的代表。

	该系统能够通过 blind peer review，但它的 Limitations section 暴露出全自动研究系统继承的系统性风险。

	文章列出的失败模式包括：implementation bugs、hallucinated results、shortcut reliance、bug-as-insight reframing、methodology fabrication、frame-lock、citation hallucinations。





2.2 ARS 的基本前提


	ARS 建立在一个判断上：human researcher augmented by AI 比单独的人类或单独的 AI 更能避免这些失败模式。

	这不是削弱自动化，而是把自动化放进有边界、有检查点、有人工判断的流程里。

	因此 ARS 的设计重心不是“让 agent 自己跑到底”，而是“让 agent 在每个阶段提供可验证、可追踪、可中断、可复核的产物”。





2.3 Integrity gates 是对全自动风险的制度化回应


	ARS 在 Stage 2.5 和 Stage 4.5 设置 integrity gates。

	这些 gate 会运行 7-mode blocking checklist，对实现 bug、幻觉结果、捷径、方法伪造、frame-lock、citation hallucination 等风险进行阻断式检查。

	Academic Paper Reviewer 还提供 opt-in calibration mode，用用户提供的 gold set 测量 reviewer 自身的 FNR / FPR。

	这说明 ARS 不只生成内容，还试图检查生成流程本身是否可靠。






三、引用与 claim-faithfulness 是 ARS 的关键战场


3.1 Zhao et al. 的 citation hallucination 证据


	文章引用 Zhao et al. 2026 对 111M references、2.5M papers 的审计。

	其 conservative estimate 是 2025 年有 146,932 条 hallucinated citations，并观察到 mid-2024 inflection。

	更严重的问题不是“引用不存在”，而是“真实引用被用来支持原文并没有支持的 claims”。

	这被文章称为 claim-faithfulness gap，ARS 内部标为 L3。





3.2 v3.7.x：为每条 citation 增加 provenance 与 locator anchors


	v3.7.1 增加 trust-chain frontmatter，用来记录 source provenance。

	v3.7.3 增加 locator infrastructure，也就是 three-layer citation anchors。

	这些改动的目的，是让未来的 claim-level audits 能够找到引用支撑点，而不是只有笼统的 bibliography。





3.3 v3.8：把 locator 变成 claim audit


	v3.8 增加 opt-in audit pass：通过 ARS_CLAIM_AUDIT=1 启用。

	它会针对每个 anchor 获取 cited source，并判断 claim 是否真的被支持。

	五类 HIGH-WARN 会触发 formatter terminal hard gate：claim-not-supported、negative-constraint-violation、fabricated-reference、anchorless、constraint-violation-uncited。

	Calibration 采用 20-tuple gold set，并以 FNR < 0.15、FPR < 0.10 作为接受阈值。






四、ARS 的功能架构：四条主线组成完整学术工作流


4.1 Deep Research：研究阶段的 agent team


	Deep Research 提供 13-agent research team。

	支持 Socratic guided mode、PRISMA systematic review、intent detection、dialogue health monitoring、optional cross-model DA、Semantic Scholar API verification。

	它覆盖从开放式研究、快速 brief、systematic review、fact-check 到 literature review 的前期研究任务。





4.2 Academic Paper：论文写作阶段的多 agent pipeline


	Academic Paper 提供 12-agent paper writing pipeline。

	覆盖 Style Calibration、Writing Quality Check、LaTeX hardening、visualization、revision coaching、citation conversion、anti-leakage protocol、VLM figure verification。

	这条线不仅写正文，还处理格式、图表、引用、修订和不同 citation formats。





4.3 Academic Paper Reviewer：审稿与反方检查


	Academic Paper Reviewer 提供 7-agent multi-perspective peer review。

	角色包括 EIC、3 dynamic reviewers、Devil’s Advocate。

	它用 0-100 quality rubrics 做质量评分，并提供 concession threshold protocol、attack intensity preservation、R&R traceability matrix、read-only constraint。

	这让 AI reviewer 更像一个受约束的审稿系统，而不是泛泛的“帮我看看”。





4.4 Academic Pipeline：十阶段总编排器


	Academic Pipeline 是 10-stage pipeline orchestrator。

	它负责 adaptive checkpoints、claim verification、Material Passport、optional repro_lock、optional cross-model integrity verification、mid-conversation reinforcement、score trajectory tracking。

	Pipeline ends with Stage 6: Process Summary，自动生成论文创建过程记录，并进行 Collaboration Quality Evaluation。






五、从安装、使用到成本控制，ARS 已经具备产品化形态


5.1 安装路径清晰


	推荐方式是 Claude Code plugin 安装：marketplace add 之后 plugin install。

	传统方式还包括 project skills、global skills、claude.ai Project、repo-cloned。

	Codex CLI 用户有 sibling distribution：academic-research-skills-codex，以 single $academic-research-suite skill 和 ars-* aliases 提供同一套 workflow 内容。





5.2 使用入口按任务类型分流


	/ars-plan 用 Socratic dialogue 帮用户映射 paper structure。

	/ars-lit-review 可用于 single-shot literature review。

	Deep Research 支持 full、quick、systematic-review、socratic、fact-check、lit-review、review。

	Academic Paper 支持 full、plan、outline-only、revision、revision-coach、abstract-only、lit-review、format-convert、citation-check、disclosure。

	Academic Paper Reviewer 支持 full、quick、guided、methodology-focus、re-review、calibration。

	Academic Pipeline 支持从 Stage 1 开始，也支持从已有 paper 或 reviewer comments 中途进入。





5.3 成本和性能被显式纳入文档


	docs/PERFORMANCE.md 提供 per-mode token budgets。

	文章给出 full-pipeline estimate：15k-word paper 约 $4-6。

	推荐设置包括 Skip Permissions 和可选 Agent Team。

	这说明 ARS 不只关心功能覆盖，也把真实使用成本作为可评估对象。






六、ARS 从自身失败经验中抽象出反 sycophancy 与反 frame-lock 机制


6.1 v3.0 的三类结构性问题


	作者在用 ARS 写 AI in higher education reflection article 时发现三个 prompt engineering 无法解决的问题。

	第一是 Frame-lock：Devil’s Advocate 会攻击 arguments，却不会攻击 premises，不会问“我们是不是在讨论正确的问题”。

	第二是 Sycophancy under pushback：用户一反驳，DA 就过快让步，把用户坚持当作攻击错误的证据。

	第三是 Intent misdetection：Socratic Mentor 误把探索性讨论当作需要收敛产出的任务。





6.2 Devil’s Advocate 的 Concession Threshold Protocol


	DA 必须先给用户 rebuttal 打 1-5 分，再决定是否让步。

	只有 rebuttal score >= 4，才允许 concession。

	score <= 3 时，DA 要 hold position 并 restate original attack。

	还加入 no consecutive concessions、concession rate tracking、frame-lock detection。





6.3 Socratic Mentor 的 Intent Detection Layer


	Socratic Mentor 会把用户 intent 分成 exploratory 与 goal-oriented。

	Exploratory mode 会禁用 auto-convergence，提高 max rounds，禁止 premature closure。

	Goal-oriented mode 则保持标准 convergence behavior。

	这让同一个对话系统能区分“我还在想”与“我要产出”。





6.4 Dialogue Health Indicator


	Deep Research 的 Socratic Mentor 会每 5 turns 静默检查 persistent agreement、conflict avoidance、premature convergence。

	如果发现 agreement pattern，会自动注入 challenging questions。

	这个机制对用户不可见，以免被用户 gaming，但可以用于 post-session review。






七、版本演进显示 ARS 的主题：把学术 AI 工作流变成可审计系统


7.1 v3.3 到 v3.8：从结构化 pipeline 到 claim-level audit


	v3.3 受 PaperOrchestra 启发，引入 Semantic Scholar API verification、anti-leakage protocol、VLM figure verification、score trajectory tracking。

	v3.3.2 增加 Data Access Level Metadata 和 Task Type Annotation，让每个 skill 明确数据访问级别和任务类型。

	v3.3.5 增加 Benchmark Report Schema 和 Artifact Reproducibility Lockfile。

	v3.8 则进一步把 citation locator 发展为 claim audit。





7.2 v3.1：为长会话加入 Anti-Context-Rot


	v3.1 受 aspi6246/Claude-Code-Skills-for-Academics 启发。

	Wave 1 加入 explicit Anti-Patterns 与 IRON RULE markers。

	Wave 2 加入 R&R Traceability Matrix、argumentation_reasoning_framework、review_quality_thinking、writing_judgment_framework。

	Wave 3 通过抽取 references 文件，把 SKILL.md 总体积从 142KB 降到 85KB，同时保留关键规则。





7.3 v2.x：逐步把论文生产拆成阶段、门禁和恢复路径


	v2.0 把 academic-pipeline 从 5 阶段扩展到 9 阶段，并加入 mandatory integrity verification、two-stage review、Socratic revision coaching、reproducibility guarantees。

	v2.4 增加 Stage 6 Process Summary，要求输出 Collaboration Quality Evaluation。

	v2.6 增加 systematic-review mode、visualization、revision_coach、adaptive checkpoint、enhanced handoff schemas 和 failure recovery。

	这些版本变化共同指向同一目标：让论文从想法到定稿的过程有中间状态、有检查、有复盘。






八、与 Experiment Agent 的分工


8.1 Experiment Agent 补足 Stage 1 与 Stage 2 之间的空白


	如果研究需要先运行 experiments，Experiment Agent 负责填补 ARS Stage 1 RESEARCH 与 Stage 2 WRITE 之间的环节。

	它执行 code experiments，管理 human study protocols，解释 statistics，并验证 reproducibility。

	ARS 的做法是：Stage 1 产出 RQ Brief + Methodology Blueprint，然后交给 experiment-agent 运行 / 管理实验，再把带 Material Passport 的结果带回 Stage 2。





8.2 ARS 不试图吞掉所有能力


	Experiment Agent 与 ARS 可以组合使用，但 ARS requires zero modification。

	这说明作者把学术工作流视为可组合的 skill ecosystem，而不是一个单体应用。






关键概念 / 术语


	Academic Research Skills (ARS)：面向 Claude Code 的学术研究 skill 套件，覆盖 research、write、review、revise、finalize。

	human-in-the-loop：人类研究者保持决策权，AI 承担可自动化和可检查的协作任务。

	integrity gates：在关键阶段进行阻断式学术完整性检查的机制。

	claim-faithfulness gap / L3：引用真实存在，但不支持被用来支撑的 claim 的问题。

	locator anchors：给 citation 添加可追踪定位锚点，为 claim-level audit 提供依据。

	Material Passport：跨阶段携带 provenance、artifact、style profile、compliance history 等信息的状态载体。

	Frame-lock：AI 留在用户设定的问题框架中，只攻击论点，不质疑前提。

	Concession Threshold Protocol：要求 Devil’s Advocate 先评估 rebuttal 强度，再决定是否让步的反 sycophancy 机制。

	Intent Detection Layer：区分 exploratory 与 goal-oriented 对话意图，避免过早收敛。

	Anti-Context-Rot：通过 Anti-Patterns、IRON RULE 和阶段性提醒对抗长会话规则遗忘。







12. 《不“凭感觉编程”：AI coding 仍要为结果负责》


作者：宝玉

主题：🔧 Agent 工作流与技能化

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：理解“agent 编程”

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点 / 主旨

作者并不是从“AI 一无是处”的立场反对 LLM，而是从软件工程经验、数据判断、协作流程和个人责任出发，说明自己为什么不把“凭感觉编程”（Vibe Coding）当作工作方式。文章的核心判断是：LLM 可以削减一部分写代码的偶然复杂性，但无法替代人对本质复杂性、数据语境、架构摩擦、团队协作和道德责任的承担。AI coding 最后仍然要由人对结果负责。



一、作者拒绝 vibe coding 的起点：它并不是“没用”，而是不适合他的工作方式


1.1 作者承认 LLM 对小任务有用


	作者不是“原教旨主义者”，也试过 IDE 里的 LLM。

	对“描述起来很简单、自己动手又嫌烦”的任务，LLM 确实有用，例如处理一批方形图片、查 ImageMagick 参数、分析项目里的一小段代码。

	这说明文章不是在否认工具价值，而是在追问：这种工具是否应该成为软件开发的默认实践。





1.2 Token 成本让作者重新意识到“思考”不该被持续计费


	作者很快遇到额度耗尽和绑定信用卡购买 Token 的提示。

	这触发了他的本能不适：为了让自己能“思考”，需要无休止地给一个服务交钱。

	他卸载 AI IDE、回到 Emacs 后发现自己并没有失去什么。这一段不是单纯的省钱笑话，而是引出后文：作者把编程看作一种理解、判断和创造过程，而不只是可外包的产出流水线。






二、经验让作者把 AI coding 放回软件工程史里看


2.1 AI 热潮让作者想起低代码 / 无代码的历史许诺


	作者写代码多年，因此对“新工具将彻底颠覆软件开发”的说法保持距离。

	他知道 AI 能成为开发者手中的利器，也承认很多任务会获得更好的工具支持。

	但这类论述让他想起低代码、无代码工具曾经承诺的重大突破：它们往往能减少操作负担，却很难消灭软件本身面对现实世界时的复杂性。





2.2 布鲁克斯的“偶然复杂性 / 本质复杂性”是文章的第一条主轴


	作者引用弗雷德·布鲁克斯《没有银弹》中的经典区分。

	偶然复杂性指编写代码本身那些繁琐、笨重、工具可改善的部分。

	本质复杂性指现实问题本身的复杂、怪异、罕见、混乱，以及为这些问题设计正确抽象和系统的困难。

	AI coding 更像是减少偶然复杂性的最新工具，而不是消灭本质复杂性的银弹。





2.3 编程是把混乱现实压缩为抽象模型


	作者把编程理解为：在混乱现实之上强加一种简化模型，也就是“抽象”。

	例如具体动作“把花生酱抹到面包上”可以泛化为 spread(substance)，再继续组合成更高级的函数。

	现代高级语言让程序员站在抽象金字塔顶端，一行代码可能触发大量底层操作。

	AI agent 的梦想是继续把“编程”这个行为本身抽象掉，让智能体接受任务并自动实现。





2.4 AI 主要处理的是写代码的麻烦，不是系统设计的难题


	软件开发已经在持续降低偶然复杂性：从机器码到动态解释型语言，从手写排序到标准库，从从零搭 Web 应用到使用框架，从手动重构到编辑器辅助。

	作者认为 AI 是这一进程的最新迭代，但其中的不确定性更高：它用不可预测的 agent 替代过去可预测的重命名和重构工具。

	真正艰难的仍是设计正确、优雅、清晰且易于维护的抽象架构和系统。

	这类本质复杂性需要技能、经验和从旧系统崩溃中获得的判断，LLM 很难解释自己为什么选择某条路径。






三、作者喜欢“混乱”，因为软件系统必须面对现实数据的歧义


3.1 抽象让世界可处理，也会遮蔽世界


	作者借詹姆斯·斯科特《国家的视角》说明：现代国家通过抽象和分类让人口、财产、森林等对象变得清晰可辨。

	一片森林可以被简化为“能用于造船的木材比例”，进而被改造成单一树种林场。

	这种逻辑进入官僚机构、纸质表格、网页表单和数据库后，也成为程序员每天处理现实的方式。





3.2 程序员的建模本质上是削足适履


	为了构建系统，程序员必须减少现实数据中的混乱。

	系统会期待日期精确、名字规范、数据完整且随时间一致。

	每个系统设计都在决定：现实的哪些方面被保留，哪些方面被丢弃。

	这种简化是必要的，否则系统会被无数“边缘用例”拖垮；但它也是人为造作，尤其在描述人时容易制造误导。





3.3 数据记者经验让作者学会审问数据


	作为前数据记者，作者强调不能只看数据“说了什么”，还要看数据“没有包含什么”。

	数据模型可以提供洞见，例如自闭症诊断率上升；但模型不能自动解释背后的定义变化和筛查力度变化。

	避免误导需要一种近乎“迫害妄想症”的谨慎：不断追问模型怎么构建、遗漏了什么、答案可能如何误导。





3.4 LLM 的局限在于：模型本身就是它的现实


	作者认为 LLM 缺少跳出系统审视系统本身的元认知。

	人看一段文字，会同时看到格式、标题、作者简介、链接网站等上下文；LLM 主要在 token 世界中运转。

	因此要求 LLM 认识到自己看到的现实有局限，类似让它从自身水域之外理解水的温度。





3.5 DOGE / SSA 例子展示了“字面数据崇拜”的风险


	作者用 DOGE 审查社会保障局数据库的例子说明：如果只看字面数据，很容易得出错误结论。

	数据库中存在 120 多年前出生且未记录死亡日期的记录，并不等于有数百万人在欺诈领取福利。

	正确做法本应包括质疑数据质量、检查是否实际付款、咨询 SSA 专家。

	DOGE 的错误与 LLM 走偏的逻辑类似：拒绝替代解释，拒绝外部专业知识，抓住符合自身世界观的简化解释。






四、摩擦不是敌人，而是软件工作中的认知线索


4.1 LLM 营销把消除摩擦包装成生产力神话


	大语言模型驱动开发的吸引力在于声称能消除一切摩擦。

	营销叙事中，开发团队可以一天发布大量功能，指挥多个 AI agent 自动运转。

	作者承认高速产出代码和快速打磨产品的感觉会很刺激，但他强调自己需要摩擦。





4.2 学习新语言、新框架和陌生代码库时，摩擦是理解的入口


	作者在新语言、新框架、陌生代码库或数据源中，会花时间逐行阅读、理解上下文和历史选择。

	LLM 可以总结项目，但作者需要在代码里“泡着入味”的过程。

	他不只想知道开发者做了什么选择，还要知道为什么这样选，以及这些选择如何反映语言限制或编程习惯。

	如果 LLM 代替他完成这部分苦差事，他会失去真正理解自己在做什么的机会。





4.3 写代码时遇到困难，可能说明架构正在走向歧路


	在熟悉语言里写自己的代码时，作者也依赖摩擦。

	当写代码变得异常困难，这通常是当前架构不合适的信号。

	这种信号提醒他考虑重新设计，让未来扩展更顺畅。





4.4 ADR 是把直觉和后果写下来的停顿机制


	作者会散步、下班、暂停，给大脑空间重新思考。

	在大型软件项目前，他会强制自己写架构决策记录（ADR）。

	ADR 记录当时的想法、假设和方案后果，有时会让他发现最初直觉其实会把项目带进沟里。

	ADR 也为未来接手者留下“当年为什么这么想”的证据。





4.5 LLM 可能绕过摩擦，却留下不可解释的抽象


	LLM 很可能写出能跑、性能不错、测试通过的代码。

	但它不知道为什么选择某条路径，也感受不到某个架构是否更清晰优雅。

	如果提示词工程师缺乏判断力，可能会反复让 AI 强行穿越摩擦，最后生成奇怪的抽象逻辑。

	未来团队只能面对一份旧 Markdown prompt，试图反推出当年的架构决策。





4.6 组织中的“摩擦”常常是质量控制和协作


	LLM 营销里的摩擦，往往被描述成一个孤胆工程师被流程拖慢。

	但真实工作里的摩擦通常包括 code review、产品判断、测试、合规、设计、用户调研和沟通。

	这些流程是为了防止缺陷或糟糕创意进入生产环境。

	如果所有这些角色都被视为摩擦，团队也许会跑得更快，但产品未必更好，过程也会变得孤独。






五、作者真正反对外包的，是编程中的创造、责任与在乎


5.1 编程是作者表达创造力的方式


	作者热爱编程，不想把它让给机器。

	对他来说，把朦胧想法塑造成真实系统，尤其是遇到优雅实现或有趣挑战时，包含巨大的喜悦。

	他也热爱团队协作和一起打磨软件的过程，尤其是团队成员主动承担解决问题责任的时候。





5.2 责任感来自具体后果，而 LLM 无法承担后果


	作者在数据新闻和公共科技领域形成了强烈的个人责任感。

	数据新闻中的 bug 可能导致报纸更正或诉讼；公共服务系统中的错误可能影响弱势群体或具体个人。

	作者强调自己极其在乎把事情做对，因为在乎工作的使命。

	LLM 可以模仿在乎的语言，但不会因错误懊恼，也没有内在意识或道德良知，因此不能被真正追责。





5.3 AI 成功时被包装成天才，失败时责任回到用户身上


	作者指出一种责任倒置：LLM 表现好时像是即将取代程序员的天才；出事故时却怪用户提示词和工作流没配置好。

	很多 LLM 教程要求用户一开始就把所有指令、修正条款和附加说明写清楚。

	作者认为这与敏捷开发背道而驰，因为敏捷强调频繁修正方向、及时反馈、信任团队判断。

	他把这种模式比作拿着厚厚的“法律合同”指望机器变成程序。





5.4 作者担心技术供应商正在把风险转嫁给消费者


	作者把 LLM 供应商与特斯拉套路类比：新功能缺少足够安全测试，却把灾难后果归咎于用户使用不当。

	他担心科技界正在把极端资本主义标准化，让消费者承担更多风险，因为企业和政府放弃监管责任。

	这不是法律责任段落，而是道德责任段落：当工具可能造成严重伤害时，不能把风险解释为创新必须付出的合理代价。





5.5 编程也具有疗愈性，因为过程本身需要投入


	作者把编程比作复杂谜题，在艰难时期成为避风港。

	他构建和维护追踪 DOGE 行径的系统，把绝望转化为有用的数据集整理工作。

	这项工作的价值不只在最终结果，也在投入精力、拼凑线索、让隐藏组织暴露在阳光下的过程。

	如果只盯着最终结果，疗愈过程会被削弱。






六、补充理由：语气、未完成项目、道德隐患与工作文化


6.1 作者反感聊天机器人默认的油腔滑调


	作者对陌生人过度热情和诡异客气保持警觉。

	LLM 聊天记录的默认语气会让他不适，即便可以改语气，整个事情仍然显得更糟。





6.2 业余项目不必都变成产品


	作者有许多未完成的业余项目草稿。

	从 LLM 视角看，这些可能只是失败文件夹；但作者认为过程远比结果重要。

	有些脑洞不必变成真实产品，头脑风暴、学习新知识、证明自己没必要完成某个东西，本身就是收获。





6.3 作者无法忽略 LLM 的道德问题


	作者承认很多人已经更深入地讨论过 AI 的道德隐患。

	他担心这类工具造成儿童、内容安全和社会伤害方面的问题。

	他不相信能用一种让许多人陷入悲惨境地的工具建设更好的世界。





6.4 作者反对把 AI 节省的时间变成更多工作


	作者讽刺很多 LLM 鼓吹者并没有用生产力提升换来休息、艺术或生活。

	相反，他们把工作外包给 AI agent 后，把节省下来的时间投入更多工作，拥抱更高度量化、更压榨的工作环境。

	作者承认未来不确定，但在被革命席卷之前，不想先把自己卷进坟墓。






七、结尾：未来不可预知，但作者希望软件开发仍然有人性


7.1 作者不假装预测未来


	作者承认技术可能继续发展到惊人程度，也可能陷入停滞，建立在炒作上的金融纸牌屋崩塌。

	他的立场不是断言 LLM 一定失败，而是拒绝把软件开发的本质责任交给它。





7.2 文章最终落点是“充满人性关怀的实践”


	作者希望如果 AI 热潮退去，软件开发能被重新建设成一种有人性关怀的实践。

	这种实践包含经验、判断、对现实复杂性的尊重、团队协作、对后果的在乎，以及对创作过程本身的珍惜。






关键概念 / 术语


	Vibe Coding / 凭感觉编程：把需求交给 LLM 或 agent，依靠提示词和快速反馈让机器生成代码的开发方式；在文中是作者审视 AI coding 责任边界的入口。

	偶然复杂性：写代码、重构、调用库、搭框架等可由工具逐步降低的繁琐复杂性。

	本质复杂性：现实问题、抽象设计、系统边界和长期维护中不可消除的复杂性。

	抽象：程序员把混乱现实压缩为可计算模型的核心手段；它既能让世界可处理，也会遮蔽现实。

	数据审问：像数据记者一样追问数据如何产生、缺了什么、会如何误导。

	摩擦：学习、设计、协作和质量控制中暴露问题的阻力，不只是效率障碍。

	ADR / 架构决策记录：通过写下假设、方案和后果，让架构选择变得可回溯的文档机制。

	责任感：人类对代码后果、公共服务、团队协作和道德风险的承担；作者认为它不能外包给 LLM。







💼 商业与产品策略




13. 《安克把公司本身当成最难的产品》
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Howie 的阅读理由：公司当然是最难的产品，因为人最复杂。那么，一人公司呢？
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三级笔记



核心观点


	这篇对话写的不是安克某一个爆品，而是阳萌如何把“公司本身”当成最难的产品来设计：先从充电宝这样的确定性生意起步，再把一个个品类、一次次决策抽象成方法论，反过来支撑更多具象产品。

	安克被误解的核心，是外界把“浅海战略”理解成简单、保守、不敢 All in；阳萌的解释是，浅海不是简单品类，而是年销售规模不超过 500 亿美金的中小品类。安克不做手机、电脑、电视这类千亿美元深海，而是在大量浅海品类中持续做 5 系、7 系产品。

	阳萌的自我定位不是典型消费硬件创始人。他不长期手把手打磨单个产品，而是更享受“抽象一下”：从具体品类中看见底层规律，再搭一个让创造者持续成功的平台。

	安克的长期问题从“能不能卖好充电宝”转向“能不能在消费电子这种残酷行业里活很久”：公司要穿越品类消失、人才流动、竞争加剧和组织惯性，靠的不是单个天才，而是平台、人才密度、价值观、分配机制和复利。





一、安克的起点：不性感，但确定性更高


1.1 从充电宝出发，是一种性格和战略选择


	文章开头把安克和典型消费硬件神话做对照：后者常由天才创始人主导，带着强烈个人风格，亲自打磨产品细节，一开始就奔着改变世界的难题去。

	安克从一开始就“跑偏”了。它起步于充电宝，这个品类不性感，不具备天然叙事张力，但在阳萌眼里是确定性更高、更容易成为赚钱生意的起点。

	这个选择的代价是：创业前十年，安克很难招到行业顶级人才，因为没人愿意把职业生涯押在一家充电宝公司上。

	阳萌早期的 passion 也不宏大。他说自己只是想“不用每天苦哈哈去上班干活，相对自由一点，同时又不会饿死”，想要一张长期饭票。





1.2 第一款自研充电宝让他意识到“好产品”还需要系统能力


	2012 年安克在深圳研发了自己的第一个充电宝：轻薄、带线、贴在手机背后，卖 30 美金。阳萌认为它比市面上像砖头一样的充电宝更好。

	但这款产品 2 年只卖了 10 万台；同期从厂家采购的改良版充电宝一年卖了 100 万台。这给阳萌造成“内伤”。

	他的复盘不是客户需求错了，而是当时没有营销能力：差不多好一点的产品比较容易卖，长得很不一样的产品反而更难卖。

	这个经历让文章后面的主线成立：产品创新不是单点灵感，必须被组织能力、营销能力、人才密度和品类策略承接。






二、阳萌的核心转向：不做产品很多年，但要把公司这个产品做好


2.1 他对具象产品兴趣有限，更迷恋抽象规律


	阳萌说自己对第二个、第三个亲自雕琢的产品已经没有强烈印象。他更感兴趣的是“构建一个相对宏观的逻辑”。

	他的关键词是“抽象”：通过大量具体现象把问题背后的抽象规律看清楚，再用这些规律帮助大家创造出更多好玩的东西。

	文章强调，在近十小时对话里，“抽象一下”出现了 51 次。这不是口头禅，而是阳萌解释安克的方法：如何在确定性里前进、在不确定性里试探。

	他把自己从个人产品经理过渡为公司产品经理：把“创造者的乐园”这个平台搭好，让公司活很多年，就是他认为的好产品经理工作。





2.2 过早从个人能力过渡到组织能力，有遗憾也有路径依赖


	2012 年自研充电宝上市后，阳萌跑过一遍流程，就觉得自己受不了只做一个品类，于是想搭一个团队，让不同领域的人做不同产品。

	他承认今天回头看，个人能力过渡到组织能力“早了一点”。但这个选择也让安克从 2012 年开始就走向多品类：充电宝、充电器、充电线，随后声音、音箱、耳机、扫地机器人、安防。

	到 2020 年，他的眼界从早期“不上班的自由”变成“希望安克能够一直活下去”。他用周鸿祎“养猪、养马、养娃”的比方，说自己对公司有一点养娃的感觉。

	消费电子的残酷在于，品类一旦消失，企业也会随之落幕。阳萌希望安克留住创造者，让想在公司退休的人能待到退休。






三、浅海战略：不是简单品类，而是不赌超级品类


3.1 浅海的边界是年销售规模 500 亿美金


	阳萌把消费电子品类分为浅海和深海，分界线是每年 500 亿美金销售规模。手机、电脑、电视、平板属于千亿美金级深海；扫地机、安防等都属于浅海。

	他强调“浅海”不是简单品类。扫地机这样的复杂品类，每年投三五个亿，坚持投很多年才能做出来，安克有决心也掏得起钱。

	安克不碰千亿美元超级品类，是因为这像德州扑克里上小盲五亿、大盲十亿的桌。即使手里有五十亿、一百亿筹码，也不该去那张桌。

	对阳萌来说，品类规模由它在全球贡献的客户价值决定。地形不由人的意志改变，愚公可以移一座山，但不可能移掉整个海的地形。





3.2 三类公司形态决定安克选择做“大量中小品类”的第三类公司


	在稳定的市场地形上，会长出三类公司：第一类只做超级品类，第二类做少量中小品类，第三类做大量中小品类。

	宝洁是第三类公司的典型：840 亿美金营收，分成五大品类、十几个小品类、65 个独立品牌。

	安克选择第三条路，在浅海里做大量中小品类，用一个个 5 系、7 系产品堆起长期营收和利润。

	阳萌认为超级品类往往靠命：条件成熟后在几年时间里拔地而起，关键是赶在正确时间入场。安克不赌这种命，而是稳稳当当把一个个品类逐步做起来。





3.3 “激进的保守主义者”解释了安克的下注方式


	外界质疑安克不敢 All in 大品类，不够极致。阳萌的回应不是否认保守，而是把安克定义为“激进的保守主义者”。

	保守在于：10 块钱里最多投 5 块、6 块，不会全投出去，也不会加巨大杠杆。

	激进在于：每次都会坚定地把那 5 块、6 块投出去。挣了 20 块回来后，有 25 块钱，还会再投一半，盘子越来越大。

	因此安克不是一次性豪赌，而是在复利过程中持续下注。每一步看起来保守，拉长时间看，是持续向前、不断放大的激进过程。






四、1357 系：从优质产品走向极致产品


4.1 1357 系是安克给品牌和用户分层的语言


	2020 年安克开始系统做战略，提出 1357 系。过去安克是 5 系为主的公司，2020 年 5 系占一半以上营收，7 系只有 3%，集中在安防品类，剩下 30% 多是 3 系。

	安克当时的目标是往 7 系走。阳萌举例，2020 年充电宝是 5 系，别人卖 100 块，安克卖 150、200 块；后来 7 系 Prime 充电宝成为成功人士标配，卖 1000 块。

	阳萌用 7 系销售额占比定义“一流公司”：至少要到 30%。安克 2020 年只有 3%，2025 年到 15%，希望 2030 年前达到 30%。





4.2 从“优质产品”到“极致产品”，团队必须升级


	阳萌承认，安克过去有“优质产品”，现在要做“极致产品”，中间团队一定要升级。

	2022 年前安克扩张太激进，一年拓四五个大品类，随后砍掉一批。那以后新品类研发都是 3 年起步，再没有砍过品类。

	安克没做好的品类，基本都可以归因于人才密度。阳萌说今天最大的问题不是“还可以做什么”，而是公司的人才密度。

	他过去三年每年都有公开长谈，从战略、方法论到组织结构，把底牌摊开，核心目的都是招人。






五、人才密度与创造者的乐园：平台不是口号，而是安克的组织产品


5.1 安克要成为“创造者的乐园”


	2023 年南沙讨论时，安克先定了一个问题：到底要成为一家什么样的公司。最后答案是搭一个平台，简单概括叫“创造者的乐园”。

	这个平台要让很多想创造东西的人在里面成功，创造他们想创造的东西，同时不必承担创业的巨大风险和痛苦。

	阳萌不追求中国第一，也不追求巨大的商业成功。他对未来成功的定义是：安克在很多品类都取得成功，三五十年持续带来用户价值，并培养出很多优秀人才。

	这也是文章标题的含义：公司是产品，产品目标不是一款硬件，而是一个让创造者持续长出来的平台。





5.2 使命、愿景、价值观不是虚词，而是机会分配机制


	阳萌认为，公司环境要让人变得更第一性、求极致，能沉得住气干三年，相信长期主义。

	他把奖惩放在较后的位置。更前面的事情是讲清楚：这群人在一起是为了什么，以及什么样的行为是对的。

	华为的“首先分配的是机会”成为安克的分配原则：根据价值观分配机会，根据结果分配回报。

	价值观好不能直接多拿钱，钱来自把粮食打回来；但价值观好应当获得更好的机会。





5.3 对人的判断，是公司里最难达成共识的事情


	阳萌说，公司里面最难达成共识的不是战略、不是经营，而是对人的判断。

	安克评价价值观不看总分，而看三条价值观形成的三角形。人是复杂的，总分看不出任何东西。

	做创新时，需要人的“第一性”很强；如果“求极致”较弱，可以配一个求极致强的人 side by side 一起做事。

	阳萌用“雌雄同体”“狼狈同行”解释互补：一件事做成需要不同品质，这些品质集中在一个人身上很珍贵，两个人各有一半也能互补。





5.4 土壤肥沃，花团锦簇


	安克在 2020 年战略会形成的未来画面是“土壤肥沃，花团锦簇”。高使命、愿景、价值观的人才很充裕，很多品类就能开出好花。

	晚点提醒：花园不像森林，没法自循环，需要人持续耕作。阳萌接受这个说法，因为公司这个产品本身表现为量子态，人和时代都在变化。

	要在快速发展的环境里构建一个稳定的公司产品，是巨大挑战。这个产品要能赢，需要从很多具象品类里找到抽象规律，再反哺更多成功的具象品类。






六、第三类公司如何打赢细分独角兽：靠复利，而不是单一 CEO


6.1 2022 年的系统性失败让安克意识到“我们什么都打不赢”


	2020 到 2022 年，安克经历较大扩张，随后发现很多品类都在输。阳萌把它总结为“打不赢的系统性失败”。

	储能是典型案例：安克从一个多亿涨到 5 个亿，以为不错，后来发现第一名那年做了 50 亿。

	安克早在 2015 年就做过户外储能电源，但一直没有专门团队，是充电团队搭着做。阳萌用“五口锅在炒，只有两个盖”比喻业务多、人才少。

	锅是业务，盖是人才。安克没做起来的品类，核心仍是人才密度问题。





6.2 中等马要打赢别人的 CEO，需要阵法与组织能力


	做大量中小品类，安克在每个细分品类都会碰到第二类公司，也会碰到对面 CEO 亲自带队。

	阳萌用“天罡北斗阵”解释自己的解法：单个中等的人打不赢顶级高手，但通过阵法，可以把中等的人拉到八九成水平。

	这个阵法不是神秘文化，而是组织设计。他把拉姆·查兰的《领导梯队》和华为 IPD 结合，把传统 6 级领导梯队掰成两根 3 级甘蔗：业务线和职能线。

	业务线包括总业务负责人、群组业务负责人、细分业务负责人；职能线包括一级职能负责人、二级职能负责人、一线职能经理。两边都属于授权型组织。





6.3 第三类公司需要“总统和联邦”，不是“国王和骑士团”


	阳萌区分两种治理方式：一种是“国王和骑士团”，大小事务都由国王裁定；另一种是“总统和联邦”，总统只管军事、外交等大事，相信各个联邦自己做好。

	第一类、第二类公司基本需要“国王”；第三类公司需要“总统”。当组织是总统和联邦模式时，关键是要有好的州长、市长。

	因此“体系制胜论”不成立，关键仍是人的问题。超级品类不需要把公司当成产品，最理想方式是一小群人做完所有主要决策，底下执行，这群人最好 10 年不动。

	安克作为第三类公司，必须把公司当成产品，打造一个平台，让很多人可以在不同领域创造技术、产品和商业闭环。





6.4 复利来自多个品类沉淀出的底层能力


	阳萌认为，如果没有复利，用一半资源打赢细分独角兽概率很小；但当安克在多个品类积累底层能力，复利会发生。

	储能打开了新的渠道，这个渠道未来还可以卖割草机器人和更多家庭重装备。全屋储能需求不在亚马逊上卖，而是 100% 在官网卖，亚马逊占比已经掉到 50%，长期最多 30%。

	安克还会逐渐把充电储能 Anker、智能家居 eufy、智能影音 soundcore 三大品牌合成一个品牌，形成极致创新的产品心智。

	阳萌更愿意在 30 年维度买第三类公司的股票，因为第三类公司拥有更长时间的复利。






七、AI、实事求是与组织运行方式的改变


7.1 AI 不只改变个人效率，更难的是改变组织节点


	阳萌说，安克内部一天大概消耗 1500 亿到 2000 亿 Token，平均每人每月花六七个亿 Token，超过一半来自程序员以外的人。

	他认为 AI 让真正拥抱它的人快速成长，变得更强更高效，这是确定的。

	但人的惯性很强，需要外力推动；比人更难变化的是组织。组织固定运行方式不被 AI 改变，只是人变化，效率也许只变 10%、20%。

	他的做法是识别价值交付中的组织节点，让节点内部工作和节点之间协作被 AI 提效。





7.2 “纯人工头脑风暴”被禁止，是组织流程被 AI 改写的例子


	阳萌举例：遇到问题，在讨论前每个人先跟 AI 聊；聊完后把每个人用 AI 做出的方案放在一起，让 AI 总结出一个方案，大家再开始讨论。

	这两步可以减少大量无效投入，因此“纯人工头脑风暴”在公司已经被禁止。

	这延续了全文的组织产品逻辑：AI 不是工具采购，而是改变公司产品运行方式的一部分。






八、人生哲学：创造、体验、爱，和自洽的公司观


8.1 阳萌用“创造、体验、爱”解释自己的底层信念


	阳萌在湖畔被问人生信念时，用了三个词：创造、体验、爱。

	他认为这一代人有大量可以被重新创造的东西，包括技术、产品、商业、组织；体验也极大丰富和拔高；爱是一种为别人付出的能力。

	他不相信违背底层原理的东西会长期持续发生，也不相信一家公司几十年纯靠一个厉害的人，不要过度迷信救世主。

	这与安克的组织设计相互呼应：公司要活得久，不能依赖单个天才，而要让创造者在平台上持续长出来。





8.2 创造和体验是循环


	阳萌说，创造和体验是一个很好的循环：没有体验过特别好的，也不要指望能创造出特别好的。

	安克楼里的咖啡机、制冰机、一楼咖啡厅、员工餐 NPS 机制，都被他作为“极致体验”在日常中落地的例子。

	员工餐每道菜要通过小试、中试，能供应 300 份、500 份还能维持 50 分以上 NPS，最后才正式上线。

	这说明安克的价值观不是只写在墙上，而是要通过每天定时感受到的体验，让员工知道“极致体验”不是口号。






关键概念/术语


	公司是产品：阳萌把安克作为一个长期运行的平台来设计，而不是只打磨具体硬件；公司的战略、组织、人才、分配和 AI 工作流，都是这个产品的一部分。

	浅海战略：只进入年销售规模不超过 500 亿美金的中小品类，不进入手机、电脑、电视等千亿美元超级品类；重点不是简单，而是不赌超级品类。

	1357 系：安克给消费品类品牌和用户分层的系统，战略目标是从 5 系为主走向 7 系占比提升，以 7 系销售额占比衡量一流程度。

	激进的保守主义者：不把全部筹码压上，但每次都会坚定投入一半筹码；长期看形成持续放大的进取过程。

	创造者的乐园：让想创造东西的人在平台内成功，同时不用承担创业的巨大风险和痛苦。

	人才密度：安克是否能打赢品类竞争的关键瓶颈；没做好的品类基本都与人才密度不足有关。

	土壤肥沃，花团锦簇：安克对组织未来的画面表达；高使命、愿景、价值观的人才充裕，多个品类就能长出好结果。

	总统和联邦：第三类公司需要的治理模式，总部设计方向和系统，各个联邦独立把事做好。

	国王和骑士团：超级品类或少量品类公司更适用的治理模式，一小群核心人物做主要决策，底下执行。

	复利：多品类长期积累出的底层能力，可以跨品类迁移到渠道、品牌、组织和产品心智上。







14. 《Benedict Evans 用演讲解释 AI 如何吞噬世界》


作者：YouTube

主题：💼 商业与产品策略

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：之前是软件吞噬世界，现在是 AI 吞噬世界。

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点 / 主旨

Benedict Evans 把生成式 AI 放进技术平台迁移的长周期里理解：它很可能是继大型机、PC、Web、智能手机之后的新平台迁移，但它到底会变成“吞噬一切的软件层”、还是会像云、SaaS、图像识别一样沉入普通软件和 API，目前仍取决于模型 scaling、错误率、成本、部署形态和真实用例。演讲的主轴不是宣布答案，而是把问题分成三组：它能 scale 到哪里、它到底有什么用、公司和产品该如何部署。



一、AI 已经形成平台迁移级别的关注，但还没有形成同等规模的日常使用


1.1 ChatGPT 的扩散速度前所未有


	Evans 用 Bill Gates 的判断开场：Gates 说自己职业生涯里只见过两件革命性技术，一件是图形用户界面，另一件是 ChatGPT。

	OpenAI 在产品发布后约 12 到 18 个月就达到约 1600 亿美元估值，被 Evans 用来对照 Microsoft 花了约 25 年才达到 1500 亿美元市值。

	ChatGPT 的认知和试用渗透速度极快，因为它不需要用户购买新硬件，也不需要运营商建设宽带；它只是一个网站，跑在云上，用户可以立刻使用。





1.2 “听说过 / 用过”不等于“每天使用 / 愿意付费”


	很多人试用 ChatGPT 后只是觉得“很聪明”，然后没有再回来。

	只有一小部分人已经找到把它嵌入日常生活和工作的方式。

	企业侧也是类似状态：几乎每家大公司都有 pilot 或 trial，但这可能只是 CIO 买了一个 ChatGPT 账号；真正进入 deployment 的公司少得多，更谈不上把整套系统迁移到 generative AI。





1.3 泡沫讨论来自“兴趣巨大”和“产品市场匹配未定”的错位


	到 2024 年夏天，市场开始追问：在还没有清晰 product-market fit 的情况下，是否应该投入半万亿美元建设 AI 基础设施。

	Evans 承认这符合 Gartner hype cycle 的波动，但他认为更重要的周期是技术行业每 10 到 15 年发生一次的平台迁移。

	生成式 AI 很可能是下一个平台迁移；但除了“它重要”之外，其他关键问题仍然开放。






二、第一组问题：模型到底还能 scale 多远


2.1 当前 AI 成就来自更多数据、更多算力、更大模型


	过去两年，行业让模型变得可行，主要靠把模型做得更大、喂更多数据、投入更多 compute，并得到更好的结果。

	但 Evans 强调：我们并没有真正的理论解释为什么这种 scaling 会持续有效，只知道它目前有效。

	分歧在于：一种观点认为 scaling 会像其他技术一样逐渐放缓，AI 最后只是软件；另一种观点认为 scaling 会继续工作，极端版本是模型替代其他软件和接口。





2.2 scaling 的科学问题和工程问题同时存在


	科学问题是：如果模型大 10 倍，结果是否会好 10 倍，错误率是否会显著下降，概率模型能否产生足够确定的答案。

	工程问题包括 GPU 制造周期、电力、数据中心、训练数据是否耗尽、synthetic data 是否可用。

	最近关于大实验室内部 scaling 受阻的报道不能简单等同于“已经停止工作”，但它提示了这件事并不确定。





2.3 大公司继续投入，因为不投的风险更大


	Google 和 Meta 的公开说法都指向同一个逻辑：花错几年资本开支的 downside，小于让别人占据下一代平台的 downside。

	这种恐惧来自 AI 模型层缺乏稳定的 winner-takes-all 网络效应；Google 内部 memo 曾说自己和 OpenAI 都没有 moat。

	Evans 又补充：这并不完全准确，因为 moat 可能就是 capital。模型建设正在变成几十亿、上百亿甚至更大规模的资本游戏。





2.4 AI 把软件公司重新推向基础设施公司


	Llama 3.1 使用 16,000 张 Nvidia GPU，芯片成本约半十亿美元；当前训练集群则常常达到 100,000 GPU 量级。

	四大平台公司今年资本开支可能超过 2000 亿美元，比上一年增加近 1000 亿，并预计 2025 年继续增长。

	Evans 特别指出 Microsoft 的变化：它曾经是把 1 美元 CD 以 100 美元卖出的软件公司，现在却需要建设基础设施才能销售产品，capex / sales 甚至超过典型电信运营商。






三、AI 成本曲线正在快速变化，模型层可能商品化


3.1 LLM 重新带回软件行业久违的 marginal cost


	过去的消费者互联网建立在近乎没有边际成本的假设上：用户多看一个 YouTube 视频或多点一次网页，成本相对很低。

	LLM 暂时不同：用户每次点击、等待模型生成结果，都会带来明显的计算成本。

	Evans 认为这很重要，因为软件行业上一次普遍面对这种边际成本，还是盒装软件和早期计算时代。





3.2 模型质量提升不如效率提升显著


	OpenAI 模型发布序列显示：模型质量提升相对较小，但单位成本下降巨大，可能超过一个数量级。

	其他大公司也在推出自己的模型，行业出现收敛：每家公司都有 best model，也都有 cheap model。

	很多场景可以用“几乎同样好、价格只有 5%”的模型，这会把应用设计从“追求最强模型”转向“匹配成本和质量”。





3.3 Meta 和 Apple 从不同方向推动 LLM 商品化


	Meta 通过开源模型试图把 LLM 变成任何人都可以获得、按边际成本出售的 commodity infrastructure。

	Apple 则从高性能 edge compute 出发，希望让 LLM 成为运行在 iPhone 上的普通 API call。

	因此，模型市场出现“better, faster, cheaper”的持续组合：最强模型、便宜模型、边缘模型不断交替更新。





3.4 Evans 对模型层的基本判断


	半导体行业是周期性行业，commodity technology 往往会走向 marginal cost。

	每一种新技术都会制造泡沫；指出泡沫很容易，判断泡沫什么时候破很难。

	即便模型层会很热、很贵、很拥挤，真正的商业问题仍然是：有了这些模型之后，人们到底要做什么。






四、第二组问题：生成式 AI 到底如何有用


4.1 上一波机器学习的抽象层是 pattern recognition


	Evans 回忆十年前图像识别的 demo：技术人展示“能认出狗”，企业听众却不知道自己该拿它做什么。

	后来行业找到合适的抽象层：这不是“识别狗”，而是 pattern recognition。

	一旦理解为 pattern recognition，软件公司就可以问：某个行业、部门或公司内部的哪个问题可以转化成 pattern recognition。





4.2 生成式 AI 还在寻找自己的正确抽象层


	今天的 LLM 类似十年前的图像识别：demo 很酷，但很多人还不知道该如何在概念层理解它。

	可能的抽象包括 reasoning、synthesis、summary，也可能更宽泛：它自动化了一类过去无法自动化的任务。

	这个抽象仍不稳定，所以行业还在试图发现“哪些事情可以被自动化”。





4.3 LLM 不能当数据库，因为它会 hallucinate


	Evans 用 Air Canada 客服机器人案例说明 hallucination 的产品风险：机器人给出了很好的退票政策，但不是 Air Canada 的真实政策。

	这说明 LLM 可以自动化某些任务，但可能给出错误答案。

	产品设计必须回答：哪些 use case 没有唯一错误答案，哪些错误容易被用户看见，如何通过 tooling、analytics、metrics 和 UX 管理不确定性。





4.4 搜索是最重要也最不确定的战场之一


	行业正在追问 generative AI 是否能用于 general search，甚至替代 Google。

	关键问题包括：哪些 query 适合模型回答，哪些 query 错了也没关系，哪些 query 错了用户看不出来，过滤机制需要多强。

	Evans 的判断不是“已经能替代”，而是 Alphabet 从搜索赚了太多钱，所以这件事值得所有人尝试。





4.5 “infinite interns”帮助理解自动化边界


	Evans 将上一波机器学习称为“infinite interns”：不是专家，但能做大量需要普通人脑判断、过去无法自动化的工作。

	例如监听所有客服电话并判断客户是否愤怒，这不需要专家，但过去无法规模化自动化。

	对生成式 AI，也可以从类似 pivot points 出发：内容生成近乎免费、翻译近乎完美且免费，会如何改变科学、流行文化和 Web。






五、从用例看，AI 不是平均改变所有职业，而是先击中特定任务


5.1 低劳动生产率行业是宏观视角，但不够预测性


	可以从上往下问：哪些行业劳动生产率低，哪些地方有很多人做无聊、重复、过去不能自动化的工作。

	但 Evans 提醒：如果 1995 年用这种方式预测互联网，可能会看对一些方向，也会错过很多后来真正重要的东西。

	变革性技术的演化很难用宏观表格完整建模。





5.2 Visicalc 说明“杀手级用例”总是职业具体的


	对 1978 年的会计来说，电子表格把一个月的工作压缩成几天甚至十分钟；这是必须拥有的工具。

	对律师来说，同一个 demo 只是“很聪明，也许我的会计该看看”，因为它不解决律师每天做的工作。

	Evans 用这个类比解释 ChatGPT：很多人觉得它聪明，但他们并不“整天做那件事”。





5.3 今天明确有用的场景集中在软件、营销、客服和早期采用者


	软件开发已经能看到 20% 到 30% 的效率提升讨论。

	营销内容生成也适配得较好，因为很多输出没有严格的唯一正确答案，错误也比较容易看见。

	客服很有吸引力，但必须谨慎处理错误和责任边界。

	其他行业也有早期采用者，但普遍问题是：技术被交给用户，用户被迫自己发明 use case。






六、第三组问题：如何把 AI 部署成产品和公司


6.1 技术部署通常经历吸收、改造、解捆绑和市场重定义


	第一阶段是 incumbents 吸收新技术，把它作为 feature 加进现有业务，自动化既有流程。

	第二阶段是公司改变做事方式，出现新产品、新 idea，甚至从 SAP、Google、Oracle 等 incumbents 中 unbundle 出具体工作流。

	极少数情况下，某个新公司会重新定义市场本身，例如 Airbnb 改变了“hotel”的含义。





6.2 AI 既是 CIO 问题，也是 CEO 问题


	Evans 把部署问题拆成 Accenture / Bain / BCG / McKinsey 风格的问题：它可能是 IT 集成、流程降本、战略增长或市场重定义。

	对企业来说，采购问题很快变成 buy versus build、买大公司还是小公司、Google 会不会拥有整层、这对 EPS 有什么影响。

	Accenture 已经报告每季度 10 亿美元生成式 AI 业务，但 Evans 对“他们把什么算作 generative AI”保持怀疑。





6.3 企业部署会很慢，因为 cloud 和 SaaS 也仍未彻底完成


	在技术圈，cloud 似乎已经是上一代问题；但在大型企业实际 workflow 里，cloud 仍可能只占四分之一到三分之一。

	企业对 generative AI 的部署预期同样分化：一部分认为年底会有部署，另一部分认为要到 2026 年以后。

	部署需要时间，因为企业要弄清楚用途、集成流程、构建产品、处理组织和采购。





6.4 SaaS 历史暗示：LLM 可能再次推动任务级软件创业


	SaaS 曾把 Excel、email、SAP、Salesforce、Google 中的许多任务解捆绑，变成一个个自动化 workflow。

	大公司部门有 50 到 75 个应用，大公司整体有 400 到 500 个 SaaS 应用，这说明任务级解捆绑已经很普遍。

	Evans 认为 LLM 会再次被用来 unbundle 某些任务，并围绕这些任务产生公司。






七、AI maximalist 视角与 Evans 的保守框架


7.1 maximalist 视角：LLM 可能成为“整个东西”


	如果 scaling 继续有效，LLM 可能坐在最上层，运行其他一切，把所有软件都变成 API。

	在这种世界里，用户可以直接让 ChatGPT 完成复杂事务，例如搬去新加坡、买房、办理签证。

	Evans 认为这不是完全科幻，但仍属于 outlying view。





7.2 保守框架：LLM 更可能先成为另一个 API call


	如果模型能力大致停留在当前轨道，LLM 就会像 storage、calculation、image recognition 一样，成为软件中的一个 API call。

	创业公司和产品团队会围绕它发明具体用例，而不是让最终用户自己发明用例。

	Y Combinator 中大量 AI startup 的存在，本身就是押注 LLM 会成为 API call；如果 ChatGPT 能包办一切，就不需要这么多 AI 公司。





7.3 AI 会经历从“AI”到“smart”到“auto”再到“just software”的退场


	Apple 的 AI writing tools 在 Evans 看来会变成 spell check 一样的功能：rewrite、proofread、summarize、grammar check 都会进入背景。

	新技术一开始被称为 AI，后来变成 smart suggest、smart summarize，再后来变成 auto correct、auto format，最后只是软件。

	这不是失败，而是技术真正被吸收进日常世界的方式。






八、Evans 的总括：问题只有两类答案


8.1 一类答案是“它会像其他平台迁移一样工作”


	是否该买 Google，Google 会不会控制整层，会不会有 startup，是否需要国家 AI 战略，这类问题在 Evans 看来往往可以参照平台迁移历史。

	他把“国家 AI 战略”类比为“国家 SaaS 战略”或“国家 SQL 战略”，认为这未必是理解它的正确层级。

	在这个层面，AI 是又一次 platform shift，会经历投资、泡沫、部署、商品化、创业和被吸收。





8.2 另一类答案是“我们不知道”


	模型会 scale 到什么程度、错误率如何变化、是否有足够数据、需要多少能源、模型能否持续自我训练，这些是科学问题。

	Evans 的答案是：我不知道，其他人也不知道，只能等几年看结果。

	这种“不知道”不是回避，而是承认当前行业真正的不确定性。






九、AI 之外，软件仍在吞噬世界


9.1 技术行业总是迷恋 2025 或 2030 年的东西


	两三年前，行业兴奋点可能是 crypto、metaverse、AR、VR；现在则是 generative AI。

	但多数实际软件公司仍在部署 2010 和 2015 年的理念：SaaS、cloud automation、workflow、business process management、collaboration。

	更广泛经济仍在被 2000 年的想法改变，例如互联网电视、电子商务、软件化汽车。





9.2 电商、媒体、汽车说明软件改变参数后，问题会变成行业问题


	Shein 聚合中国制造商直发西方市场，Shopify 让小商家拥有一流电商能力，Amazon 广告收入超过许多主营业务。

	YouTube 的广告和订阅收入已大到可以与全球媒体公司相比，软件正在吞噬电视。

	汽车会电动化并由软件驱动，但谁会胜出，是软件公司、新车企还是传统车企，这是汽车行业问题，不再只是 tech question。





9.3 “AI 是还没工作的东西”，工作后就变成普通技术


	Evans 引用 Larry Tesler：智能是机器还没做到的东西。

	数据库曾经是 AI，图像识别和语音识别也曾经是 AI；一旦它们可用，就被重新归类为 software。

	LLM 很可能也会经历这个过程：今天叫 AI，几年后只是电脑能做的一件事。





9.4 自动电梯类比收束全篇


	Evans 用美国电梯操作员就业人数收尾：电梯变多时需要更多操作员，电梯自动化后操作员消失。

	今天没人进入电梯时会说“我正在使用 AI 电梯”或“电子自动电梯”；它只是电梯。

	AI 最终也可能这样：一开始令人兴奋，后来成为世界默认的一部分。






关键概念 / 术语


	platform shift：Evans 用来理解生成式 AI 的主要历史框架，指每 10 到 15 年行业创新中心发生一次迁移。

	scaling：模型能力是否还能通过更多数据、更多 compute、更大模型继续提升，是所有其他判断的基础问题。

	moat as capital：AI 模型层未必有传统网络效应，但巨额资本和基础设施本身可能形成护城河。

	marginal cost：LLM 把每次用户操作的计算成本重新带回软件行业，改变应用经济学。

	commodity infrastructure：Meta、Apple 等力量试图把模型压成普通基础设施，让它按边际成本或设备能力被调用。

	pattern recognition：上一波机器学习找到的正确抽象层，帮助行业从 demo 走向具体自动化。

	hallucination：LLM 不能当数据库的核心原因，也是产品设计必须管理的错误风险。

	infinite interns：机器学习和生成式 AI 可自动化大量不需要专家、但过去无法规模化自动化的判断和生成任务。

	unbundling：新技术把大系统里的具体 workflow 拆出来，变成新的 SaaS 或创业公司。

	another API call：Evans 对保守情境下 LLM 产品形态的判断：它会嵌入软件，而不是替代所有软件。

	just software：AI 被真正吸收后的归宿；当机器能稳定完成某件事，人们就不再把它叫 AI。







阅读闭环

现在，回到微信读书完成今日份阅读时长记录；再回到 Notion 或 Logseq，把至少一篇文章写成自己的费曼笔记。

公开站：https://seriousai.candobear.com/

by howie.serious
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For Prosumers of the Al Age
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