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扉页


期号：260520 期

标题：AI 与战争

日期：2026-05-20

文章数：16

三级笔记字数：约 55625 字






今日洞察

昨天的收藏集中在一个清晰变化上：AI 不再只是模型能力竞赛，而是在变成企业、开发者和个人知识工作的操作层。从 Codex Goals、微信读书 Skill、Claude 企业落地到豆包、Supabase 和结果计费，真正值得跟踪的是“工具如何嵌入流程，并且产生可验证结果”。




阅读路线


	未分组：16 篇






使用说明

这本 EPUB 用于在微信读书里完成今日 AI 内参的精读闭环。每篇文章只收录 AI 内参自有三级笔记，不收录第三方原文全文；如果需要查看概念网络，请从文章章节里的 Notion 入口跳转。




未分组




1. KPMG 把 Claude 接入 27.6 万员工的核心业务


作者：anthropic.com

主题：未分组

质量分：★★★★★

注意力番茄：🍅

Howie 的阅读理由：四大会计师事务所之一，KPMG，接入 claude。

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点

KPMG 与 Anthropic 的合作不是一次企业版聊天工具采购，而是把 Claude 嵌入 KPMG 的核心业务平台、全员工作流和客户交付体系。关键变化在于：AI 从员工可访问的工具，变成税务、法律、私募、网络安全等高责任业务里的基础能力。



一、KPMG 把 Claude 放进核心业务，而不是放在边缘试点


1.1 合作规模覆盖全球业务


	KPMG 是横跨 138 个国家和地区的审计、税务、法律与咨询专业服务机构。

	这次全球联盟把 Claude 带入 KPMG 的业务中心，而不是只面向少数创新团队。

	所有 276,000 多名 KPMG 员工都将获得 Claude 访问权限，形成公司级 AI 普及。





1.2 AI 进入高责任行业的关键门槛是信任


	KPMG 的客户场景高度依赖准确性、责任归属、判断力和专业知识。

	因此，KPMG 对 AI 的部署重点不是单纯追求自动化速度，而是把安全、信任、治理和专业责任纳入规模化使用前提。

	Anthropic 在叙事上强调：KPMG 选择 Claude，是因为它希望在严肃业务里使用一个能承载信任标准的 AI 系统。






二、Digital Gateway 是 Claude 落地的主战场


2.1 Claude 被嵌入 KPMG 的客户工作平台


	Digital Gateway 是 KPMG 面向客户工作的主要平台，承载税务专业知识、专有工具和客户数据。

	KPMG 将 Claude 嵌入 Digital Gateway，先从税务和法律客户工具开始。

	这意味着 AI 不只是员工打开的独立聊天窗口，而是进入实际交付工作的工作台。





2.2 从跨工具拼装变成平台内生成能力


	过去，为客户构建一个应对税务法规变化的 AI agent，可能需要数周，并要求团队在多个工具和聊天窗口之间切换。

	Claude Cowork 和 Managed Agents 进入 Digital Gateway 后，KPMG 专业人员和客户可以直接在平台里构建 AI 能力。

	文章强调的效率变化是：从“数周”压缩到“几分钟”，并减少工具切换带来的摩擦。






三、全员访问让 AI 从专家项目变成组织能力


3.1 美国内部采用经验成为全球扩展基础


	KPMG 在美国已经有两年的 Claude 使用经验，包括 AI and Data Labs 以及内部团队采用。

	这次全球扩展建立在已有实践之上，而不是完全从零开始。

	全员访问的意义在于，AI 能力不再只属于技术团队或创新实验室，而会进入普通专业服务人员的日常工作。





3.2 KPMG 与 Anthropic 将共同开发新产品


	双方会与共同客户一起开发新 offerings，并把 Claude 带入更多业务职能。

	文章使用的核心逻辑是：Claude 不只是优化已有流程，也帮助团队解决过去无法解决的问题。






四、私募和网络安全是两个重点业务方向


4.1 Anthropic 将 KPMG 定为私募领域 preferred partner


	Anthropic 把 KPMG 定为 private equity 方向的 preferred partner。

	KPMG 将帮助 PE 投资组合公司部署 Claude 和 Anthropic agents，用于构建新的 AI 驱动产品、流程和服务。

	这说明合作不只服务 KPMG 自身，也会通过 KPMG 的咨询网络进入客户公司。





4.2 KPMG Blaze 指向老旧 IT 现代化


	KPMG 为 PE 场景开发了新的 offerings，其中包括 KPMG Blaze。

	KPMG Blaze 可以嵌入 Claude Code，帮助团队更快现代化老旧 IT 系统，并以更短周期交付 AI-enabled technology。

	这个案例把 Claude Code 从开发者工具扩展到咨询交付与企业技术改造场景。





4.3 网络安全采用 Trusted AI 框架


	KPMG 和 Anthropic 团队还会在网络安全场景使用 Claude，帮助发现和修复关键系统漏洞。

	相关工作由 KPMG 的 Trusted AI framework 指导。

	这部分强调：越是关键系统，越需要把 AI 能力与治理框架绑定。






五、“Human in the loop”的重点是人如何创造价值


5.1 技术采用不是价值的全部来源


	KPMG 与 UT Austin McCombs School of Business 的研究讨论了 AI 部署价值如何取决于人与技术的配合。

	文章反对把 human in the loop 理解成一句空洞口号。

	人的关键作用包括：行使判断、塑造工作流、与技术交互、评估输出，并与 AI 一起做决定。





5.2 负责任部署需要重新定义人的角色


	当 AI 进入 consequential work，组织不能只问模型是否足够强。

	还必须明确人在价值创造、风险控制和决策责任中的位置。

	这也是 KPMG 这种专业服务机构把 AI 放入核心业务时必须回答的问题。






六、文章的底层判断


	企业 AI 的下一阶段不是“员工能不能用 AI”，而是“AI 是否被嵌进真正创造价值和承担责任的业务系统”。

	KPMG 案例说明，大型专业服务机构正在把 AI 从辅助工具升级为交付平台的一部分。

	这类合作的决定性变量不是单点模型能力，而是平台嵌入、治理框架、行业信任、全员采用和客户场景共同形成的系统能力。





关键概念


	Digital Gateway：KPMG 的客户工作主平台，也是 Claude 进入税务、法律和客户交付流程的载体。

	Claude Cowork / Managed Agents：被嵌入 Digital Gateway 的能力，使专业人员和客户能在平台内构建 AI agent。

	Preferred partner for private equity：Anthropic 让 KPMG 成为私募场景的优先咨询伙伴，把 Claude 推向 PE 投资组合公司。

	Trusted AI framework：KPMG 用来约束关键业务和网络安全场景 AI 部署的治理框架。

	Human in the loop：不是保留一个人工审批环节，而是明确人在判断、工作流设计、输出评估和共同决策中的价值。







2. 中文教程解释 Codex Goals 的实用入口


作者：AI寒武纪

主题：未分组

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：agent 的 goals。人没有目标，和咸鱼有什么区别？agent 亦如是。

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点 / 主旨

Codex Goals 是把一次性 prompt 升级为持续工作合约的机制。它让 Codex 在同一个线程里围绕明确结果、验证标准、约束边界和预算持续推进，直到有证据证明目标完成，或诚实地报告阻塞。



一、Goals 的基本定义：从一次性指令到持久完成条件


1.1 Goals 是 Codex 里的持久目标机制


	普通 prompt 是一次性的：用户给出指令，Codex 执行并等待下一轮。

	Goals 提供持续有效的完成条件：什么算完成、如何验证、过程中什么不能动。

	它不是让 AI 无边界自主运行，而是一个用户可控、有范围、有预算的完成合约。





1.2 Goals 适合路径会随证据变化的任务


	Codex 原本就能处理边界清楚的任务，例如看代码、修 bug、写测试、解释报错。

	Goals 针对更长链条的任务：性能调优、不稳定测试排查、依赖迁移、bug 复现、多步重构、benchmark 调参、需要最终文档的研究任务。

	这类任务的问题不是 prompt 不够长，而是目标需要在多轮工作中保持可见。






二、怎么使用 Goals：命令、版本和生命周期


2.1 使用入口


	Goals 从 Codex 0.128.0 开始支持，当前入口是 Codex CLI 的 experimental 功能。

	设置目标时使用 /goal 加上期望达到的结果。

	目标激活后，Codex 可以查看代码、运行命令、修改文件、测试结果，并根据证据判断下一步。





2.2 生命周期管理


	/goal 查看当前目标。

	/goal pause 暂停激活中的目标。

	/goal resume 恢复已暂停目标。

	/goal clear 移除当前目标。

	停止条件包括成功完成、暂停、清除、用户打断、达到预算上限，或遇到需要用户介入的阻塞点。






三、Goals 与普通 prompt 的关键差异


3.1 普通 prompt 只完成当前指令


	普通请求里，Codex 完成当前动作后就汇报结果并等待。

	它没有一个持续附在线程上的目标，也不会在下一轮自动以同一成功标准继续检查。





3.2 Goals 让 Codex 按证据继续或完成


	Goals 让 Codex 在每轮结束后检查目标是否达成。

	如果目标仍激活且预算未用尽，Codex 可以从最新状态继续。

	示例中的 p95 checkout 延迟目标不是泛泛的“提升性能”，而是给出可测量结果、验证方法和正确性约束。






四、好的 Goal 是精简合约，不是更长 prompt


4.1 强 Goal 通常定义六件事


	结果：工作完成时应该呈现的最终状态。

	验证方法：用测试、benchmark、报告、产出物、命令输出或源材料证明。

	约束：工作期间哪些东西不能退化。

	边界：Codex 可以使用哪些文件、工具、数据、仓库或资源。

	迭代策略：每次尝试后如何选择下一步。

	阻塞停止条件：什么时候应停止并报告限制。





4.2 强弱 Goal 的差别在于证据标准


	弱 Goal 只描述愿望，例如“降低延迟”或“写份文档”。

	强 Goal 会命名最终状态、验证面和约束，例如指定 p95 阈值、基准测试、正确性测试、可触碰范围，以及遇到阻塞时需要汇报的证据。

	如果性能改善但没有到阈值，或延迟达标但测试失败，Goal 都不能算完成。






五、目标激活后改变的三件事


5.1 目标持续可见


	线程里始终保留原始目标。

	benchmark 有提升但未达阈值时，Codex 可以继续。

	研究遇到数据缺失时，Codex 可以调整证据计划，而不是丢失研究标准。





5.2 可以从空闲线程继续


	Codex 不会在另一轮还在跑、用户输入排队、或其他线程工作待处理时继续。

	只有线程空闲、目标激活、预算仍可用时才会继续。





5.3 完成必须有证据


	Goal 不应因为模型觉得“差不多”就完成。

	完成需要对照具体证据：文件改动、命令运行、测试通过、benchmark 输出、生成产物或研究证据。






六、Goals 的内部设计：线程范围内的持久状态


6.1 Goal 不是全局记忆，也不是项目指令


	Goal 属于当前线程，和该线程里的文件检查、命令运行、diff、日志、推理上下文绑定。

	它记录目标、生命周期、预算和进度。

	这种范围限制让 Goal 成为用户、模型、线程三者之间的合约。





6.2 继续机制是事件驱动的


	Codex 只在安全边界处检查是否继续，例如一轮结束后、没有待处理工作、没有用户输入排队、线程空闲时。

	纯规划工作不会触发继续。

	被打断会暂停目标；恢复线程时，可以在合适情况下恢复目标。

	如果一次继续没有产生工具调用，下一次自动继续会被抑制，避免空转。





6.3 预算不是完成


	达到预算上限时，Codex 应停止实质性工作，汇总进度和阻塞点。

	预算耗尽只能说明当前资源用完，不能被包装成目标完成。






七、复杂研究示例：复现 Deep Hedging 论文


7.1 研究 Goal 要定义“最强证据支持”


	弱目标是笼统地“复现论文”。

	更好的目标是尝试每个主要结果，验证输出，并在最终报告中区分成功机制、近似训练结果、被阻断路径和剩余不确定性。

	这样 Codex 的任务不是做一个看起来厉害的复现，而是在现有材料下尽量减少不确定性。





7.2 Goal 让研究保持诚实


	Codex 可以把论文结论拆成多个证据通道，重建可本地测试的部分，并标出无法精确复现的原因。

	当缺少随机种子、训练路径、计算图、优化器状态、检查点或原始模拟状态时，最诚实的结果是部分和近似复现。

	最终报告应保留不同证据强度，避免把近似结果压平成单一的“成功”声明。






八、什么时候不该用 Goals


8.1 简单任务不需要 Goal


	一行代码修改、简单解释、短代码评审、只想要一个答案的问题，更适合普通 prompt。





8.2 终点线模糊时不该用 Goal


	“把这个做得更好”“重构这段代码”都太弱，除非定义了最终状态、测试和约束。

	如果数据可能不可用、benchmark 可能不稳定、只能使用代理证据，都要在 Goal 中说明处理方式。






关键概念 / 术语


	Goals：Codex 的持久目标机制，用来把一次性请求变成有状态的工作循环。

	完成合约：由结果、验证、约束、边界、迭代策略和阻塞条件组成的工作协议。

	证据检查：目标完成必须由测试、benchmark、产出物或研究材料支撑。

	线程范围状态：Goal 只属于当前线程，不是全局记忆或项目级指令。

	事件驱动继续：Codex 只在安全边界处判断是否继续，而不是无条件循环。

	预算上限：限制持续工作的资源边界，达到预算表示停止和汇报，不表示完成。





概念网络请跳转 Notion 查看





3. 《Karpathy 风格的 Claude Code 规则被打包成单文件 Skill》


作者：multica-ai

主题：未分组

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：karpathy 加入了 anthropic，继续回到 ai 研发一线。分享 github 上的一个 karpathy skills 仓库。

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记


核心观点 / 主旨

这个仓库把 Andrej Karpathy 对 LLM coding 常见失败模式的观察，压缩成一个可以直接放进 Claude Code / Cursor / 项目规则里的 CLAUDE.md。它的主旨不是教模型更多语法，而是用四条工作原则约束 agent 的行为：先想清楚、保持简单、手术式改动、围绕可验证目标执行。



一、文章的问题定义：LLM coding 的失败不只是能力不足，而是工作方式失控


1.1 模型会替用户做未经确认的假设


	文章引用 Karpathy 的观察指出，LLM 经常在不检查的情况下替用户做假设，然后沿着这个假设一路执行。

	这类问题的危险不在于单点错误，而在于模型把不确定性隐藏起来，让用户直到结果跑偏之后才发现前提错了。

	仓库把这一点归纳为：模型没有很好地管理自己的困惑，也没有在关键分歧处主动寻求澄清。





1.2 模型容易过度复杂化代码和 API


	第二类失败是过度工程化：把可以用少量代码解决的问题，包装成大型抽象、配置系统或复杂 API。

	原文强调，模型会倾向于构造远超任务所需的实现，甚至在一百行能完成的地方写出上千行结构。

	这说明 LLM 的“多写一点”不是免费的，它会增加维护成本、审查成本和未来修改的风险。





1.3 模型会误伤与任务无关的代码


	第三类失败是副作用：模型会改动、删除或重写自己没有充分理解的注释和代码。

	这种误伤通常发生在“顺手优化”“顺手清理”“统一风格”之类看似积极的动作里。

	对真实工程来说，未请求的修改就是风险，因为它扩大了 diff，也模糊了每一行改动与用户目标之间的关系。






二、仓库的解决方案：用一个规则文件收束 agent 行为


2.1 形式上是单文件 CLAUDE.md


	项目的核心产物是一个单文件规则，可以被加入 Claude Code 项目，也可以安装为 Claude Code plugin。

	这种形态的价值在于轻量：不需要改造模型、不需要复杂框架，只要把行为原则放到 agent 的工作上下文里。

	规则文件也便于项目级合并：用户可以在通用原则之外继续添加 TypeScript、API、测试、错误处理等项目约束。





2.2 内容上是四条原则


	Think Before Coding 对应“错误假设、隐藏困惑、缺少 tradeoff”。

	Simplicity First 对应“过度复杂化、臃肿抽象”。

	Surgical Changes 对应“误改正交代码、触碰不该碰的内容”。

	Goal-Driven Execution 对应“把任务变成可验证目标，并循环到满足标准”。





2.3 设计取向是减少高成本错误


	仓库明确承认这些规则更偏向谨慎，而不是纯速度。

	对简单拼写修复或显然的一行改动，不需要机械套用全部流程。

	真正目标是降低非平凡工程任务里的返工、误伤和抽象膨胀。






三、原则一：Think Before Coding，让模型先暴露不确定性


3.1 不确定时说明假设


	这条原则要求模型不要默默选择一种解释，而是显式说出自己正在依赖哪些假设。

	如果需求存在多种解释，模型应该呈现这些解释，而不是替用户做隐藏决策。

	如果问题本身不清楚，正确动作是停下来命名不清楚之处并询问，而不是继续编码。





3.2 需要时提出反对意见


	规则要求模型在有更简单方案、需求存在风险或前提不成立时主动 push back。

	这里的 push back 不是争论，而是把工程 tradeoff 摆到台面上。

	这正对应 Karpathy 批评的“模型不会 surface inconsistencies / tradeoffs”。






四、原则二：Simplicity First，用最少代码解决真实问题


4.1 不做未请求的功能


	规则明确禁止添加用户没有要求的功能、灵活性和配置项。

	单次使用的逻辑不应被提前抽象；不存在的错误场景不需要构造复杂处理。

	判断标准很朴素：如果资深工程师会说这太复杂，就应该简化。





4.2 反对“看起来更完整”的膨胀


	LLM 很容易把“完整”误解为“覆盖所有可能性”。

	仓库强调的完整性是解决当前问题，而不是为未来幻想中的变化提前铺路。

	这使规则文件成为一种反过度工程的约束器。






五、原则三：Surgical Changes，把改动范围压回用户目标


5.1 只碰必须碰的地方


	这条原则要求模型不要改善相邻代码、不要重构没坏的部分、不要改动无关注释和格式。

	如果发现已有死代码，可以指出，但不应在未授权时删除。

	每一行改动都应能追溯到用户请求，这是控制 diff 风险的核心检查。





5.2 只清理自己制造的残留


	当本次修改导致 import、变量或函数变成未使用，模型应该清理这些由自己造成的残留。

	但对修改前已经存在的死代码，不应顺手清理。

	这条边界把“负责任的收尾”和“未授权的重构”区分开来。






六、原则四：Goal-Driven Execution，把命令转成可验证目标


6.1 先定义成功标准


	仓库把“修 bug”“加校验”“重构 X”这类命令，改写成带测试和验证的目标。

	例如先写出能复现问题的测试，再实现修复；或在重构前后都确保测试通过。

	这样做的意义是给 agent 一个可以自主循环的闭环，而不是让它在模糊命令里猜“做到什么程度算好”。





6.2 多步骤任务需要短计划和逐步验证


	对多步骤任务，规则建议列出简短计划，并为每一步绑定验证方式。

	强成功标准会让模型更容易独立推进；弱标准则会制造反复澄清和返工。

	这一点直接呼应 Karpathy 的关键洞察：LLM 很擅长循环直到满足具体目标，但前提是目标足够具体。






七、安装与适配：从 Claude Code 到 Cursor


7.1 Claude Code plugin 是推荐安装方式


	仓库提供 marketplace 安装路径，把规则作为 Claude Code plugin 分发。

	这使规则可以跨项目复用，而不是每个项目手动复制。

	同时也保留了直接下载或追加 CLAUDE.md 的 per-project 方式，适合单项目落地。





7.2 Cursor 通过项目规则承接同一套约束


	仓库还包含 Cursor project rule，使同一组 guidelines 可以在 Cursor 中生效。

	这说明作者关心的不是某一个 IDE，而是“agent coding 行为规则”这种可迁移资产。






八、如何判断规则生效


8.1 结果指标集中在 diff 和返工上


	如果规则有效，用户应看到更少无关 diff、更少因为过度复杂而导致的重写、更早出现的澄清问题，以及更干净的 PR。

	这些指标都是工程过程里的可观察信号，而不是抽象的“模型更聪明”。





8.2 规则的本质是把好工程习惯产品化


	这篇 README 不提供复杂技术，而是把资深工程师的工作纪律变成可复制的 agent rule。

	它的价值在于提醒：AI coding 的瓶颈很多时候不是生成能力，而是边界感、验证意识和改动纪律。






关键概念 / 术语


	CLAUDE.md：Claude Code 的项目规则文件，这里被用作承载 agent coding 行为原则的单文件载体。

	Think Before Coding：先澄清假设、分歧和 tradeoff，再进入实现。

	Simplicity First：用最少必要代码解决当前问题，拒绝未请求的抽象和配置。

	Surgical Changes：只改与用户目标直接相关的代码，避免未授权重构和正交误伤。

	Goal-Driven Execution：把任务改写成带成功标准和验证循环的目标。

	caution over speed：规则整体偏向降低非平凡任务中的高成本错误，而不是追求每一步最快。








4. Supabase 正在成为 vibe coding 的默认后端


作者：海外独角兽

主题：未分组

质量分：★★★☆☆

注意力番茄：🍅

Howie 的阅读理由：了解一下 supabase，agent 基础设施。实话说，一个工具给 agent 用，比一个工具给人用，往往创造更大的价值。
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三级笔记



Supabase：百亿美元估值，vibe coding 的默认后端？



核心观点/主旨

Supabase 的核心机会不是“更好用的 Firebase 替代品”，而是成为 AI coding 和 agentic engineering 时代的默认后端。它站在 Postgres 作为模型心智语言、vibe coding 高速增长、BaaS 平台化、agent-first 产品改造这几个趋势交叉点上；真正的长期问题则是 scalability、enterprise readiness、unit economics 和 distribution moat 是否能持续。



一、为什么要关注 Supabase


1.1 Supabase 同时踩中两条 AI 时代主线


	第一条主线是 Postgres 已经成为 AI agent 的后端心智语言。

	过去 20 年 Postgres 的官方文档、Stack Overflow 答复、GitHub 数据都进入模型预训练语料，使模型在“用什么数据库”这个问题上自然倾向 Postgres。

	Supabase 提供最开箱即用的 Postgres，成为 Lovable、Bolt 等第三方 harness 默认集成，也是 Codex、Claude Code 等 CLI agent 的 top 后端推荐。

	第二条主线是 AI coding 能力提升。文章把 Opus 4.5 之后的 coding agent 视作 AI 从 chat 跨入 agent 时代的关键节点，并认为“coding agent 实现了，AGI 的 90% 就实现了”。





1.2 Supabase 从开发者体验公司转向 agent capability 公司


	2024 年以前，Supabase 的主要价值是把 GoTrue、PostgREST、Phoenix Channels 等开源组件打包成一站式 Postgres 后端，让人类开发者更容易 setup。

	2024 年收购 OrioleDB 后，Supabase 不再只是 wrapper，而开始成为 Postgres 的改造者。

	文章判断，人类开发体验的壁垒在 agent 时代会递减，底层 capability 的壁垒会递增。

	Agent 不在意 dashboard 是否漂亮、setup 是否顺手，但仍然依赖数据库、扩展性、状态管理、成本结构等底层能力。





1.3 BaaS 位于 AI 应用基础设施的中枢


	模型正在吃掉应用和垂类，BaaS 处于吃掉向量搜索、状态持久化、auth 等其他 infra 的位置。

	Supabase 借助 Postgres 的“瑞士军刀属性”和成熟 Auth 产品，有机会成为应用后端、数据层、向量检索和 agent state 的统一平台。

	这让 Supabase 的价值不止是数据库托管，而是把多个原本分散的云服务收敛在一个 schema、一个 auth 上下文和一套 API 里。





1.4 Distribution moat 从平台集成过渡到 agent 推荐


	Supabase 是 Bolt、Figma、Lovable 等平台的默认后端，并成为 Lovable Cloud 等产品的白标服务商。

	更重要的是，Claude Code、Codex、Cursor、Windsurf 等通用 coding agent 倾向于主动推荐 Supabase。

	这种推荐不是单纯商务合作，而来自社区影响力、品牌认知、代码示例密度和训练语料分布。

	Supabase 与 Anthropic 的合作会进一步强化这种 distribution moat。






二、Momentum：用户和收入增长正在加速


2.1 GA 后进入商业化增长期


	Supabase 在 2024 年 4 月宣布 GA，之后用户数和商业化进入快速增长。

	2025 年 10 月宣布融资时，ARR 已突破 7000 万美元。

	文章预计 2026 年 Net New ARR 大幅加速，年底 ARR 达到数亿美元级别。





2.2 用户规模快速扩大


	根据文章引用的 Coatue 2026 年 3 月数据，Supabase 累计用户数在过去 16 个月增长 7 倍，已超过 700 万。

	这个增长来自两类来源：传统开发者/初创公司使用 Supabase 搭建后端，以及 vibe coding 平台和 coding agent 带来的新型项目创建需求。






三、Supabase 的产品路线


3.1 Overview：一个项目就是一个完整后端


	每个 Supabase 项目都相当于一个独占 Postgres 数据库。

	同项目默认开好 Auth、Storage、Realtime、Edge Functions、Vector 等能力。

	系统自动生成 REST API 和 GraphQL API，schema 改动后 API 可以立刻跟上。

	在 AWS 上通常需要拼 5-7 个服务才能实现的功能，在 Supabase 中被放进一个 schema 和一套 auth 上下文。





3.2 五层产品结构


	第一层是 Postgres 本身：托管 Postgres、RLS、40+ 扩展、daily backup、PITR、read replicas。

	第二层是 BaaS 组件：Auth、Storage、Realtime、Edge Functions、Vector，以及自动生成的 REST/GraphQL API。

	第三层是开发者 workflow：Studio Dashboard、CLI、Declarative Schemas、Branching、MCP Server、agent-skills、Management API、Terraform Provider、Logs & Analytics。

	第四层是企业安全和合规：Supabase ETL、Analytics Buckets、S3 Tables、Private Link、SOC 2、HIPAA、ISO 27001、Foreign Data Wrappers、Read Replicas、Dedicated Poolers。

	第五层是前沿 bet：面向 agent-first、scalability、enterprise readiness 的新产品和底层改造。





3.3 Agent-First Bets：为 agent 而不是只为人类优化


	Coding agent 已经成为新项目后端选型的重要决策者。

	与人类相比，agent 代码产出量更高，项目更 disposable，并且受 context retention 限制，难以同时协调 3-4 个以上外部服务 API。

	因此默认后端要满足三点：agent 能很好地生成针对它的代码；探索阶段不产生云成本；从原型到付费交付能在同一供应商内闭环。

	Supabase 的三层布局是：supabase/agent-skills 和 MCP server、PGlite 轻量沙盒、BKND 与 Supabase Lite。

	PGlite 让 agent 可以 local-first 快速原型迭代，不消耗云资源。

	BKND 和 Supabase Lite 则试图把域名、环境变量、auth 配置等编排产品化，形成 agent 可直接调用的“最小可发布 Supabase 项目”。





3.4 Scalability Bets：突破单机 Postgres 的上限


	Postgres 天然是单机数据库，在商业级生产负载下会遇到写入吞吐、存储规模和 VACUUM 维护成本问题。

	文章给出的商业拐点大约是客户达到 20-50 万美元 ARR、5000+ 月活用户或 5-50 TB 数据量后开始评估迁移。

	Supabase 针对 scalability 的两个核心布局是 OrioleDB 和 Multigres。

	OrioleDB 通过替代存储引擎解决 VACUUM 维护开销和 MVCC 表膨胀问题。

	Multigres 借鉴 Vitess 的分片模型，把水平扩展能力移植到 Postgres 生态。

	这两个布局既关系到企业级 workload，也关系到大量 disposable agent 项目的成本控制。





3.5 Enterprise-Readiness：补齐企业采购门槛


	企业 IT 采购拒绝 Supabase 的理由集中在四类：OLAP 数据打通有限、网络隔离不足、合规证明缺失、enterprise sales 与迁移服务不足。

	Supabase 从 2025H1 到 2026Q1 在这些方向都有补强。

	OLAP 方向包括 Supabase ETL、Analytics Buckets、Iceberg Foreign Data Wrapper、AWS S3 Tables 合作。

	网络隔离方向是 PrivateLink 通过 AWS VPC Lattice GA。

	合规方向包括 SOC 2 Type 2、HIPAA with BAA、ISO 27001 stage 2。

	Sales 方向则启动 Strategic CSA 团队招聘，覆盖 Oracle 与 SQL Server 客户迁移服务。

	仍然存在的 gap 包括 SCIM、Managed BYOC、PCI DSS、FedRAMP；文章判断其 enterprise-ready 程度约为 75%。






四、增长 Driver


4.1 Scale with startup


	Supabase 的获客漏斗顶端是初创公司和个人开发者。

	计费模型由 database size、compute hours、active users、egress 等使用量驱动。

	一旦客户进入 Supabase 生态，Supabase 的营收贡献会随客户自身规模扩张线性甚至超线性增长。

	客户从零 ARR 起步，24-36 个月内如果产品 PMF 成立，单客户对 Supabase 的 ARR 贡献可能从零提升至数千到 50 万美元级别。

	目前 65% 的 YC 公司是 Supabase 客户，这构成“陪 startup 长大”的增长逻辑。





4.2 Vibe coding


	Vibe coding 的增长驱动分为平台侧和非平台侧。

	平台侧是 Lovable、v0、Bolt、Figma Make 等把 Supabase 作为默认 backend，按 provisioning 的 database 分成或反向采购 API quota。

	非平台侧是通用 coding agent 改变开发者选择后端的路径。

	后端选型路径从 Hacker News/技术博客、GitHub stars/Twitter、developer conferences/swag，演化到 coding agent 自动推荐。

	Supabase 因此以接近零获客成本获得大量流量。






五、关键挑战与风险


5.1 竞争：三类对手


	第一类是 Postgres 生态内的云厂商和 Neon 等竞品，它们提供更纯粹的 Postgres 数据库。

	第二类是 Convex 等架构差异化 BaaS。

	第三类是 Insforge、db9 等 agent-first 竞争者，以及 AI 自主性继续提升带来的不确定性。





5.2 云厂商原生 Postgres


	AWS Aurora DSQL、Google AlloyDB 等云厂商具备强工程能力，可在吞吐、延迟、可用区容错等 benchmark 上超过 Supabase。

	已有 AWS commit 预算且仅需纯数据库能力的企业客户，默认会选 Aurora 或 AlloyDB。

	Supabase 的优势主要在需要开箱即用应用后端的场景。





5.3 Serverless Postgres：Neon


	Neon 专注存算分离、即时分支等方向，适合海量、短寿命的小数据库 workload。

	Databricks 于 2025 年收购 Neon。

	但在 Neon 之上构建完整应用，需要客户自行拼接 Auth、Storage、Functions、Realtime，这削弱了它在完整 BaaS 场景中的便利性。





5.4 Convex 与非 Postgres 路线


	Convex 更适合 reactive 应用，是 vibe coder 社区中心智最强的 Supabase alternative。

	对于某些应用形态，架构差异化可能比 Postgres 兼容更重要。





5.5 AI 快速发展的不确定性


	如果 agent 的自主性提升到不再依赖训练语料中的语法习惯、品牌传播和代码示例密度，Supabase 当前的 distribution moat 会被削弱。

	换句话说，今天 agent 选择 Supabase 是因为“它知道 Supabase”，未来 agent 可能更能独立评估和改造后端方案。





5.6 Unit Economics


	免费层产品有大量沉睡数据库，需要预留云资源，会限制毛利和 UE 上限。

	Auto-pause 有帮助，但更用户友好的方案依赖 Multigres、Supabase Lite 等产品进展。

	Supabase 要证明的不只是增长，还有每个项目、每个 agent workload 的 marginal cost 是否可控。





5.7 TAM 与企业市场


	当前 Supabase 有大型企业 logo，但许多仍停留在内部创新实验室、轻量移动应用、原型和 MVP 场景。

	如果只看应用开发者和 AI 应用中的 BaaS 渗透，文章估算市场规模约为 78 亿美元级别。

	这个 TAM 与 Oracle、Snowflake、Databricks 等主攻 enterprise 的数据平台相比仍小 2-3 个数量级。

	因此 Supabase 的 TAM expansion 取决于 enterprise 品牌接受度、scalability 拓展和 GTM 能力。






六、团队与组织能力


6.1 Paul Copplestone：开源战略与资本配置


	Paul Copplestone 是 Supabase CEO、联合创始人，背景横跨 contracting、对冲基金平台开发、Accenture 项目管理、ServisHero CTO、Nimbus 创业、Entrepreneur First 和 YC。

	他的运营哲学包括开源作为“不对称优势”、no-meetings 工程文化、全球远程团队、主动招聘前 founder。

	文章强调他区分“playing startup vs. strategy”，并倾向“收购已经做成过该事情的人，而非训练他人从头做”。





6.2 Ant Wilson：Postgres-native 架构与工程文化


	Ant Wilson 是 CTO、联合创始人，负责工程文化、Postgres-native 架构、分布式系统、存储与 HA 设计。

	Paul 与 Ant 的分工在 YC 产品、开源项目、云 SaaS 三次平台级转型中保持稳定。






七、四笔收购如何服务 Supabase 的根本问题


7.1 根本问题：每个项目一个 managed Postgres 实例


	Supabase 的成本结构问题是每个用户项目对应一个独立 managed Postgres 实例。

	Free tier 用户占据大量实例但不付费，Pro 用户每月 25 美元，但 Supabase 要支付 compute 和 storage 成本。

	四次收购都从不同角度解决这个基础设施成本和能力边界问题。





7.2 OrioleDB：用更少资源做更多事


	OrioleDB 是 PostgreSQL 的替代存储引擎，解决 Heap 存储引擎中的 table bloat、VACUUM 依赖、buffer pool 瓶颈。

	它通过 Undo Log、Index-organized tables、消除 buffer mapping、Copy-on-write checkpoints、Row-level WAL、内置压缩来提升性能和降低存储。

	对 Supabase 的意义是改善 gross margin、降低 VACUUM 运维复杂度、为 agent 高频 state 更新场景提供可行方案，并创造只有 Supabase 能提供的定价权。





7.3 Multigres：突破单机限制


	Multigres 是 Vitess 的 Postgres 改编版，通过 MultiGateway、MultiPooler、MultiOrch、TableGroup、在线 migration 和 consensus 协议，让多个 Postgres 实例在应用看来像一个数据库。

	它可以解锁 enterprise-scale workload，改善多租户效率，为 agent write-heavy workload 扫清障碍，并创造 Postgres-native 分布式能力的稀缺定价权。





7.4 Hydra / pg_duckdb：让 Postgres 做分析


	Hydra 团队联合开发 pg_duckdb，让 DuckDB 在 Postgres 内部运行，用列式引擎处理分析查询。

	Supabase 同时推出 Analytics Buckets，提供 Postgres 接口下的列式存储。

	这打开 upsell 通道，减少数据出逃，降低分析查询资源消耗，并为 AI/RAG 场景构建从 OLTP 到 OLAP 再到向量检索的完整数据栈。





7.5 BKND：服务 agent 作为新型用户


	BKND 是轻量级通用后端系统，支持 MCP server、agent state 管理和多种数据库/存储后端。

	传统 Supabase 对 agent 来说太重，一个 managed Postgres 实例、Dashboard、PostgREST、Realtime 和全部 feature 的 overhead 不适合简单 state 存储场景。

	BKND Lite 让 Supabase 可以服务 agent 作为用户，并为 scale-to-zero 铺路，以更低 marginal cost 服务大量间歇性 agent workload。






关键概念/术语


	Vibe coding：由 AI coding 工具驱动的应用开发方式，也是 Supabase 当前增长和分发的核心场景。

	Agentic engineering：agent 成为工程流程中的主要执行者和后端选型者，推动后端产品从“给人用”转向“给 agent 用”。

	Postgres wrapper：Supabase 早期角色，把 Postgres 与 Auth、Storage、Realtime、API 等能力包装成易用平台。

	Distribution moat：由平台默认集成、社区影响力、品牌认知、代码示例密度和 agent 推荐共同构成的分发壁垒。

	Agent-first bets：Supabase 面向 agent workload 的产品押注，包括 agent-skills、MCP server、PGlite、BKND、Supabase Lite。

	Scalability bets：OrioleDB 和 Multigres 代表的底层扩展性押注，用于突破单机 Postgres 和免费层成本限制。

	Enterprise-readiness：Supabase 是否能满足企业在 OLAP、网络隔离、合规、销售与迁移服务上的采购要求。

	Graduation effect：客户增长到一定规模后因性能、容灾或治理需求迁移出 Supabase 的风险。

	Unit economics：每个数据库、项目和 agent workload 的收入与云成本关系，是 Supabase 免费层和 agent 时代商业模型的关键约束。







5. 过去半年 LLM 的关键进展可以浓缩成 coding agents 与小模型


作者：simonwillison.net

主题：未分组

质量分：★★★★★

注意力番茄：🍅

Howie 的阅读理由：来自 simon willison 的 LLM 半年综述。

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点

Simon Willison 把过去六个月的 LLM 进展压缩成两条主线：第一，coding agents 在 2025 年 11 月前后跨过可日常使用的质量门槛；第二，本地可运行的小模型和开源权重模型开始显著超出预期。模型榜首频繁易主很热闹，但真正改变开发者体感的，是 agent harness、可验证奖励训练和本地模型能力共同把 LLM 从演示工具推向日常生产工具。



一、11 月是过去半年的分水岭


1.1 “最佳模型”快速轮换


	文章从 2025 年 11 月的拐点讲起，因为这个时间窗口覆盖了 LLM 领域最密集的一轮能力跃迁。

	所谓“最佳模型”在 Anthropic、OpenAI 和 Google 之间快速更替，作者用自己长期使用的视觉生成测试来展示各模型之间的能力差异。

	这种榜首轮换说明 frontier model 的竞争仍在高速推进，但它不是作者认为最重要的变化。





1.2 真正的新闻是 coding agents 变好


	作者判断，11 月真正重要的变化不是某个模型短暂领先，而是 coding agents 终于跨过了质量门槛。

	OpenAI 和 Anthropic 在 2025 年大部分时间里都围绕可验证奖励做强化学习，重点提升模型写代码的质量。

	当这些模型与 Codex、Claude Code 这类 agent harness 配合时，效果从“经常能用”变成“大多能用”。

	这个变化意味着开发者可以把 coding agents 当成 daily-driver，而不是把大部分时间花在修补它们的低级错误上。






二、12 月到 1 月：开发者开始用新工具试探边界


2.1 假期里的实验热潮


	12 月到 1 月，很多开发者利用假期集中试用新模型和 coding agents。

	作者用“LLM psychosis”描述当时的一种兴奋状态：突然能启动许多原本成本太高的项目，于是人很容易高估自己该同时推进多少东西。

	这不是对 LLM 的否定，而是说明工具能力快速提升后，人类会先经历一轮边界探索。





2.2 micro-javascript 是能力与浪费并存的例子


	作者举了自己 vibe-coded 的 micro-javascript 项目：用 Python 实现一个 JavaScript 解释器，并在浏览器里的 Pyodide/WebAssembly 环境中运行。

	这个项目展示了 coding agents 帮人快速搭出复杂系统的能力，也暴露了这种能力可能诱导人做出“技术上很酷、实际需求很弱”的项目。

	因此，coding agents 的成熟不仅带来生产力，也要求开发者重新学习项目选择和边界控制。






三、OpenClaw 把 personal AI assistant 推到台前


3.1 从 Warelay 到 OpenClaw


	文章用 Warelay/OpenClaw 的演变展示另一个趋势：personal AI assistant 项目可以在很短时间内获得巨大关注。

	一个 2025 年 11 月底刚有初始提交的项目，到 2026 年 2 月已经以 OpenClaw 的名字出圈。

	它代表的不是单个项目，而是一类围绕个人设备、本地运行和持续代理能力展开的新产品形态。





3.2 Claws 作为新的通用称呼


	作者提到 OpenClaw、NanoClaw、ZeroClaw 等项目让 “Claws” 成为 personal AI assistant 的泛称。

	Mac Mini 被当作运行 Claw 的理想载体，说明这类工具不再只依赖云端聊天界面，而开始和本地硬件、持续后台任务、个人工作流绑定。

	作者用科幻式隐喻提醒读者：personal AI assistant 很有吸引力，但安全边界和控制机制同样关键。






四、2 月到 4 月：本地小模型显著超预期


4.1 Gemini 3.1 Pro 延续 frontier model 进步


	2 月的 Gemini 3.1 Pro 在作者的视觉生成测试中表现明显提升。

	这说明 frontier model 的多模态、视觉和创意生成能力仍在进步，模型厂商之间的竞争没有放缓。

	但这仍然只是半条主线；另一条更有长期含义的是小模型和开放权重模型的能力提升。





4.2 Gemma、GLM、Qwen 展示开放权重模型的两种路线


	Google 的 Gemma 4 被作者评价为美国公司发布过的最强开放权重模型之一。

	GLM-5.1 展示了超大开放权重模型的路线：能力很强，但 1.5TB 的体积意味着运行门槛极高。

	Qwen3.6-35B-A3B 展示了更贴近日常开发者的路线：二十多 GB 的模型可以在笔记本上运行，并在某些任务上达到令人意外的表现。





4.3 旧 benchmark 被能力进步反向淘汰


	作者长期用同一个奇特图像生成测试观察模型差异，但到 2026 年 4 月，这个测试已经接近失效。

	当小模型也能在这类任务上超过部分 frontier model 的旧表现时，说明 benchmark 本身需要升级。

	这也是文章的一个隐含判断：LLM 进展不能只看榜单，还要看开发者熟悉的测试是否仍有区分度。






五、过去六个月的两条主线


5.1 coding agents 成为真实工作工具


	第一条主线是 coding agents really got good。

	它的关键不只是底层模型变强，而是模型、强化学习、agent harness、代码执行反馈和开发者工作流组合在一起。

	这条线改变的是软件开发的日常体验：LLM 从辅助问答变成可以持续参与任务推进的工作伙伴。





5.2 本地模型开始重新定义“够用”


	第二条主线是 laptop-available models wildly outperform expectations。

	本地模型仍弱于最强 frontier model，但它们在成本、隐私、延迟、可控性和可部署性上有独特价值。

	当可在个人电脑上运行的模型开始完成过去需要云端大模型才能做的任务时，AI 能力的分发方式会发生变化。






关键概念 / 术语


	November 2025 inflection point：作者用来标记过去半年 LLM 变化的关键时间点，尤其对应 coding agents 的质量跃迁。

	coding agents：与 Codex、Claude Code 等 harness 配合，能在代码任务中持续执行、修改、验证的 LLM 工具形态。

	Reinforcement Learning from Verifiable Rewards：用可自动验证的结果反馈训练模型，尤其适合提升代码任务质量。

	daily-driver：从偶尔能用到可以日常依赖的临界点，是作者衡量 coding agents 成熟度的核心标准。

	LLM psychosis：作者用来自嘲的说法，指模型能力突然变强后，人容易启动过多不必要项目的兴奋状态。

	Claws：personal AI assistant 类项目的泛称，代表个人设备上的持续代理工具。

	open weight models：权重开放、可本地或自有硬件运行的模型，是小模型超预期表现的核心载体。

	laptop-available models：能在个人电脑上运行的模型，代表 AI 能力从云端向个人设备扩散。







7. 豆包从增长入口转向质量和商业化


作者：高洪浩

主题：未分组

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：先有今日头条，再有抖音，然后有豆包……。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



制造豆包：一个 AI 超级入口的形成与转向



核心观点

豆包证明了字节仍然能用顺应人性、依赖数据、极速迭代的方法做出消费级超级产品，但 AI 产品不是传统互联网产品。用户规模越大，成本越高；DAU 越大，不一定越能改进模型；当产品进入学习、办公、搜索和商业化场景后，真正的挑战从增长转向质量、成本和收入。



一、豆包先用字节式增长方法做成了中国最大的 AI 应用


1.1 豆包的规模来自产品和组织，而不是模型绝对领先


	豆包是中国唯一一个日活过亿的 AI 产品，不到两年半 DAU 破亿，超过国内其他 AI 助手产品总和。

	它并非诞生于大模型能力绝对领先的公司，而是延续了字节在今日头条、抖音、TikTok 上反复验证的方法论：顺应人性、依赖数据、极速迭代。

	豆包投流相对克制。过去两年花费约 17 亿元，低于腾讯元宝和阿里千问，但仍取得体量领先。

	这说明豆包的核心优势不是“最强模型”，而是把 AI 能力包装成大众愿意反复打开的消费级产品。





1.2 早期产品定位是“像亲密朋友的 AI 助手”


	豆包没有照搬 ChatGPT 的工具型路径，而是选择更拟人、更亲近用户的路线。

	负责人朱骏把“拟人化”定义为产品设计原则，认为大模型带来新能力和新交互，让产品拥有类似人的温度。

	“豆包”这个名字亲密、好读、好记，像用户对朋友的日常昵称；图标、默认声线和对话体验也围绕“离用户近”展开。

	语音团队大量寻找素人音色，最终选中“桃子”声线，目标不是播音员式标准，而是自然、有情绪、有陪伴感。





1.3 豆包把 AI 助手当作新一代入口来做


	项目启动时，字节内部认为大模型有机会催生比推荐、搜索更高效的新系统，尤其可能在 12 到 18 个月内重塑搜索类产品。

	老板们早期反复传递两个信号：豆包是 AI 方向最重要的战略业务；豆包不用考虑挣钱。

	这种判断让团队可以把目标集中在 DAU、留存和产品探索上，而不是短期收入。






二、豆包试图“复刻抖音”，但多 bot 路线很快失败


2.1 多 bot 的设想是把智能体做成内容平台


	豆包早期构想是“多 bot”：用户既有一个主智能体，也能与不同功能、风格、声音、形象和记忆的智能体互动。

	这套逻辑类似抖音：找到有潜力的内容形态，吸引创作者生产，平台用推荐分发，再吸引更多用户和创作者。

	豆包曾鼓励用户创建智能体，并用扣子作为智能体制作工具，类似剪映服务短视频创作者。

	朱骏曾提到豆包已经拥有 800 万个智能体，团队甚至设想过“小宁宇宙”这样的 Bot 宇宙。





2.2 多 bot 失败暴露了 AI 助手与内容平台的差异


	团队发现除主智能体“豆包”外，其他智能体活跃度不高。

	实验中下架豆包以外的全部智能体后，用户活跃和留存几乎没有受到影响。

	内容平台需要不断制造新的消费场景，把用户带向更多内容；AI 助手的主入口本身已经覆盖大多数需求。

	角色扮演、特定人设陪伴、垂直任务等场景偏小众，无法自然复制短视频平台的供给飞轮。






三、模型能力不足时，豆包靠工程方法把体验补上来


3.1 教育场景把模型能力问题推到前台


	河马爱学并入豆包后，教育成为新的突破口，因为教育是高频刚需，也天然适合大模型。

	拍照搜题很快获得使用：每 10 位豆包用户中，至少 1 位会点击“拍照搜题”标签。

	但进入学习、办公等效率场景后，模型能力成为关键；闲聊只要陪伴和回应，学习办公则要求准确、可靠和可执行。

	口算竖式、读图题、多模态理解等问题暴露了底层模型短板。





3.2 “脚手架”是豆包把模型变聪明的核心工程方法


	当模型能力不够，产品侧能做的是用后训练数据优化，但这受预训练“底子”限制。

	豆包团队于是用检索、规则、工具调用、流程设计给模型搭脚手架，帮助它完成复杂任务。

	模型生成不了美观口算竖式，就写标准格式代码供调用；模型不会读图，就用题库、检索和匹配补位。

	对搜索、JSON 输出、可信来源判断等问题，团队也用标注、黑名单、示例和修复代码一层层补齐。





3.3 评测集和“脏活”形成体验差异


	豆包把用户高频需求自动纳入模型评测集，作为重点优化对象。

	这套评测集覆盖知识问答、办公、健康等场景，由数千人规模的数据标注和评测团队持续清洗、整理和校验。

	视频通话延迟、语音音色、生图张数等微小功能点，都会累积成用户体验差异。

	豆包员工总结：“愿意做脏活，才能把体验做得足够好。”






四、DeepSeek 冲击后，豆包重新确认了“功能与体验”的价值


4.1 DeepSeek R1 让豆包陷入自我怀疑


	DeepSeek R1 以接近国际顶尖模型的效果和低成本，给普通用户带来“AI 会推理”的直观冲击。

	春节期间，DeepSeek 在没有多模态、不做营销、服务器不稳定的情况下登顶应用商店，DAU 两周内超过豆包。

	豆包紧急跟进推理能力，先训练或微调更小模型以快速追赶，但效果不达预期。

	豆包随后加大投放，DAU 又反超 DeepSeek，但 DeepSeek 用户日均使用时长仍更长。





4.2 豆包的答案是“每个功能都是用户来的理由”


	员工一度怀疑：豆包做了这么多精致功能，却被简单的 DeepSeek 超过，这些功能还有什么意义。

	一位豆包人士给出的回答是：“每一个功能都是用户来的理由，而每一个功能的打磨和更好的体验，是用户留下来的理由。”

	这句话解释了豆包的产品观：模型能力是底座，但用户感知到的是功能、场景和体验。






五、豆包的出圈来自用户演化，而不是团队规划


5.1 多模态玩法把豆包拉回日常生活


	豆包长期投入多模态和实时语音通话，情绪和方言是重点打磨方向。

	用户真正带火的玩法却超出团队预期：直播里让豆包“改名叫邓超”、P 图合照、换背景、视频通话教穿搭。

	豆包视频通话教穿搭火起来，甚至是因为它搭得丑；错误反而变成娱乐性。

	半年时间里，豆包把用户对 AI 的想象从“深刻对话”拉回日常。





5.2 用户把自己当导演，把豆包当演员


	用户不在意模型边界，而是发现功能好玩就拍成短视频，引发更多人效仿。

	员工越了解大模型能力，越容易被边界限制；用户反而能用非常规方式发现新玩法。

	豆包开始加速“打矩阵”，每个场景、玩法和功能都试，因为不知道未来哪个场景会爆发。

	高频热门功能会被自动采集到模型评测集里继续优化。





5.3 豆包的产品成功是“演化”出来的


	员工总结“好的产品是演化出来的”，其中最重要的规则是用户选择。

	这正是 Musical.ly 的经验：全屏短视频、对嘴唱、合拍等关键演化，都源于观察用户创新玩法，再测试和完善。

	豆包不是一次性设计出的 AI 超级入口，而是在大量用户行为和功能试验中被选择出来。






六、豆包是字节体系自然外溢的结果


6.1 字节的成熟产品体系降低了豆包从零开始的成本


	字节在今日头条、抖音、西瓜视频、TikTok、番茄小说、汽水音乐等产品中训练出大量人才和新产品孵化机制。

	豆包早期就是成熟团队，基础架构、服务链路、加载速度、启动稳定性等都有可复制方案。

	首次加载速度、页面稳定性、启动速度等关键指标很早达到“三个 9”的工程标准。

	这些基础体验不显眼，但直接影响留存。





6.2 字节把复杂模型隐藏在简单产品体验背后


	豆包的小功能点会参考 A/B 测试，比如预设问题数量、通话图标位置、默认声线风格。

	豆包回答偏短、偏直给，也是反复测试后的结果：短回答采纳率和复用率更高，也能降低“多答多错”的风险。

	产品延续“隐藏产品复杂性”的原则，不把复杂模型代号透传给用户。

	用户不需要理解模型，只需要直接使用功能。





6.3 字节的资源优势让豆包能持续试错


	字节在推荐系统和火山方舟上积累了算力和调度能力，能在流量高峰中为实时产品腾出资源。

	豆包核心团队来自字节成熟业务，产品、策略、PC、增长等负责人都有成熟业务经验。

	大公司拥有更多资源和近乎无限的试错空间，可以持续投入人、钱和流量，也可以等别人蹚路后快速切入。

	豆包把这种优势发挥到了极致。






七、拐点：从 DAU 增长转向质量、成本和商业化


7.1 付费传闻引发“笨还收费”的质疑


	五一假期，豆包即将开启付费订阅的消息传出后冲上热搜。

	用户质疑它“笨还收费”：回答不够准确，复杂任务做不好，处理长文档、PPT、数据分析时尤其吃力。

	豆包内部紧急开会，员工加班处理让豆包显笨的 bad case。

	一旦开始追求回答质量、追求“聪明”，DAU 必然受影响。





7.2 AI 产品不具备传统互联网的规模效应


	抖音等互联网产品中，用户越多，数据越多，推荐越好，收入也能反哺投放和增长。

	豆包没显出“越多人用越好用”的互联网产品特性。

	很多非 AI 核心用户只是点击预设问题或简单聊天，团队难以判断功能潜力和用户满意度。

	AI 产品边际成本高，用户每多使用一次，字节就多花一笔算力费用。





7.3 豆包必须在成本和效果之间做权衡


	搜索功能显示了这种权衡：读摘要还是真文，是否识别配图，是否追加搜索，每一步都会影响质量和算力成本。

	2025 年下半年，字节高层取消搜索算力限制，优先追求回答效果。

	搜索是 AI 应用显得聪明的关键能力，但不是每项功能都值得不计成本投入算力。

	豆包来到行业第一后，开始面对没有现成经验可学的新难题：如何挣钱。





7.4 商业化和出海成为重点，但路径并不清晰


	豆包已经接入抖音电商，用户表达明确购买需求时可以推荐商品并在 App 内完成下单支付。

	但豆包电商仍相对克制，不在潜在需求场景中主动推商品。

	海外产品可以靠订阅、电商佣金和广告探索收入，但中国用户的软件付费习惯、电商格局和教育结构都不同。

	包括豆包在内的中国 AI 产品都还没有明确商业化路径。






八、AI 超级入口信念正在被重新检验


8.1 聊天机器人未必会成为一切入口


	一年前行业普遍相信，AI 会首先以聊天机器人进入大众市场，并成为消费者和企业使用 AI 的超级入口。

	但抖音单用户日均使用时长曾从 30 分钟涨到 120 分钟，豆包仍稳定在 10 分钟以内。

	这说明聊天机器人还不足以对传统互联网产品造成根本威胁。





8.2 新机会可能更加分散和复杂


	OpenAI 仍然重要，但 Anthropic 通过 Claude Code 和 Claude Cowork 在编程和智能体上的突破，开始威胁它的地位。

	今年 AI 领域最大的智能跃升来自 Agentic Coding，而非单纯的 ChatGPT 聊天入口。

	这意味着未来 AI 世界的机会会更加分散，不一定集中在一个通用聊天助手中。





8.3 豆包需要重新证明自身价值


	豆包已经证明自己能做增长，能做大众入口，能把 AI 变成日常产品。

	但下一阶段，它要证明的不再是 DAU，而是质量、商业化、成本控制和长期价值。

	豆包的关键拐点是：从字节最熟悉的增长游戏，进入 AI 行业还没有答案的商业化游戏。






关键概念 / 术语


	AI 超级入口：豆包早期承载的行业想象，即聊天机器人可能成为用户使用 AI 和信息服务的新入口。

	拟人化：豆包的核心产品设计原则，用名字、形象、声音和对话方式让用户感觉它像一个亲密朋友。

	多 bot / Bot 宇宙：豆包早期试图把智能体做成类似抖音的创作者平台，但最终因主智能体覆盖大多数需求而失败。

	脚手架：在模型能力不足时，用检索、规则、工具调用和流程设计补足能力缺口。

	评测集：豆包把用户高频需求和代表性问题沉淀成模型考卷，持续优化产品表现。

	演化出来的产品：豆包从用户自发玩法中发现机会，再把热门场景纳入产品和模型优化。

	规模效应失效：AI 产品用户越多成本越高，且数据反馈不一定让模型自然变好。

	商业化拐点：豆包从“先做大 DAU”进入“为质量、成本和收入负责”的阶段。







8. AI 芯片竞争回到 token 速度和单位成本


作者：ASI启示录

主题：未分组

质量分：★★★★★

注意力番茄：🍅
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三级笔记



核心观点

这篇文章把 Cerebras 的晶圆级芯片放进推理经济学里看：AI 竞争正在从“模型更聪明”转向“token 出得更快、单位成本更低”。Cerebras 在小模型和短上下文推理上拥有极高 token 速度，但它的 SRAM 容量、跨晶圆通信和上下文长度限制，决定了它更像 OpenAI 推理栈里的专用加速器，而不是能全面替代 GPU 的通用方案。



一、需求侧变化：开发者开始用速度重新给智能定价


1.1 快 token 正在压过聪明 token


	文章从 SemiAnalysis 的使用案例切入：其 AI 工具订阅费中，大部分花在 Anthropic Opus fast 模式上。

	fast 模式比标准模式贵很多，但 token 输出速度更快，说明高频工程场景愿意为低延迟付溢价。

	当更新后的模型更聪明但没有 fast 模式时，工程师宁可继续使用“更笨但更快”的模型。

	这说明智能不是唯一指标。交互式 coding、agent 执行和长任务调试里，等待 token 的时间本身就是成本。





1.2 Cerebras 的故事被放进这个需求转向里


	Cerebras 的吸引力不只是“芯片很大”，而是它把 120B 级模型推到了极高的 token 输出速度。

	文章提到 GPT-5.3-Codex-Spark 是从完整版 Codex 模型蒸馏出的小模型，参数量约为原版十分之一。

	在这个叙事里，小模型牺牲部分智能，换取极高吞吐，正好匹配“快 token”需求。

	Cerebras CFO 关于更大模型和 OpenAI 内部模型的表态，让市场把 Cerebras 从“小模型快跑”想象成更广泛的推理平台。






二、供给侧机制：WSE-3 为什么能跑得快


2.1 晶圆级芯片的核心差异是不切硅片


	传统半导体把晶圆切成多颗芯片，再封装成各自独立的计算单元。

	Cerebras 反过来做：整块晶圆就是一颗芯片。

	WSE-3 面积约 46,225 平方毫米，集成大量晶体管、计算核心和片上 SRAM。

	这种设计用极大的片上互连和片上内存，换取单用户、低延迟推理时的吞吐优势。





2.2 SRAM 带宽是 token 速度的关键


	GPU 主要依赖 HBM，容量大，但相对片上 SRAM 仍慢。

	WSE-3 的 SRAM 容量只有 44GB，但带宽高达 PB/s 级别。

	推理解码阶段，模型每生成一个 token 都要反复读取权重；带宽越高，token 生成越快。

	因此在单用户生成 token 的场景下，WSE-3 更容易把计算核心喂饱，而 GPU 会受内存带宽约束。





2.3 “公交车 vs F1”解释了两类硬件的产品定位


	GPU 像公交车：一次服务很多请求，总吞吐强，但单个用户感受到的速度未必极致。

	WSE-3 像 F1：一次更适合服务少量高优先级请求，把单用户输出速度拉满。

	这不是谁绝对替代谁，而是两种成本函数：GPU 追求规模化并发，Cerebras 追求交互式速度。

	如果用户愿意为速度付更高价格，WSE-3 就有商业空间。






三、结构性限制：快的前提是模型和上下文不能太大


3.1 SRAM 容量是 WSE-3 的第一道边界


	WSE-3 的 44GB SRAM 对小模型足够，但对万亿参数级模型远远不够。

	大模型即使经过激进量化，权重也可能需要数百 GB。

	一旦模型装不进单块晶圆，就必须跨多块晶圆切分。

	模型越大，Cerebras 从片上 SRAM 得到的速度红利越容易被跨芯片通信吃掉。





3.2 跨晶圆通信是第二道边界


	WSE-3 的对外带宽远低于英伟达 NVLink 等 GPU 互连方案。

	晶圆级设计决定了高速通信端口不能像普通芯片那样自由增加；大量 die 处在中间，无法直接接外部接口。

	SerDes 这类模拟电路面积大、干扰强，在晶圆内部到处铺设会浪费硅面积并影响数字逻辑。

	文章用“岛屿”比喻 Cerebras：岛内高速公路很强，通向外界的桥却很窄。





3.3 分层流水线会把延迟重新带回来


	为了跑大模型，Cerebras 只能把模型按层切开，多块晶圆分别负责不同层。

	这种做法减少了传输完整权重的需求，但每层之间仍要传中间结果。

	流水线越长，固定延迟越多；对于 token-by-token 的解码，这些延迟会不断叠加。

	因此 CFO 关于万亿参数模型的说法，更像路线图或内部验证故事，公开云上能稳定交付的能力仍有限。






四、产品现实：Cerebras 强在极速推理，但不是通吃


4.1 公开云的优势集中在 120B 以下


	文章认为，在 120B 以下模型区间，Cerebras 的速度成绩很有说服力。

	Artificial Analysis、Cognition Devin、Notion、LiveKit、GSK 等案例被用来说明，市场确实存在对极速推理的需求。

	快速模式下的 token 输出速度，直接服务 agent、coding、实时交互等场景。

	这些场景的价值不只在“算得出来”，而在“用户不用等”。





4.2 上下文长度会成为 agent 时代的新瓶颈


	文章指出 Cerebras 公开云的最大上下文约为 128K。

	SemiAnalysis 从 coding 工具中采集的真实请求里，大量请求已经超过这个长度。

	Agent 任务越复杂，上下文越长，越需要记忆、代码库、日志和历史交互一起进入模型。

	如果上下文继续膨胀，单纯的 token 输出速度不足以覆盖长上下文能力短板。





4.3 选择少、模型小、上下文短，是今天 Cerebras 的真实边界


	Cerebras 的公开模型选择并不丰富，最大生产模型仍集中在 GPT-OSS 级别。

	一些更大开源模型没有持续出现在 Cerebras Cloud 上。

	这说明它目前最强的不是“任意大模型都快”，而是“特定规模模型非常快”。

	对用户来说，Cerebras 是一个速度选项，不是完整模型平台的全部答案。






五、竞争格局：OpenAI 用专用硬件重组推理栈


5.1 Cerebras 被绑定进 OpenAI 的基础设施战略


	文章提到 OpenAI 与 Cerebras 的合同、股权、贷款和订单安排。

	排他条款意味着 Cerebras 的高速推理能力可能不会平等提供给 OpenAI 的主要竞争者。

	这让硬件不再只是云服务供应链，而成为模型公司竞争的一部分。

	对 Anthropic 这类竞争者来说，问题变成：自己的极速推理方案在哪里？





5.2 推理战争不再由单一硬件承担


	文章把 OpenAI 的计划概括为分工式硬件栈：Trainium 处理输入理解，Cerebras 生成输出 token，GPU 负责训练和长上下文。

	这种组合不是追求一块芯片解决所有问题，而是让不同硬件负责各自最擅长的环节。

	训练只做一次，推理每天发生数十亿次，因此推理的单位成本和延迟会越来越重要。

	AI 基础设施竞争的核心，从单纯堆 GPU，转向对工作负载进行精细拆分。






六、这篇文章真正关心的是 token 经济学


6.1 token 速度、单位成本和模型质量正在重新排序


	过去模型竞争常被理解为参数规模、跑分和智能水平。

	文章提醒，真实产品里还有另一个排序：token 输出速度、延迟、上下文能力和单位成本。

	对 agent 和 coding 工具来说，慢 token 会让任务执行、调试和反馈循环变贵。

	因此“更聪明但更慢”不一定是更好的商业选择。





6.2 Cerebras 是一个极端案例，也是一种方向信号


	Cerebras 的优势和短板都很鲜明：片上带宽极强，跨芯片通信偏弱；小模型极快，大模型受限。

	它说明 AI 芯片竞争不会只有“谁算力峰值高”一个维度。

	未来的关键是把模型类型、上下文长度、并发模式和用户愿付价格对应到不同硬件。

	这就是 token 经济学：每个 token 的速度、成本和可用智能，最终决定产品体验和商业账。






关键概念/术语


	快 token：用户愿意为更低延迟、更快输出付费的 token，而不只是为模型跑分付费。

	WSE-3：Cerebras 的晶圆级芯片，用整块晶圆和片上 SRAM 追求极高推理速度。

	SRAM vs HBM：前者容量小但带宽极高，后者容量大且适合 GPU 规模化负载；二者代表不同推理经济学。

	解码瓶颈：生成式模型逐 token 输出时，每个 token 都需要访问权重，内存带宽决定速度上限。

	公交车 vs F1：GPU 更像并发吞吐工具，WSE-3 更像单用户极速工具。

	上下文瓶颈：agent 时代任务上下文越来越长，128K 之类限制会影响真实可用性。

	推理战争：AI 算力消耗从训练转向推理后，硬件竞争围绕成本、速度和工作负载分工展开。







9. 《AI for Science 的核心不只是自动化，而是复制 know-how》
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三级笔记



AI for Science 的核心不只是自动化，而是复制 know-how



核心观点

这篇文章的主旨是：AI 革命最重要的意义，不是让机器把既有任务做得更快，而是让人类过去难以显性化、难以复制的 know-how 开始可以被大规模承载、复用和共享。AI for Science 之所以重要，是因为科学研究本身高度依赖隐性经验、判断、实验调试、跨学科翻译和协作流程；如果 AI 能进入这些真实工作流，它改变的就不只是科研效率，而是科学知识如何被生产、传播、发表和评价。



一、从信息动力学理解 AI 革命


1.1 复杂信息载体的三次转变


	作者把 AI 革命放在地球信息动力学的长历史里理解：关键问题不是单个工具有多强，而是复杂信息由什么载体承载、复制和处理。

	第一次转变是生命出现。DNA 和 RNA 让生物特征、行为和适应性信息可以跨代存储、复制和修改，生物演化由此成为可能。

	第二次转变是人类语言出现。语言让经验、记忆和知识可以在人与人、代与代之间直接传递，文化演化的速度远快于遗传演化。

	第三次转变是当下 AI 革命。以人类语言为起点，AI 模型开始能在统一框架中表示和处理文本、图像、音频、视频和结构化数据。





1.2 大语言模型跨过了复杂信息处理门槛


	过去的信息技术主要改善信息的存储、传输和检索，但最深层的解释、综合与判断仍依赖人类认知。

	大语言模型的质变在于，机器的信息处理复杂度跨过了一个重要门槛，开始广泛参与复杂、开放式信息的灵活处理。

	因此，AI 革命不只是机器算得更快、搜得更高效，而是复杂信息处理第一次不再只属于人脑。





1.3 AI 的核心贡献是复制 know-how


	作者认为，大语言模型革命最根本的变化，是人类 know-how 开始可以被大规模复制和共享。

	显性知识可以通过书籍、论文、公式、软件和形式化指令传播；但真正构成人类能力的大部分，存在于经验判断、做事直觉、问题切入方式、语境理解和实践习惯里。

	传统 know-how 的传递依赖学徒制、观察、纠正、长期合作和重复练习。论文通常不会记录失败尝试、中间判断、实践技巧和语境理解。

	AI 通过学习大规模语言记录，并在真实任务中与用户互动，开始吸收和重现推理、解释、决策、任务分解和工作流组织模式。

	这意味着 AI 的生产力来源不只是自动化，而是扩展了专业经验的社会传播半径，让过去局部、脆弱、难迁移的实践经验更容易获取、复用和组合。






二、为什么 AI for Science 是关键场景


2.1 科学创新比普通效率提升更重要


	AI 会给各个领域带来变化，但最重要的应用之一是改变创新活动本身，因为创新方式的改变会创造长期、深远的价值。

	科学与技术的核心任务是拓展知识前沿并产生真正新的思想，因此 AI 是否能改变科学研究，关系到知识生产机制本身。

	过去的新工具可以提高科研效率，却不一定改变创新过程；大语言模型带来的新可能是：AI 不再只是工具，而可能成为科研合作者。





2.2 当前科学研究的共同痛点


	时间成本高：研究者需要花大量时间理解领域进展、学习前人工作。

	隐性知识流失：研究过程中的中间经验、失败路径、调试经验和实践判断不会完整进入论文。

	协作规模受限：科研合作受人与人沟通成本约束，跨学科和大规模协作很难。

	行政性负担重：论文、审稿、基金申请和解释工作占用大量非创造性时间。





2.3 痛点的深层原因是 know-how 难以转移


	论文适合记录最终结果、形式化方法和被选择的证据，却很难保留一项工作真正如何做出来。

	科研中许多关键要素没有明确记录：如何选方向、如何避免无效尝试、如何调试实验或代码、如何判断异常结果是错误还是发现、真实条件偏离理想假设时如何调整方法。

	新学生和新合作者常常必须重建共同体中已经存在但未被完整传递的实践理解。

	如果科研 know-how 能被更有效地捕捉和共享，科研协作的速度与结构都会发生根本变化。






三、科学研究的智能体化路径


3.1 第一步：AI 使用科研工具


	AI 参与科研的第一步，是能使用研究者真正依赖的工具，包括计算软件、模拟包、编程环境、数据库、算力资源、仪器控制软件和数据采集系统。

	没有工具接入，AI 仍被限制在聊天框里，只能建议和解释，不能直接参与真实科研过程。

	工具使用给了 AI 在科研世界里的“身体”，使它从“告诉人类应该做什么”转向“直接完成工作的一部分”。

	这一步也让 AI 接触传统训练语料中缺失的一线科研数据：失败尝试、中间状态、仪器行为、流程决策和高度依赖语境的调整。





3.2 第二步：自动化常规和重复性工作


	AI 获得工具接入后，现实优先事项不是马上提出重大新思想，而是先接手常规、重复、可约束的科研任务。

	这些任务包括文献调研、前人工作整理、标准流程实现、可复现分析、仪器调试、参数扫描、数据清洗和常规报告。

	自动化这些工作能立刻减轻研究者负担，让人类把更多精力投入判断、解释和创造性思考。

	同时，这一阶段让 AI 像初学研究生一样，在完整科研过程中积累经验，学习项目如何推进、瓶颈在哪里、人类偏好怎样协作。





3.3 第三步：从工具走向合作者


	当 AI 能在一个科研项目中做出与研究生相当的贡献，它就不再只是外部辅助工具，而进入了科研内部空间。

	这个门槛的重要性在于，“谁在参与定义创新前沿”发生变化：AI 开始影响科学发现本身的方向、结构与内容。

	作者把“作者级别的科研贡献”视为 AI for Science 的一种新型图灵测试。问题不再是 AI 能否模仿人类对话，而是它能否以接近人类贡献者的水平参与可发表科学知识的生产。





3.4 第四步：降低跨学科合作壁垒


	许多重大科学机会出现在学科交界处，但跨学科合作受语言、方法、背景知识和研究文化差异限制。

	AI 可以帮助翻译概念、总结陌生文献、连接工具和数据集，降低深入合作的沟通成本。

	在生物学家、物理学家和机器学习研究者各自掌握部分知识的场景中，AI 可以充当积极接口，让合作更容易发起，也更容易持续产出成果。






四、科研出版也会被智能体化


4.1 静态论文不适合传递完整 know-how


	传统论文把复杂研究过程压缩成有限且高度标准化的表达，适合存档显性知识，却不适合传递科研 know-how 的完整深度。

	当 AI 深度参与科研后，一个自然结果是：发表对象可能不再只是论文，而是直接发布智能体本身。





4.2 科研智能体可以成为成果的活接口


	一项科研成果可以由一个可交互 AI 智能体代表，解释研究背景、方法、推理过程、中间判断和工具接口。

	读者不再只读 methods 部分，而可以询问为什么采用某个近似、考虑过哪些替代路线、修改某个假设会怎样影响结论。

	这样的智能体可以面向不同受众自适应解释：给学生讲概念，给专业研究者讲技术细节，给后续研究者提供实现指南。

	出版将不再像存放一份静态记录，而更像部署一个通向科研成果本身的活接口。





4.3 智能体化出版会改变后续研究和评价体系


	科研智能体可以帮助后续研究者识别关键假设、复现计算、定位数据集和建议扩展方向。

	它还打开了智能体与智能体之间合作的可能：不同成果的代表智能体可以交换想法、比较假设、探索兼容性，生成新的后续研究方向。

	学术评价也可能被重塑。传统论文影响力仍是主要评价方式，但维护开源软件、建设数据集、开发共享平台等贡献常常被低估。

	智能体化出版可能产生新的方式来识别和评价这些贡献，也要求学术界重新平衡稳定档案记录与灵活解释界面。






五、AI for Science 的核心挑战


5.1 缺少科研一线数据


	模型在课本式问题上表现出色，但真实科研场景包含垂直细分领域的细微语境，训练数据难以覆盖。

	要让 AI 真正理解这些领域，需要一线专家带着 AI 进入真实科研，让它接触专业数据并进行更有针对性的训练。





5.2 缺少实时更新能力


	科研中新的工具和概念不断出现，无法只靠离线训练快速掌握。

	AI 需要持续学习能力。MCP 和 Agent Skills Protocol 等上下文工程协议，是把 AI 连接到工具与知识、部分满足实时适应需求的方向。





5.3 需要新的评估框架


	现有 benchmark 侧重广泛主流领域，对高度专业化科研场景不够精确。

	问答式评估也不适合衡量智能体在长期科研合作中的实际表现。

	如果 AI 开始像科研合作者一样工作，评价它就应该更像评价研究生：看长期项目表现、从反馈中学习的能力、对工作流的可靠贡献，以及具体语境中的判断是否真正有用。





5.4 在线学习与思想多样性是原创科学发现的前提


	作者认为 AI 下一步最重要的发展方向是实时学习，也就是在线学习。

	人类研究者常常通过少量例子、一次讨论或有限直接经验学到很多东西；AI 若要深度参与科学，也必须在真实任务中持续吸收新工具、新概念、反馈和领域实践。

	在线学习不只是让 AI 更强，也是思想多样性的必要条件。

	科学创造力依赖研究者之间视角、兴趣和学术品味的差异。当前 AI 模型对同一问题的判断往往高度相似，缺乏这种多样性。

	如果没有持续且多样化学习的机制，AI 会倾向于重复训练数据中占主导地位的模式，难以产生真正创造性的工作。






六、总结：AI for Science 是知识生产范式的重建


	AI 革命的根本意义不是自动化，也不是信息检索速度提升，而是信息动力学发生变化：复杂信息处理不再局限于人脑，人类 know-how 开始变得可复制、可共享。

	AI for Science 的关键承诺，是降低 know-how 传递成本、加速协作，并改变新思想如何被生成、检验、传播和评价。

	对 AI 来说，科学也是最具挑战性的环境之一，能把 AI 暴露在前沿问题、专门工具、真实反馈和开放式合作中，因此 AI for Science 不只是应用方向，也是发展更强 AI 的必由之路。

	科学研究的智能体化是一条渐进路线：工具接入、常规工作自动化、从工具到合作者、跨学科合作、智能体化出版。

	这条路线需要新的工具、新的评估框架、新的合作平台和新的出版系统，也需要一个开放共同体，在真实工作中持续把人类经验教给 AI。

	如果这条道路成功，AI 最深远的影响不只是改变我们知道什么，而是改变人类如何创造新知识。





关键概念/术语


	信息动力学：复杂信息在系统中如何被承载、复制、处理和改变系统整体动力学。

	know-how：由经验形成的判断、直觉、任务分解、语境理解和实践技巧，是显性知识之外的人类能力核心。

	AI for Science：AI 深度参与科学研究工具、流程、协作、发现、出版和评价的整体方向。

	科学研究的智能体化：AI 从工具接入开始，逐步进入科研工作流、承担任务、成为合作者并改变出版形式的过程。

	智能体化出版：以可交互科研智能体补充或代表静态论文，使研究成果成为可解释、可复现、可扩展的活接口。

	在线学习：AI 在真实任务中持续吸收新工具、新概念、反馈和领域实践的能力。

	思想多样性：科学共同体中由不同视角、兴趣、品味和判断构成的创造性来源，也是 AI 原创科学发现需要补足的能力。
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三级笔记



核心观点

哥德尔不完备定理的真正含义，不只是“数学里有些题证明不了”。它更深地说明：任何足够强、足够形式化的知识系统，都无法从一组固定规则内部穷尽自身的真理。系统边界不是失败的噪音，而是知识结构本身的一部分。数学、物理和哲学都必须在“可证明性”“真理”“直觉”“形式化”和“新公理”之间重新安排关系。



一、哥德尔打开的问题：形式系统无法成为数学的全部


1.1 不完备定理击中了“数学万有理论”的梦想


	1931 年，25 岁的 Kurt Godel 通过“让逻辑反过来谈论自身”，证明了两个不完备定理。

	这些定理说明：任何足够强的数学形式系统，只要试图用有限规则或公理推出一切，就不可能同时做到完整。

	总会存在一些真实的数学命题，不能从这套公理中逻辑推出。

	这直接动摇了“用一套基础规则组织全部数学真理”的理想。





1.2 文章关心的不是证明步骤，而是定理究竟意味着什么


	作者此前写过哥德尔证明的技术性解释，但仍不确定这些定理在知识论上意味着什么。

	Nagel 和 Newman 在《Gödel’s Proof》中也说，哥德尔定理的意义尚未被完全理解。

	本文把问题交给逻辑学家、数学家、哲学家和物理学家：不完备性到底改变了我们怎样理解真理？






二、轴心一：公理化理想失败，数学真理不再是单一等级


2.1 Raatikainen：从古希腊以来的公理化理想被精确限制


	公理化方法长期被视为组织科学知识的理想方式：少量自明命题作为基础，领域内所有真理都从中推出。

	哥德尔定理以数学精度说明，这个理想在大块数学中必然失败。

	即便只是关于正整数的全部数学真理，也复杂到无法由任何有限公理集完全推出。





2.2 数学进步因此需要概念创新，而不只是机械推导


	一些问题并非在当前方法下暂时未解，而是在原则上不能由当前形式系统解决。

	进步可能需要新的概念、新的公理或新的框架。

	数学真理不再是一整块同等确定的知识，而是从无可怀疑的事实到越来越不确定的假设，呈现连续梯度。





2.3 “加公理”让真理显得更依赖选择


	当一个命题在传统公理中不可判定时，加入一个新公理可能使它可证为真；加入另一个公理可能使它可证为假。

	于是某些数学“真理”开始依赖人选择了哪套出发假设。

	这模糊了客观真理和人类发明的数学结构之间的边界。






三、轴心二：形式化消除了不可靠直觉，却也失去了部分真理


3.1 Goldstein：希尔伯特纲领来自对直觉失控的反应


	数学直觉一直重要，因为证明必须从未被证明的公理开始。

	但历史也显示，直觉会制造悖论，例如 Russell’s Paradox。

	20 世纪初，Russell、Whitehead 和 Hilbert 试图用形式化、递归规则和符号操作清除这种不可靠直觉。

	这个目标就是 Hilbert Program：把数学还原成一致、完整、可机械执行的形式系统。





3.2 哥德尔证明：形式系统不能捕获我们知道为真的全部数学


	第一不完备定理说：任何足以表达算术的形式系统中，都会有既真实又不可证明的命题。

	形式化确实能排除部分混乱直觉，但也无法表达关于数的全部真理。

	数学知识仍然依赖某种关于无限结构的直觉，而不仅是符号机器。






四、轴心三：连续统假设让不完备性变成具体问题


4.1 连续统假设是“不完备性变成现实”的代表案例


	连续统假设主张：实数集合是自然数集合之后第二小的无限集合。

	它在标准数学公理中不可判定。

	额外公理可以被设计来让它成立，也可以让它不成立，但逻辑学家对哪条路更合理并无共识。





4.2 Keifer：如果物理学依赖连续时空，不完备性可能进入基础物理


	物理定律用数学语言表达，因此哥德尔式不完备性可能和物理有关。

	已知基础相互作用通常定义在时空连续统上，而连续统涉及不可数无穷。

	广义相对论里的奇点、量子场论里的无穷结果，都和连续统带来的数学困难有关。

	如果终极统一理论仍把时空当作连续统，连续统假设可能让理论中出现不可判定问题。





4.3 离散时空成为一种避免不完备性的可能方向


	Keifer 的判断是：若要避免这类不可判定性，空间和时间也许必须是离散结构，只含可数点。

	一些量子引力方向给出离散性的暗示，但局面仍不清楚。

	文章也提醒，物理学家本来就有许多其他理由怀疑连续时空只是长距离幻象。






五、轴心四：表达力和有效性像一对互补属性


5.1 Väänänen：不完备性是数学生活中不可欢迎但不可避免的事实


	不完备性就像无理数、超越数或海森堡不确定性一样，是领域内部无法消除的结构性事实。

	数学中存在一种“Gödel barrier”：形式语言无法绕过的边界。





5.2 表达力越强，有效性越弱


	一套逻辑能表达越多东西，通常越难有效判断命题真伪。

	命题逻辑很有效，但表达力弱。

	二阶逻辑表达力强，可以谈对象、属性、集合和关系，但有效性很弱。

	文章借用不确定性原理的类比：表达力和有效性像互补属性，一边增强，另一边就受限。





5.3 不完备性不能被清除，只能被移动


	数学没有可被证明为一致且完整的最终基础。

	“不完备的硬块”可以在不同地方被推来推去，但不会消失。

	这不是局部故障，而是形式知识的基础处境。






六、轴心五：哥德尔本人并不简单悲观


6.1 Alvir：哥德尔没有否定所有形式主义，只否定有限公理的狭窄版本


	常见说法是哥德尔“杀死”了 Hilbert Program。

	但 Alvir 指出，哥德尔在原始论文中明确说，不完备定理并不与 Hilbert 的形式主义立场矛盾。

	对哥德尔而言，不可判定性是相对于某个系统的；在更大的框架中，原本不可判定的命题可能被证明。





6.2 数学也许不是更有限，而是比有限主义视角更宽


	哥德尔真正质疑的是：为什么必须相信存在一组有限公理，能在有限逻辑步骤中推出所有真理？

	他设想过一串越来越强的可接受逻辑系统。

	每个具体问题也许都能在某个更强系统中得到回答。

	因此，哥德尔定理不必被读成“数学有限”，也可以读成“数学比希尔伯特的有限主义更大”。





6.3 连续统假设不是“绝对无解”的铁证


	Alvir 认为，连续统假设尚未被决定，并不意味着它绝对不可决定。

	未来也许会有新公理、新的无穷公理方案、替代逻辑系统，甚至全新的数学技术。

	数学结果本身无法单独裁决“是否存在绝对不可判定问题”这个哲学问题。






七、收束：不完备性让失败变得更深刻


7.1 Kennedy：不要失去对不完备性的惊奇


	Peano axioms 这样看似清楚自然的算术公理系统，仍然本质上不完备且不可判定。

	这件事很容易被熟悉感磨平，但它本身值得保持惊奇。





7.2 试图掌握概念秩序时，我们会失败，而这种失败更有价值


	Kennedy 的结论是：无论在数学还是其他领域，人类试图完全掌握概念秩序时，总会失败。

	但在哥德尔这里，失败不是低级结果，而是更有趣、更深刻的结果。

	不完备性告诉我们：知识系统的边界本身就是知识的一部分。






关键概念/术语


	不完备定理：足够强的形式系统中，总有真实但不可由系统证明的命题。

	公理化方法：用少量基础命题推出整个领域知识的组织理想。

	Hilbert Program：试图把数学形式化为一致、完整、机械规则系统的计划。

	连续统假设：关于实数集合大小的不可判定命题，是不完备性的代表案例。

	Gödel barrier：表达力和有效性之间无法同时最大化的形式语言边界。

	表达力/有效性互补：逻辑越能表达复杂对象，越难保持可判定和可证明。

	更大框架：把当前系统中的不可判定命题放入更强系统中重新处理的思路。







11. 《Project Glasswing 展示网络安全前沿模型的防御侧用法》


作者：Fysi

主题：未分组

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：多学一些 cloudflare 知识……不会亏的。
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概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



Project Glasswing 展示网络安全前沿模型的防御侧用法



核心观点

Cloudflare 这篇文章的主旨是：网络安全前沿模型的价值，不在于把一个通用 coding agent 丢进仓库里“找漏洞”，而在于把模型放进受控、并行、可验证、可追踪的防御侧 harness。Mythos Preview 这类模型已经能把低严重度 bug 串成 exploit chain，并能自己生成 proof of concept 来证明可利用性；但它的安全边界、误报控制和规模化使用，都不能只靠模型自身完成，必须由架构和流程承接。



一、Mythos Preview 代表了一类不同的安全工具


1.1 它不是更强的通用扫描器


	Cloudflare 在自己的基础设施上测试了一批面向安全的 LLM，用来发现自家系统的潜在漏洞，同时理解攻击者未来会获得什么能力。

	Project Glasswing 给了 Cloudflare 使用 Anthropic Mythos Preview 的机会；团队把它指向 50 多个自有 repository，观察它能发现什么，以及它如何工作。

	作者强调，Mythos Preview 不是对旧模型的小幅改进，而是“一种不同的工具在做不同的工作”。因此更有意义的不是和通用 frontier model 做横向 benchmark，而是描述它实际能完成哪些安全研究任务。





1.2 它突出的第一项能力是 exploit chain construction


	真实攻击通常不是利用一个孤立 bug，而是把多个小型 attack primitive 组合成可工作的 exploit chain。

	Mythos Preview 能推理如何把这些 primitive 组合起来，例如从内存错误走向任意读写、控制流劫持，再进一步构造可实际利用的链条。

	这类推理更像 senior security researcher 的工作，而不是传统自动化 scanner 的输出：重点不只是“发现一个点”，而是判断多个点如何共同形成可利用路径。





1.3 它突出的第二项能力是 proof generation


	找到 bug 和证明 bug 可利用，是两件不同的事。

	Mythos Preview 会编写触发疑似 bug 的代码，在 scratch environment 中编译并运行；如果结果不符合预期，它会读取失败信息、调整假设、重新尝试。

	这个闭环很关键：没有 working proof 的漏洞描述仍然接近 speculation；一旦模型能自己补上 proof，triage 阶段就少了大量“这到底是不是真的”的人工判断。





1.4 与其他 frontier model 的差异在于“把碎片缝成链”


	其他 frontier model 在相同 harness 下也能发现一些底层 bug，有时推理表现也不错。

	它们常常停在“发现有趣 bug 并解释为什么重要”这一步，没有完成 exploitability 的闭环。

	Mythos Preview 的变化在于，它可以把传统上可能被丢在 backlog 里的低严重度 bug，串成一个更严重的 exploit。






二、能力越强，越不能把安全边界交给模型自己


2.1 Project Glasswing 是受控研究场景


	Anthropic 在 Project Glasswing 中提供的 Mythos Preview 没有一般可用模型中额外的 safeguards。

	即便如此，模型仍会在某些请求上自发拒绝，表现出类似“有机护栏”的行为。

	但这些 refusal 并不稳定；同一任务换一种 framing、换一个上下文，或者跨不同运行，都可能得到相反结果。





2.2 Organic guardrails 真实存在，但不能当完整边界


	Cloudflare 的例子显示，模型可能先拒绝对一个项目做漏洞研究，却在环境发生无关变化后同意分析同一份代码。

	它也可能确认多个严重 memory bugs，却拒绝写 demonstration exploit；换一种表达后又可能继续。

	这说明模型内部的拒绝倾向有意义，但不能作为唯一安全机制。未来任何公开可用的 cyber frontier model，都必须在这种 baseline behavior 之上增加额外 safeguards。






三、漏洞 triage 的核心问题是“真实、可利用、优先级”


3.1 AI 让已有的 triage 噪音问题更严重


	在 AI 之前，安全团队就已经很难判断哪些 bug 真实存在、哪些可利用、哪些必须马上修。

	AI vulnerability scanner 和 AI-generated code 增加了发现数量，也放大了误报与 speculative finding 的成本。

	Cloudflare 因此建立了多层 post-validation，用来过滤和验证模型输出。





3.2 两个因素主导噪音率


	第一个因素是 programming language。C/C++ 这类 memory-unsafe language 给了程序员直接内存控制，也带来 buffer overflow、out-of-bounds read/write 等 bug class；Cloudflare 在这类项目上看到更多 false positives。

	第二个因素是 model bias。模型被要求找 bug 时，倾向于“总能找出点什么”，输出里会有大量 potentially、could in theory 这类 hedged finding。

	对 exploratory tool 来说，偏向多报可以理解；但对 triage queue 来说，每个 speculative finding 都消耗人类注意力和 token，成本会在成千上万条 finding 上复利增长。





3.3 PoC 改变了 finding 的可操作性


	Mythos Preview 的改进点，是能把多个 vulnerability primitive 合并成 working PoC，而不是孤立汇报。

	带 PoC 的 finding 更接近“可以行动的事实”，减少了安全团队判断真实性的时间。

	Cloudflare 的 harness 故意 over-report，以减少漏报；但进入 triage 时，Mythos Preview 输出质量更高，表现为更少 hedge、更清晰 reproduction steps，以及更快进入 fix-or-dismiss 决策。






四、规模化安全研究不能依赖单个 coding agent


4.1 通用 coding agent 的工作形状不适合漏洞研究


	Cloudflare 一开始的直觉是：把通用 coding agent 指向任意 repository，让它发现漏洞。

	这种方式会产生 finding，但不能给真实 codebase 提供有意义的覆盖率。

	Coding agent 适合单一、聚焦的工作流，例如做功能、修 bug、重构；它通常持有一个主要假设并围绕它迭代。

	漏洞研究则天然是 narrow and parallel：研究者会围绕某个 feature、security boundary 或 vulnerability class 深挖，然后在 codebase 上重复成千上万次。





4.2 Context window 和单线程交互限制了覆盖率


	单个 agent session 面对十万行 repository，在上下文填满、compaction 触发前，只能有效覆盖极小一部分攻击面。

	更糟的是，compaction 可能丢掉之前有价值的线索。

	即便使用 subagents，单一会话形态仍难以覆盖“许多组件 × 许多攻击假设”的组合空间。





4.3 Throughput 不是把一个 agent 催得更快


	真实代码库需要同时运行大量 hypothesis，并且在发现有趣线索时继续 fan out。

	当 Cloudflare 接受“单个 coding agent 不是高覆盖率工具”之后，才开始围绕 Mythos Preview 的优势重建 harness。

	模型适合被当作某个狭窄问题的研究者，而不是一个被要求穷尽整个 repository 的全能代理。






五、有效 harness 的四条经验


5.1 Narrow scope produces better findings


	“在这个 repository 找漏洞”会让模型游荡。

	“在这个函数里找 command injection，给出上游 trust boundary、架构文档和历史覆盖情况”会让模型更像真实研究者那样工作。

	关键不是减少模型能力，而是把任务切成安全研究本来就需要的窄问题。





5.2 Adversarial review reduces noise


	Cloudflare 在初始 finding 和 triage queue 之间加入第二个 agent。

	这个 agent 使用不同 prompt、不同模型，并且不能生成自己的新 finding，只负责试图推翻原 finding。

	让两个 agent 处在有意的 disagreement 中，比要求一个 agent “仔细一点”更有效。





5.3 Splitting the chain improves reasoning


	“这段代码有没有 bug？”和“攻击者能不能从系统外部到达这个 bug？”是两个不同问题。

	分开问时，每个问题更窄，模型在各自问题上的推理更好。

	这也解释了为什么 exploitability 不能只看 bug 本身，还必须看 attacker-controlled input 是否能抵达漏洞点。





5.4 Parallel narrow tasks beat one exhaustive agent


	覆盖率来自许多 agent 同时处理 tightly scoped questions，然后在后端 deduplicate 结果。

	这比要求一个 agent 穷尽所有情况更接近真实安全研究的生产方式。

	批量并行、任务拆分、去重和追踪，是把模型能力转成组织能力的关键。






六、Cloudflare 的 vulnerability discovery harness


6.1 Recon：建立共享上下文


	Recon agent 自上而下阅读 repository，并派出 subagents 负责各 subsystem。

	它产出 architecture document，包含 build commands、trust boundaries、entry points 和 likely attack surface。

	它还生成下一阶段任务队列，让下游 agent 不再无目的游荡。





6.2 Hunt：并行寻找特定攻击类


	每个 hunt task 是一个 attack class 加一个 scope hint。

	Hunters 并发运行，通常约 50 个同时工作，每个 hunter 还会 fan out 给若干 exploration subagents。

	每个 hunter 都有工具在 per-task scratch directory 中编译和运行 proof-of-concept code。





6.3 Validate：独立反证


	Validate agent 重新阅读代码，尝试推翻原 finding。

	它使用不同 prompt，且不能产出自己的 finding。

	这个阶段用于捕捉 hunter 自审时容易漏掉的噪音。





6.4 Gapfill、Dedupe 与 Trace：从 finding 走向 reachable vulnerability


	Gapfill 让 hunter 标出触及但未充分覆盖的区域，再排入下一轮。

	Dedupe 把同一 root cause 的多个 finding 合并成一条记录，避免 variant analysis 变成重复队列。

	Trace 对共享库中的 confirmed finding 派出 tracer agent，在每个 consumer repository 中判断外部 attacker-controlled input 是否真的能到达 bug。

	这一步把“存在 flaw”转化为“存在 reachable vulnerability”，也是最重要的阶段。





6.5 Feedback 与 Report：让流水线闭环


	Reachable traces 会成为 consumer repositories 中的新 hunt tasks。

	Report agent 按预定义 schema 写结构化报告，自行修复 schema validation errors，并提交到 ingest API。

	最终产物是 queryable data，而不是自由散文，这让后续管理、搜索、去重和修复都更可控。






七、防御侧不能只追求更快 patch


7.1 攻击者时间线缩短，防御者不能只拼速度


	其他安全团队对 Mythos Preview 最强烈的反应是 speed：更快扫描、更快修复、更短 response cycle。

	有些团队已经在按 CVE 发布到生产 patch 的两小时 SLA 运转。

	Cloudflare 的判断是，速度必要但不够；很多团队会在花费大量时间和金钱后意识到，单纯追求更快 patch 不能改变防御架构。





7.2 跳过 pipeline 会制造更糟的问题


	Patch 更快并不会改变 patch pipeline 的形状。

	如果 regression testing 需要一天，就无法在不跳过测试的情况下达到两小时 SLA。

	Cloudflare 试过让模型自己写 patch，结果有些 patch 修掉了原 bug，却悄悄破坏了代码依赖的其他行为。





7.3 更深的问题是漏洞周围的架构


	防御原则应当是：即便 bug 存在，也让攻击者更难利用它。

	这意味着在 application 前面布置能阻挡攻击路径的防线，设计应用时隔离不同部分的权限和影响范围，并能把修复同时推到所有运行位置。

	换句话说，AI 安全模型既加速漏洞发现，也迫使防御方回到 architecture：减少 reachable surface，缩短部署分叉，并把 exploitation 难度前移到系统边界。






八、总结：模型能力要通过组织化防御流程释放


	Mythos Preview 证明，前沿模型已经能做接近高级安全研究者的一部分工作：组合 exploit chain、生成 proof、减少 speculative triage。

	但同一篇文章也说明，越强的 cyber model 越需要外部约束：安全 safeguards、adversarial validation、任务拆分、去重、trace、schema 化报告。

	对 Cloudflare 来说，Project Glasswing 的启发不是“有一个模型可以替代安全团队”，而是“模型需要被放进合适的 harness，才能在防御侧规模化产出可靠结果”。

	这也是防御侧 AI 的核心形态：不是聊天框里的聪明回答，而是一套把模型推理、工程工具、验证流程和安全架构连接起来的生产系统。





关键概念/术语


	Project Glasswing：Anthropic 邀请 Cloudflare 等机构在受控环境中使用 Mythos Preview 的项目，用来探索强网络安全模型的防御侧应用。

	Mythos Preview：Anthropic 提供的安全-focused frontier model，能进行 exploit chain construction 和 proof generation。

	Exploit chain construction：把多个小 bug 或 attack primitive 组合成可工作的利用链。

	Proof generation / PoC：模型自己写、编译、运行触发代码，用实验结果证明漏洞可利用。

	Organic guardrails：模型自发出现的拒绝或安全边界倾向，但不稳定，不能作为完整安全机制。

	Model bias：模型被要求找 bug 时倾向于输出大量 speculative finding 的偏差。

	Harness：围绕模型搭建的任务拆分、并行执行、验证、去重、追踪和报告系统。

	Adversarial review：用另一个独立 agent 试图推翻 finding，以降低噪音。

	Trace / reachability：判断外部攻击者输入是否能真正到达某个 flaw 的过程。

	Defense-in-depth architecture：让 bug 即使存在也难以被利用的架构，包括边界阻挡、隔离和同步修复。







12. Musk 诉 OpenAI 败诉暴露 AI 治理争议的法律边界


作者：Michelle Kim

主题：未分组

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：马斯克诉奥特曼，案件宣判了。之前一直没跟进，现在可以整体回看一下。
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三级笔记



核心观点

这篇文章的主线不是陪审团如何评价 OpenAI 是否背叛了非营利使命，而是 Musk 的诉讼在程序门槛前止步。陪审团一致认为，他太晚起诉，相关请求被诉讼时效挡住；法官随即接受这一咨询性裁决。因此，案件暴露出的 AI 治理争议仍然存在，但法院这次没有进入实体判断。



一、判决结果：Musk 输在时间，而不是输在实体争点


1.1 陪审团给出一致咨询性裁决


	三周庭审后，陪审团认为 Musk 对 OpenAI 的起诉已经超过适用的诉讼时效。

	美国地区法官 Yvonne Gonzalez Rogers 立即接受这一裁决。

	这个结果意味着，法院没有正式判断 OpenAI 是否真的违背非营利使命，也没有判断 Altman 和 Brockman 是否误导 Musk。





1.2 Musk 将失败归因于“日历技术问题”


	Musk 宣布将上诉，强调法官和陪审团没有处理案件的实体问题。

	他的表述把争议从“谁对谁错”转向“程序规则是否挡住了重要治理问题”。

	这也为后续第九巡回上诉留下空间：他要争的是诉讼时效起算点，而不是重新讲一次 OpenAI 的治理史。






二、诉讼主张：非营利承诺、商业化结构和个人利益


2.1 OpenAI 的原始叙事是“为人类利益发展 AI”


	OpenAI 在 2015 年由 Musk 和一群研究者共同创立，最初定位为非营利组织。

	这个使命强调发展 AI 应服务人类整体利益，而不是被财务回报约束。

	Musk 早期捐赠 3800 万美元，并称这建立在 Altman 和 Brockman 会维持非营利使命的承诺上。





2.2 Musk 提出两项核心请求


	第一项是违反 charitable trust：他认为自己的捐赠形成了慈善信托，而 Altman 和 Brockman 后来偏离了承诺。

	第二项是不当得利：他认为 Altman 和 Brockman 在自己的捐赠和信任基础上获得不当利益。

	他要求法院撤销 OpenAI 2025 年把营利子公司转为 public benefit corporation 的重组，并要求移除 Altman 和 Brockman。






三、OpenAI 的防线：争议早就可见，Musk 不能等到 2024 年才起诉


3.1 诉讼时效成为案件关键


	违反 charitable trust 的诉讼时效是三年，不当得利是两年。

	因此，关键问题不是 OpenAI 是否偏离使命，而是 Musk 应该在什么时候发现或有理由发现这些问题。

	OpenAI 的核心论点是：Musk 在 2021 年之前就有足够理由怀疑 Altman 和 Brockman，2024 年才起诉已经太晚。





3.2 Musk 把自己的认知分成三个阶段


	第一阶段，他对 OpenAI 充满支持。

	第二阶段，他开始失去对 OpenAI 方面说法的信心。

	第三阶段，他确信非营利组织被掏空。

	陪审团最终没有接受他把真正发现问题推到 2022 或 2023 的叙事。






四、时间线：每一次商业化动作都成为“你早该知道”的证据


4.1 2017：Musk 自己参与过营利子公司的构想


	OpenAI 创立两年后，联合创始人讨论建立营利子公司，以筹集发展 AGI 所需资本。

	争议集中在新实体由谁控制，Musk 还提出过将 OpenAI 与 Tesla 合并。

	OpenAI 律师据此主张：Musk 当时已经知道公司可能转向商业化，并且自己参与了相关方案。

	Musk 的反驳是，他并不反对小规模营利实体给非营利组织供血，前提是不能让营利目标控制使命。





4.2 2019：capped-profit 子公司和 Microsoft 10 亿美元投资


	OpenAI 在 2019 年成立 capped-profit 子公司，员工和投资者可以获得有限回报。

	同期 Microsoft 投资 10 亿美元。

	Musk 认为 capped profit 本身没有违反非营利目标，所以当时没有诉讼基础。

	OpenAI 则把这一节点视作商业化转向已经公开、Musk 有理由起诉的证据。





4.3 2020：GPT-3 独家许可让“开放性”争议公开化


	Microsoft 获得 GPT-3 独家许可后，Musk 在 X 上批评 OpenAI 已被 Microsoft 捕获。

	OpenAI 认为这说明 Musk 至少在 2020 年已经意识到问题。

	Musk 的解释是，Altman 当时安抚他说 OpenAI 仍会坚持非营利使命，所以他虽怀疑但仍没有起诉理由。





4.4 2022-2023：Microsoft 100 亿美元投资成为 Musk 叙事中的转折点


	Musk 说，真正让他确认 OpenAI 抛弃非营利使命的是 Microsoft 准备投入 100 亿美元。

	他看到 OpenAI 接近 200 亿美元估值后，把这理解为商业回报逻辑压倒使命逻辑。

	他的律师强调 2023 年交易不同于此前节点，试图把诉讼时效起算点推后。






五、陪审团为何站到 OpenAI 一边


5.1 陪审团只回答“是否太晚”，没有回答“是否被骗”


	陪审团认为证据支持 OpenAI 的说法：Musk 在 2021 年之前就有理由认为自己可能被误导。

	因此，相关请求被诉讼时效阻却。

	陪审团没有处理 Altman 和 Brockman 是否事实上误导了 Musk。





5.2 程序性裁决让法院避开 AI 治理实体难题


	文章指出，法院常在可以的时候用诉讼时效等程序理由解决案件。

	这种路径比直接处理实体争议更清洁，也更窄。

	但对 AI 治理而言，这意味着非营利使命、营利实体、投资人回报、平台控制权之间的深层矛盾仍未获得司法答案。






六、这篇文章真正留下的问题


6.1 AI 治理争议开始被诉讼时效和公司结构规则重新编码


	Musk 与 OpenAI 的冲突表面上是创始人内斗，实质上是 AI 机构如何在使命、资本和控制权之间安排边界。

	但进入法院后，争议会被转换成更具体的问题：信托是否成立、何时知道损害、时效是否届满、谁获得了利益。

	这说明 AI 治理的公共争议进入法律系统后，未必会以公众期待的方式被裁判。





6.2 “使命被商业化吞没”仍是 OpenAI 故事中的核心张力


	文章没有断言 OpenAI 背叛使命，但清楚呈现了这条争议线索如何形成。

	从小规模营利子公司、capped-profit 模型、Microsoft 独家许可，到巨额投资和 PBC 重组，每一步都能被解读为必要融资，也能被解读为使命让位。

	陪审团裁决没有终结这个治理问题，只是说 Musk 用这套法律请求来追究已经太晚。






关键概念/术语


	advisory verdict：陪审团给法官的咨询性裁决，本案中法官立即接受。

	statutes of limitations：诉讼时效，决定案件能否进入实体审理的时间门槛。

	charitable trust：Musk 用来主张捐赠与非营利使命绑定的法律概念。

	unjust enrichment：Musk 认为 Altman 和 Brockman 在其捐赠基础上获得不当利益。

	capped-profit subsidiary：OpenAI 2019 年建立的有限收益营利结构。

	public benefit corporation：OpenAI 2025 年重组中的公司形式，成为 Musk 要求撤销的对象。
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作者：腾讯科技

主题：未分组

质量分：★★★★☆

注意力番茄：🍅

Howie 的阅读理由：为什么 musk 输掉了诉讼？

Notion 网页入口 ｜ Notion App 入口 ｜ 原文入口

概念网络：请跳转到 Notion 文章页面查看 concepts｜2️⃣ 关键概念、概念网络 tab。




三级笔记



核心观点

这篇文章把马斯克输掉 OpenAI 诉讼的原因拆成两层：法律上，他输在诉讼时效，陪审团没有进入“OpenAI 是否偷窃慈善机构”的实体判断；叙事上，这场审判仍然让 OpenAI 的商业化、治理信任、个人财富和 AI 公司资本化路径暴露在公众面前。判决暂时帮 OpenAI 清除了 IPO 前的重大法律疑虑，但没有结束硅谷围绕“非营利使命能否承载巨型 AI 公司”的分裂。



一、判决结果：这不是实体胜负，而是时效胜负


1.1 裁决来得很快，所有指控被驳回


	美国时间 5 月 18 日，加州奥克兰联邦法院接受九人裁决团意见，驳回马斯克针对 OpenAI、山姆·奥特曼及相关高管的全部要求。

	审判持续近三周，曝光了数百条私人短信和邮件，也让多位科技亿万富翁出庭或卷入证词。

	但裁决团审议不到两小时就返回，核心结论是：马斯克提起诉讼的时间太晚了。





1.2 马斯克一方把它解释成“日历技术细节”


	马斯克认为法官和陪审团并未就案情本身裁决，只是用诉讼时效回避了“奥特曼和布罗克曼是否偷窃慈善机构”的问题。

	他的律师在法庭外只说了“上诉”，马斯克本人也在 X 上批评法官和裁决。

	这形成了文章的基本张力：法律程序已经结束一个阶段，但公众争议并没有被程序结果消解。






二、马斯克的核心指控：OpenAI 背离了非营利初心


2.1 OpenAI 的原始叙事是“为人类利益开发 AI”


	文章把故事拉回 2015 年：马斯克、奥特曼、格雷格·布罗克曼和一群 AI 研究人员共同创立 OpenAI。

	OpenAI 被注册为非营利组织，使命是为人类利益开发人工智能，不受商业利益驱使。

	马斯克作证称，他捐给 OpenAI 约 3800 万美元，是基于它不会让任何人致富的理解。





2.2 后来的转向构成了诉讼的叙事基础


	2018 年，马斯克在与奥特曼的权力斗争中离开 OpenAI 董事会。

	2019 年，OpenAI 成立营利性子公司，并开始接受微软投资。

	从 2019 年到 2023 年，微软向 OpenAI 投入超过 130 亿美元；ChatGPT 发布后，OpenAI 成为全球最热门的 AI 公司之一。

	马斯克 2024 年提起诉讼，称奥特曼和布罗克曼“偷窃了一个慈善机构”，把公共利益组织变成追求巨额利润的商业机器。





2.3 诉讼请求瞄准的是治理权和巨额利益


	马斯克要求法院强制 OpenAI 和微软交出高达 1340 亿美元的“不义之财”。

	他还要求罢免奥特曼和布罗克曼的领导职务，并撤销有利于营利性部门增长的重组。

	微软也被卷入指控：马斯克称微软协助和教唆了 OpenAI 违反慈善信托。






三、OpenAI 的反击：马斯克不是被背叛，而是没拿到控制权


3.1 OpenAI 把诉讼定义为“酸葡萄”案例


	OpenAI 的核心论点是：马斯克早就知道 OpenAI 可能转向营利结构，甚至曾积极推动这种转型。

	关键前提是控制权。OpenAI 律师称，马斯克提出过把 OpenAI 并入特斯拉，也曾建议自己拥有 90% 股权。

	因此，OpenAI 把马斯克离开和起诉解释为：他没能拿到控制权，后来又看到 OpenAI 在 ChatGPT 之后取得巨大成功。





3.2 证据重点是私人短信和邮件里的时间线


	OpenAI 律师向陪审团展示大量私人短信和电子邮件，试图证明马斯克至少在 2017 年就知道并支持潜在的营利性转型。

	这些证据直接服务于诉讼时效问题：如果马斯克早已知道相关事实，他就不能在多年后再把这些事实包装成新发现。

	OpenAI 律师在裁决后称这起诉讼是“与事实毫无关系的事后捏造”，也是破坏竞争对手的企图。





3.3 OpenAI 仍强调非营利控制没有消失


	OpenAI 一方辩称，非营利基金会仍然控制营利性公司，并拥有超过 2000 亿美元资产。

	它把重组解释为与 Google DeepMind 这类对手竞争所必需的现实选择。

	这个说法为 OpenAI 的商业化辩护：强 AI 竞争需要巨大资本，而原始非营利结构无法支撑这种竞争。






四、为什么马斯克输了：陪审团只需要回答“是否太晚”


4.1 裁决团避开了“偷窃慈善机构”的实体问题


	最终裁决没有判断 OpenAI 是否真的违反使命、是否真的“偷窃慈善机构”。

	陪审团选择了更基础的问题：马斯克是否在法律允许的期限内提起诉讼。

	这解释了为什么外界会觉得“不解”或“不甘心”：最戏剧性的道德指控没有得到正面裁决。





4.2 关键规则是诉讼时效


	文章称，违反慈善信托的索赔诉讼时效是三年，不当得利是两年。

	马斯克于 2024 年 8 月提起诉讼。

	OpenAI 证明马斯克早在几年前就充分了解后来指控的行为，因此陪审团认定他没有在规定期限内起诉。





4.3 上诉难度来自事实认定


	法学教授舒巴·戈什的判断是，这类裁决很少能被上诉推翻，因为陪审团认定的是一个明确规则下的事实问题：他等得太久了。

	法官罗杰斯也表示有大量证据支持裁决团裁决，并对马斯克一方当场上诉的可能性表现出怀疑。

	所以，马斯克不是输在故事完全没人相信，而是输在法律系统先问了一个更早的问题：你什么时候已经知道？






五、OpenAI 赢了官司，但付出了公开审判的代价


5.1 审判暴露了 OpenAI 内部动荡和尴尬细节


	三周审判让大量内部文件、私人信息和证人证词进入公众视野。

	奥特曼的诚信问题被反复质疑，马斯克律师在结案陈词中强调多名证人给奥特曼贴上“骗子”标签。

	奥特曼在被问到是否完全值得信赖时，也没有给出肯定回答。





5.2 高管财富和利益关系成为争议素材


	布罗克曼的个人日记被曝光，其中写到“财务上，什么能让我达到 10 亿美元？”

	他在证词中透露自己在 OpenAI 的股份价值接近 300 亿美元。

	奥特曼虽然没有直接持有 OpenAI 股份，但持有其他与 OpenAI 有业务往来的公司的权益；文章列举了 Helion Energy、Stripe、Cerebras 等利益关联。





5.3 双方互相攻击，AI 竞争变成人格和治理之争


	OpenAI 方面也攻击马斯克，称他懂火箭和电动汽车，但不懂 AI。

	双方还回顾了奥特曼 2023 年短暂被免去 CEO 职务的事件，作为董事会信任问题的证据。

	文章借分析师评论收束这一层：判决对奥特曼和 OpenAI 是巨大胜利，但奥特曼个人形象和领导力受到影响。






六、资本市场背景：诉讼结果服务于 IPO 叙事


6.1 OpenAI 的法律疑虑被暂时移除


	文章认为，裁决时间点正好踩在 OpenAI 推进 IPO 的关键节点上。

	OpenAI 过去一年处理了与微软关系重谈、营利转型监管批准、Anthropic 竞争等挑战。

	法官裁决消除了 OpenAI IPO 前的一个显著疑虑，使资本市场叙事更顺畅。





6.2 马斯克的竞争也在转向资本市场


	文章把另一条轨道放到 SpaceX 和 xAI 的公开市场叙事上。

	它认为，马斯克与奥特曼的竞争正在从法庭延伸到资本市场。

	这让诉讼不只是法律事件，也成为两套 AI / 太空 / 平台资本化路径之间的竞争叙事。






七、审判留下的问题：非营利外壳与商业 AI 的结构性冲突


7.1 反垄断部分仍未结束，但前景不乐观


	马斯克的诉讼还包含对 OpenAI 和微软的反垄断指控。

	法官将案件分阶段审理，反垄断是下一阶段内容。

	但法官在庭上提示：“竞争法保护的是竞争，不是任何个人。”文章据此判断这部分前景也不乐观。





7.2 真正留下的是硅谷 AI 热潮的分裂画像


	一方认为，开发强大 AI 所需的资金体量巨大，非营利结构无法支撑。

	另一方认为，把公共利益装进商业外壳，就是对创始使命的背离。

	OpenAI 非营利基金会名义上控制营利公司，但批评者认为它已经沦为公司的延伸，失去监管职能。





7.3 这场战争还没有结束


	裁决之后，双方继续用完全相反的语言定义这件事：马斯克称它破坏慈善捐赠先例，OpenAI 称其为伪君子破坏竞争对手。

	马斯克一方还可以上诉，也还保留反垄断战线。

	文章最后的判断是：对关注科技界最大宿怨的人来说，下一步要看上诉法院是否会给出不同看法。






关键概念/术语


	诉讼时效：本案真正决定胜负的法律门槛；陪审团认为马斯克太晚起诉。

	慈善信托：马斯克指控 OpenAI 背离非营利使命时使用的法律和道德框架。

	不当得利：马斯克要求 OpenAI 和微软交出巨额收益的索赔基础之一。

	偷窃慈善机构：马斯克一方对 OpenAI 商业化的核心叙事表达。

	营利性子公司：OpenAI 从非营利使命走向商业融资和微软合作的结构工具。

	酸葡萄案例：OpenAI 对马斯克诉讼动机的反叙事：不是公益受损，而是控制权失败后的报复。

	事后捏造：OpenAI 对诉讼事实基础的判断，强调马斯克早就知道相关转型。

	公开审判成本：OpenAI 虽胜诉，但内部文件、高管财富和信任问题被公开展示。

	IPO 疑虑：诉讼作为资本市场不确定性，被裁决暂时移除。

	竞争法保护竞争，不保护个人：法官对后续反垄断部分的信号性表述。







14. 无人机战争正在把 AI 和供应链问题推到同一张桌上
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三级笔记



核心观点/主旨

这篇访谈的核心判断是：乌克兰战场已经把战争推进到一个由廉价无人机、AI 自主性、电子战、热成像、半导体传感器和制造供应链共同决定的新阶段，而西方仍然倾向于用上一代战争的预算结构、平台思维和生产节奏理解下一场战争。

Yaroslav Azhnyuk 的叙述不是单纯讲无人机有多厉害，而是在讲一个更底层的变化：战争平台第一次变得像软件产品一样，可以通过算法、传感器和迭代速度在短周期内改变战场能力；与此同时，这种软件定义的能力又必须落在摄像头、热成像、光纤、芯片、锂电、机体和大规模制造上。AI 和供应链问题因此被推到同一张桌上。



一、从宠物摄像头到军用无人机：技术创业被战争重新定向


1.1 个人轨迹：从 Petcube 到 The Fourth Law


	Yaroslav 原本是乌克兰技术创业者，在旧金山做 Petcube，把摄像头用于连接宠物和主人。

	2022 年 2 月 23 日，他和未婚妻刚从 Lviv 回到 Kyiv，几小时后俄乌战争全面爆发。

	战争把原本的消费电子能力重新定向：他用一句很刺眼的话概括这种转变，自己从“会给宠物丢零食的摄像头”转向“会向占领者投掷爆炸物的摄像头”。





1.2 道德问题：先处理眼前的狼


	访谈没有把军用 AI 当作抽象伦理辩论处理，而是放在乌克兰被入侵的处境里讨论。

	Yaroslav 的立场是，当国家和同胞正在遭受侵略、绑架、屠杀和毁灭意图时，反击是道德上正确的，不反击才是不道德。

	他把技术责任问题类比为“森林里遇到狼”：先处理要吃掉你的狼，再去讨论更远的治理和副作用。





1.3 创业使命：提高乌克兰和自由世界的防御能力


	The Fourth Law 的使命不是做单一武器，而是做可大规模部署的机载自主能力。

	Odd Systems 做热成像与摄像头，两家公司正在靠近，形成摄像头、无人机自主模块和无人机平台三类业务。

	这些能力既卖给乌克兰 200 多家无人机制造商，也直接服务乌克兰武装力量。






二、现代无人机技术栈：战争平台正在软件定义化


2.1 三个业务单元：摄像头、自主模块、无人机


	摄像头和热成像决定无人机能否在白天、夜晚、不同地形和季节看见目标。

	自主模块负责 terminal guidance、自主投弹、自主目标检测、自主导航等能力。

	无人机平台包括 FPV strike drones、bombers、Shahed interceptors、ISR interceptors 等不同任务形态。





2.2 软件更新式的战场能力跃迁


	Yaroslav 认为，无人机是历史上第一次大规模出现的 software-defined 战争平台。

	过去给罗马军团升级头盔不可能一夜完成；但今天，软件更新可能让整批无人机的识别、制导或抗干扰能力发生阶跃变化。

	这意味着战场能力不再只取决于大型平台采购周期，也取决于算法迭代、数据反馈和生产线改版速度。





2.3 光纤与 AI 不是替代关系


	光纤无人机解决的是通信链路韧性：它让无人机不依赖无线电链路，能规避一部分电子干扰。

	AI 解决的是人类操作员瓶颈：它可以替代或增强人类控制，让一个人管理更多无人机，或在最后几百米完成自主制导。

	两者目标不同，可以叠加：光纤增强通信，AI 增强控制和决策。






三、FPV 无人机正在改变步兵、坦克和前线生存方式


3.1 FPV 成为新的“战争之神”


	访谈中最关键的战场事实是：FPV drones 已经造成前线大量伤亡，Yaroslav 提到 70-80% frontline casualties 这一量级。

	它本质上是“知道你在哪里的制导炸弹”，成本低、数量多、杀伤直接。

	这让传统步兵、装甲和道路机动都变得脆弱。





3.2 步枪兵的终结不是一句口号，而是战场概率变化


	Noah Smith 早在 2013 年就提出过“rifleman 可能终结”的判断，乌克兰战场让这个问题变成现实讨论。

	普通士兵面对专门追踪他的 FPV，无论有霰弹枪还是便携电子干扰设备，都不能稳定获得安全。

	生存概率取决于对方无人机是否有光纤、是否有最后一公里自主能力、是否换频、是否被机械或动能反制拦下。





3.3 反制也在快速演化，但经济账很残酷


	反制方式包括霰弹枪、电子战、鱼网、防护杆、主动装甲式保护无人机、拦截无人机、自动炮、激光等。

	这些工具不是无效，但必须面对 cost-to-effect：一个 300 万美元激光系统能否应对 600、6000 架廉价 FPV 同时来袭。

	Yaroslav 的重点是，反无人机能力也必须小型化、低成本、可量产、可快速迭代，不能只依靠昂贵大平台。






四、战场自主性的五个层级与八个维度


4.1 自主性不是单一开关


	访谈把无人机自主性拆成多个层级：从 terminal guidance，到自主投弹、目标检测、导航，再到更完整的自主任务执行。

	关键不是“AI 是否完全杀人”，而是 AI 在通信受限、视距丢失、电子干扰强烈、操作员不足时接管哪些环节。

	这解释了为什么最后 500 米制导非常重要：它可以在无线电阴影或干扰下保持命中能力。





4.2 八个维度的自主战场


	自主战场不是只有单架无人机变聪明，而是多个维度同时变化：平台、传感器、通信、制导、目标识别、导航、群体协同、生产迭代。

	任何一个维度单独看都像工程问题，放在一起就变成新的战争系统。

	这也是为什么 AI 公司、芯片供应链、热成像制造、国防采购和作战条令必须同桌讨论。






五、中国制造优势与西方防务准备不足


5.1 数量级差异：从 400 万到 40 亿的警告


	Yaroslav 用乌克兰年产 400 万 FPV drones 与中国潜在 40 亿产能对比，强调规模能力本身就是战略信号。

	他没有断言中国已经是最强常规军事力量，但认为不能排除这种可能性，而这种不确定性已经足够成为警告。

	无人机战争的核心不只是“谁有更聪明的 AI”，还包括“谁能把摄像头、电机、电池、芯片、机身和软件以海量规模生产出来”。





5.2 西方的问题：仍在准备上一场战争


	西方军队和采购体系仍然偏好航母、战斗机、坦克、昂贵防空系统等大型平台。

	这些平台并非没用，但如果不能对抗大规模廉价无人机和快速迭代的软件定义武器，就会暴露结构性脆弱。

	“West asleep at the wheel” 的意思是：西方不是没有技术，而是组织、采购、制造和心智模型没有跟上战场变化。





5.3 Defense Valley：把创业速度引入防务


	乌克兰的 Brave One、D3 Fund、The Fourth Law 等实践，构成类似 Defense Valley 的生态。

	这个生态的意义在于让前线反馈、创业团队、资本、制造和政府需求更快闭环。

	如果西方想缩小差距，不能只追加预算，还要改变从需求定义到部署迭代的速度。






六、最后的战略提醒：想要和平，就要准备战争


6.1 下一场战争已经在乌克兰预演


	访谈标题说“下一场战争已经在这里”，因为乌克兰战场展示的不是地方性例外，而是未来常规战争的预览。

	FPV、热成像、光纤、自主制导、电子战、低成本量产、供应链韧性会扩散到其他战场。

	如果一个国家仍按上一代平台优势理解常规军事力量，就会在下一场战争开始时才发现自己准备错了。





6.2 核心收束


	无人机战争把 AI 的算法问题和制造业的供应链问题合并成一个防务问题。

	战场优势来自“软件迭代速度 × 传感器能力 × 抗干扰通信 × 大规模制造 × 低成本反制”。

	Yaroslav 的最终 takeaway 是：“You want peace, be prepared for war.” 这不是传统鹰派口号，而是对软件定义战争时代的现实判断。






关键概念/术语


	FPV drones：前线低成本、高杀伤、可大规模部署的第一视角攻击无人机。

	on-drone autonomy：直接部署在无人机上的自主能力，让无人机在通信受限和操作员不足时继续完成任务。

	terminal guidance：最后几百米的自主制导，是对抗无线电阴影和干扰的关键能力。

	radio horizon / radio shadow：低空、远距离、地形和地球曲率导致无线电链路失效的问题。

	fiber optic drones：通过光纤增强通信韧性的无人机，不等同于 AI，但可与 AI 叠加。

	cost-to-effect：衡量反制系统是否值得的经济账，不看单次击落成本，而看系统能否对抗规模化饱和攻击。

	Defense Valley：乌克兰式防务创新生态，把前线需求、创业团队、资本和政府快速连接起来。







15. 军用智能眼镜展示 AI 硬件进入战场的速度
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三级笔记



核心观点

Anduril 与 Meta 正在把智能眼镜、增强现实、LLM、无人机和战场软件系统合成一个士兵级 AI 界面。文章真正关心的不是某一副眼镜，而是 AI 正在从后方分析工具变成前线士兵的感知、指挥和打击建议层。它的机会是减少战场信息摩擦；风险是把不完美 AI 更深地嵌入杀伤链条，并把士兵的注意力推到新的极限。



一、项目本身：Anduril 和 Meta 正在做两条军用智能眼镜路线


1.1 SBMC：陆军正式原型项目


	Anduril 获得美国陆军 Soldier Born Mission Command（SBMC）原型合同，与 Meta 合作开发可安装在现有军用头盔上的增强现实眼镜。

	这个项目接续了陆军此前问题重重的智能眼镜路线。微软曾经是该努力的主要承包方，但相关生产合同最终被取消，因为设备没有证明自己足够可用。

	SBMC 仍处于原型阶段。陆军预计要到 2028 年才可能决定是否把某个方案推进到生产。





1.2 EagleEye：Anduril 自费押注的头盔一体化方案


	除了陆军正式项目，Anduril 还自费开发 EagleEye，把头盔和智能眼镜组合成一个整体系统。

	这不是军方已经明确要求的产品，而是 Anduril 认为军方最终会偏好的形态。

	即使美国陆军最后不选择 EagleEye，Anduril 也计划向外国军队销售这套系统。






二、核心技术想象：把士兵、无人机和 AI 接到同一个战场界面


2.1 眼镜成为士兵的战场信息叠加层


	根据任务场景，眼镜可以把不同类型的信息叠加到士兵视野中：指南针、区域地图、附近无人机位置、目标识别结果等。

	这使眼镜不只是显示设备，而是战场态势感知的入口。

	文章中的关键变化是，前线士兵不再只通过无线电或屏幕接收信息，而是在视野中直接看到经过软件整合后的战场信息。





2.2 LLM 负责把自然语言翻译成系统命令


	士兵可以用普通语言向界面发出请求，例如安排伤员撤离、规划避开禁区的路线。

	Anduril 正在测试 Gemini、Llama 和 Claude 等大语言模型，用它们把士兵语言转译成软件可以执行的命令。

	LLM 在这里不是聊天助手，而是战场操作系统中的语义层：它把人的意图变成机器动作。





2.3 Lattice 是整套系统的底层战场数据引擎


	Anduril 的 Lattice 软件把来自不同军事硬件的数据整合成一张统一图景。

	美国陆军已宣布投入巨额资金，把 Lattice 接入更大范围的军事基础设施。

	因此，眼镜只是前端；真正的系统能力来自后端数据、传感器、无人机和指挥系统的整合。





2.4 多步骤任务把眼镜推向杀伤链条


	Barnett 描述的场景不是单步查询，而是多步骤战场任务：士兵派无人机侦察，要求它发现类似火炮单位的目标后返回，再由系统推荐后续行动。

	推荐行动可能包括调用附近无人机打击目标，但仍需要正常指挥链批准。

	如果设计成功，士兵甚至不一定需要说话，可以通过眼动追踪和轻微敲击来引导系统。






三、产品难题：真正的敌人可能是注意力成本


3.1 军用智能眼镜必须节省注意力，而不是制造新负担


	RAND 研究员 Jonathan Wong 提醒，士兵已经处于信息过载环境中。

	两个智能眼镜项目都声称要在正确时间呈现正确信息，但如果使用技术本身消耗更多注意力，士兵会拒绝它。

	文章用无线电多频道同时说话的例子说明：战场信息越多，不等于理解越多；人的认知带宽很容易崩溃。





3.2 “干净界面”是技术成败的关键


	Anduril 的策略是设计更快、更自然的信息访问方式，例如语音命令、眼动追踪和轻触交互。

	但可行原型和可用装备之间仍有距离。Wong 认为，可能需要多年野外测试才能知道系统是否真的对士兵有用。

	这使智能眼镜的核心问题从“能不能显示信息”变成“能不能在混乱环境中只显示足够的信息”。






四、风险升级：不完美 AI 进入前线士兵的判断链条


4.1 前线部署扩大了 AI 错误的后果


	计算机视觉识别目标和聊天机器人辅助决策已经出现在军事场景中，但尚未进入大多数前线士兵日常装备。

	如果智能眼镜负责识别威胁并推荐打击方案，AI 错误就会更直接地影响前线决策。

	文章指出，这会引入大规模新的错误风险，尤其是在目标识别和打击建议环节。





4.2 “human as a weapons system”暴露了产品哲学


	Barnett 把目标描述为优化“the human as a weapons system”。

	这句话说明，系统不是把 AI 当作士兵的外部工具，而是试图把士兵、无人机、传感器和软件合成一个混合武器系统。

	这种哲学会提高军队对速度和协同的想象，也会提高对人的判断、注意力和责任边界的压力。






五、产业背景：军事 AR 的竞赛正在重新启动


5.1 微软 IVAS 失败留下采购阴影


	微软此前主导的陆军智能眼镜项目曾接近获得大规模生产合同，但因可用性和测试问题被取消。

	国防部审计曾指出，陆军没有正确测试这些眼镜，可能造成巨大浪费。

	这使新一轮项目必须证明的不只是技术先进性，还有真实士兵场景中的可靠性。





5.2 Anduril 不是唯一竞争者


	Rivet 获得了另一个原型合同，Elbit 也获得相关合同。

	这说明军用智能眼镜已经成为多个防务科技公司争夺的新入口。

	竞争的重点不只是硬件，而是谁能把传感器、AI、夜视、指挥软件和军方采购需求整合成可部署系统。






六、硬件现实：战场环境比消费级智能眼镜苛刻得多


6.1 Meta 负责关键显示硬件，但军规要求重写供应链


	Meta 正在为两个项目构建显示器、waveguide 等关键部件。

	军用项目不能直接沿用消费级智能眼镜供应链，部分原因是联邦军事采购规则要求供应链不能依赖中国公司。

	这让军用 AI 硬件不仅是产品问题，也是供应链和国家安全问题。





6.2 数字夜视是重要能力点


	Anduril 正在测试新的数字夜视系统，用电子传感器和算法提升低光环境图像。

	这项技术长期存在，但过去常常速度不够快、画面颗粒感重。

	Anduril 声称，新的生成式 AI 和传统机器学习技术可以改善此前原型的效果。





6.3 重量、电力、算力和联网环境仍是高门槛


	战场有灰尘、爆炸和烟雾，设备必须在恶劣环境中稳定运行。

	士兵已经可能携带超过 100 磅装备，新增计算能力和电池续航会带来额外重量。

	系统不能假设有稳定 5G 连接，因此强大的计算机视觉和 AI 模型需要在本地设备上运行。






七、文章的深层框架


7.1 第一层：AI 正在硬件化


	文章展示的是 AI 从云端软件、后台分析和聊天界面，向可穿戴前线硬件迁移。

	智能眼镜把 AI 放进士兵视野，意味着 AI 的输出不再只是报告，而是即时影响行动的界面。





7.2 第二层：战争正在界面化


	战场上的传感器、无人机、地图、目标识别和指挥命令被压缩进一个增强现实界面。

	谁能设计这个界面，谁就可能控制士兵如何看见战场、理解战场和请求行动。





7.3 第三层：速度与风险同步上升


	系统的目标是让士兵和无人机更快共享信息、更快决策、更快调用资源。

	但速度越快，AI 错误、注意力崩溃、责任不清和采购浪费的风险也越高。

	这就是文章标题背后的真实含义：AI 硬件进入战场的速度很快，但战场能否安全吸收它，还远没有答案。






关键概念


	SBMC：美国陆军的军用增强现实眼镜原型项目，目标是把智能眼镜接入现有头盔和战场指挥系统。

	EagleEye：Anduril 自费开发的头盔一体化智能眼镜方案，代表防务公司主动塑造军方需求的路线。

	Lattice：Anduril 的战场数据整合软件，是眼镜背后真正的态势感知引擎。

	Human as a weapons system：把士兵、软件、传感器和无人机合成为一个武器系统的产品哲学。

	Information overload：士兵在战场上已经面对过量信息，任何新界面都必须证明自己能节省而不是消耗认知带宽。

	Edge AI：在没有稳定通信环境时，让计算机视觉和 AI 模型直接在设备本地运行的能力。





概念网络请跳转 Notion 查看





16. 一个20岁女孩的1700万打赏黑洞
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三级笔记



核心观点/主旨

这篇报道不是在讲一个孤立的“败家”故事，而是在拆开一个由平台机制、情感匮乏、家庭信任和小生意现金流共同构成的黑洞：一个20岁女孩掌握了父亲公司的资金入口，又把直播间里可量化、可竞赛、可回应的情感关系当成现实关系来维持，最终让1700万元从家庭多年积累中迅速蒸发。



一、消失的1700万：钱不是突然没了，而是在信任结构里被持续挪走


1.1 公司停摆先呈现为一串现实压力


	朱良军的冻肉批发公司位于郑州中原四季水产物流港，原本依靠大额、高频的牛肉批发流水运转。

	4月15日以后，公司进账空白；他无力支付每月2.7万元租金、2万多元员工工资和10万元银行利息。

	银行、债主、律师、股东接连找来，小儿子的澳洲留学也被迫延迟，事件从“女儿花钱”变成整个家庭与公司的生存危机。





1.2 父亲是在资金需求中发现异常的


	朱良军最初发现问题，是因为要给儿子缴二十多万元学费并准备进货，找女儿支取资金。

	朱雨萱起初只说钱花了，账上没钱；在追问下，金额从五六十万、一二百万、五六百万一路扩大。

	打印银行流水后，朱良军和身边人粗略算出：2024年7月至2025年11月，朱雨萱挪用了约1700万元。





1.3 这笔钱本来不是可自由支配的闲钱


	资金来源包括公司经营款、合伙人的钱、银行贷款，以及女儿以公司名义向朱良军朋友借来的周转款。

	冻肉批发一柜货就要一百四五十万元，一年十几柜货，流水大、负债重、周转依赖强。

	因此1700万元的消失不是消费层面的损失，而是直接切断了公司的交易、信用和偿债能力。





1.4 早期异常存在，但没有形成制动机制


	会计王晓涵曾发现公司账面有大额进账，却在付款时听到朱雨萱说“没钱，再等等”。

	朱雨萱近一年状态明显变化：不再打理自己、疲惫、补觉、熬夜、躲进办公室聊天，把客户消息交给别人处理。

	这些异常被理解为工作状态问题，而不是资金权限和沉迷消费正在失控的信号。






二、上瘾的消费：直播间把孤独改造成了可充值的关系


2.1 1700万元主要流向直播打赏和拆卡盲盒


	朱星晨提醒父亲，姐姐在直播平台上财富等级很高，这才让家人意识到钱的去向。

	1700万元里，约1100万元用于打赏主播，其余投入拆卡盲盒。

	主要打赏对象是团播公司SK旗下的主播“狐狸”和“江陵”。





2.2 打赏从低频小额，转向排名竞赛里的高额冲动


	初期单次打赏多为1000元，起点是无聊和缺少线下朋友后的陪伴需求。

	加入粉丝群后，朱雨萱成为“榜一大姐”，开始参与周赛、月赛和集体打赏。

	到2025年1月后，她的银行流水频繁出现单笔3万、4万、5万元；2月25日单笔最高10万元，一天消费18.6万元。





2.3 平台关系被拆解成可量化指标


	报道借另一位沉迷打赏者的经验说明：粉丝灯牌等级、财富等级、火花天数、亲密度等指标，把关系维持变成持续投入的任务。

	亲密度需要互动、打赏、分享直播间积累，且每天有上限；一周不续灯牌还会降级。

	这种机制让“关系还在不在”变成一个可以被页面、排名和数字即时反馈的问题。





2.4 情感回报让消费看起来像亲密关系


	作为高额打赏者，朱雨萱获得了主播和围观者的持续关注：聊天、关心、定制舞蹈视频、粉丝夸赞和身份确认。

	她称呼主播为“老婆”，也会对主播是否有别的榜一、是否及时回复产生占有欲。

	她清楚自己是在花钱购买聊天，却又无法把这种购买关系和真实亲密关系分开。






三、不设限的权力：家庭把公司现金流交给了一个尚未成熟的人


3.1 父女疏离和物质补偿构成了前史


	朱良军长期在外做生意，朱雨萱从小辗转、寄宿，与父母共同生活和沟通都有限。

	父亲不擅长表达，只能在物质上尽量满足孩子；衣服、鞋子、球鞋、消费需求都被理解为“不能亏待她”。

	这种养育方式给了物质满足，却没有建立足够稳固的情感沟通和边界教育。





3.2 数字化账务让父亲依赖女儿


	离婚后，账务从母亲手中转到父亲手里；但朱良军识字有限，不熟悉手机银行和复杂转账。

	女儿主动辍学回家，16岁开始学卖货和管账，父亲逐渐把合同、转账、写字、客户沟通都交给她协助。

	在父亲眼里，女儿“比我还聪明”，这种能力差距转化成了权力转移。





3.3 2023年的全权托付放大了风险


	经过两年考验后，朱良军把所有资金交给女儿管理，包括工作手机、几千个客户微信、几十张银行卡和密码。

	她掌握员工工资、每月100万到600多万元收款、弟弟学费和补课费等几乎全部资金入口。

	一个刚满18岁的女孩获得了公司资金系统里的极大权力，却缺少审计、复核和约束。





3.4 早期挪用被轻轻放过


	2024年，朱良军曾发现女儿分三笔把公司五六万元转入私人账户，用于抽卡。

	女儿承认错误并保证不再购买，父亲选择相信，没有追究，也没有理解抽卡消费背后的沉迷机制。

	这一刻本可以成为权限收紧和风险隔离的节点，最终却变成了失控前的轻微预警。






四、难以收拾的残局：法律选择背后是关系彻底断裂


4.1 父亲不是一开始就想把女儿送进监狱


	律师曾建议起诉职务侵占，也建议尝试精神病鉴定；朱良军一开始都不愿意。

	他还尝试以主播诈骗报案，但警方不予立案。

	最后选择报警，是因为公司债务、股东压力、女儿状态和追回资金无望共同逼到眼前。





4.2 女儿仍把线上关系放在家庭关系之前


	出事后，朱雨萱相信只要给她一个月，就能把打赏的钱要回来，但对方不再回应。

	她躲在卧室玩游戏、叫陪玩，不回公司帮忙，还保护曾消费50万元的抽卡博主。

	在父亲看来，女儿没有意识到错误，甚至“向着外人，而不是他”。





4.3 最沉重的是父亲主动说出“准备让妞妞坐牢”


	朱良军的公司是他白手起家、辛苦30年积累出的全部生活成果。

	疫情以来公司已亏损超过1000万元，后来靠抵押房产和贷款继续经营，1700万元几乎是压垮公司的最后一击。

	报警前，他在让别人帮忙操作手机时轻轻说出“我准备让妞妞坐牢了”，这是经济危机、信任破产和父女断裂汇合后的结果。






关键概念/术语


	1700万打赏黑洞：公司资金、家庭财富和借贷信用被直播打赏与拆卡盲盒持续吞噬的结果。

	榜一大姐：直播间中最高打赏者的身份，它带来荣耀、关注和关系错觉，也带来持续付费压力。

	财富等级 / 粉丝灯牌等级 / 火花天数：平台把情感维系转化成数字指标的工具。

	情感寄托对象：打赏者把主播想象成陪伴者、恋爱对象或唯一理解自己的人。

	不设限的权力：一个年轻人掌握公司全部资金入口，却没有复核机制、权限边界和风险隔离。

	数字化账务代际断层：父亲因识字和手机银行能力不足，把资金控制权交给更熟悉数字工具的女儿。

	物质补偿式养育：父亲用“要什么买什么”弥补陪伴和沟通不足，却没有同步建立责任边界。
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三级笔记



三级笔记｜《把企业 AI 当作「操作层」来做》


来源：MIT Technology Review · Dr. Wael Salloum（Ensemble 赞助内容）




一、核心主张：企业 AI 的断层，不在模型层，而在「操作层」


	公共叙事仍在聚焦基础模型和 benchmark：GPT vs Gemini、推理得分、能力边际提升

	但真正持久的优势是结构性的：谁拥有「智能被应用、被治理、被改进」的那一层

	两种范式对立：

	AI as on-demand utility（按需工具）：调 API → 拿答案，intelligence 每次 prompt 都 reset

	AI as operating layer（操作层）：instrumentation + feedback loops + governance，intelligence 随使用不断复利

	判别问题：intelligence 是每次 prompt 都归零，还是随时间累积？





二、Operating Layer 的定义


“the combination of operation software, data capture, feedback loops and governance that sits between models and real work—that compounds with use.”




	操作层 = 操作软件 + 数据捕获 + 反馈回路 + 治理

	位置：夹在模型与真实工作之间

	关键特征：随使用而复利（compounds with use），而非 stateless 每次归零

	每一次 exception、correction、approval 都是学习机会——平台吸收越多组织的工作，智能越强





三、主流叙事的误区


	流行说法：nimble startups 用 AI-native 架构从零起步，会碾压 incumbents

	如果 AI 主要是模型问题，这个故事成立

	但在很多企业领域，AI 是系统问题：integrations、permissions、evaluation、change management

	优势属于那些已经坐在高频、高风险业务中的玩家——他们能把「业务位置」转化为学习和自动化





四、The Inversion：AI 执行，人类裁决


	传统服务型组织的架构：humans use software to do expert work

	操作员登录系统 → 浏览运营 → 做决策 → 处理 case

	Technology 是媒介，human judgment 是产品

	AI-native 平台反转了这个架构：

	摄入问题 → 调用累积的领域知识 → 高置信场景自主执行 → 需要判断的子任务路由给专家

	这不是 UI 重构，而是需要「原材料」：领域专长 + 行为数据 + 多年积累的运营知识





五、Incumbents 已经拥有的三项复利资产


	Proprietary operational data（专有运营数据）

	大规模领域专家工作力——日常决策自带训练信号

	Accumulated tacit knowledge（积累的隐性知识）——复杂工作到底怎么被做好的 know-how




	服务型公司三样都有

	但这三样本身不是护城河。只有当公司能系统化地把混乱运营转成 AI-ready 信号和机构知识、再反哺回运营，优势才成立





六、Codifying Expertise：知识蒸馏


	服务型组织中，专长大多是隐性且易逝的（tacit and perishable）

	最优秀的操作员知道但说不清楚：

	多年形成的启发式

	边缘案例的直觉

	潜意识层面运作的模式识别（operate below the level of conscious reasoning）

	Ensemble 的策略：knowledge distillation（知识蒸馏）——把专家判断和运营决策系统化转成机器可读信号

	实现方式（以医疗 revenue cycle management 为例）：

	先用 explicit domain knowledge 播种系统

	通过与操作员的结构化日常交互加深覆盖

	系统识别知识盲点 → 提出针对性问题 → 跨多位专家交叉验证（capture both consensus and edge-case nuance）

	合成为反映情境推理的 living knowledge base





七、Learning Flywheel：把决策变成学习飞轮


	每一次专家决策不只是完成一项任务，而是一个潜在的 labeled example：context + expert action（+ 有时 outcome）

	规模算术：50,000 cases/周 × 3 个 high-quality decision points/case = 150,000 labeled examples/周（无需独立数据采集项目）

	这些流可以驱动 supervised learning、evaluation 和 targeted reinforcement

	更高阶的设计：human-in-the-loop 放在分叉点（branch points）

	人类在 AI 生成选项中挑选

	纠正假设

	重定向运营

	每一次介入都是高价值训练信号——系统学到的不只是「正确答案」，还有「ambiguity 是怎么被解决的」

	平台检测到 edge case 或流程偏差时，主动追问结构化理由（structured rationale），而非冗长的自由推理日志





八、Expertise Amplification：专长放大


	最终目标：把千名领域专家的知识、决策、推理永久嵌入一个 AI 平台，放大每位操作员的能力

	产出：人和 AI 单独都达不到的执行质量——higher consistency、improved throughput、measurable operational gains

	操作员聚焦更有意义的工作，AI 已经替他们完成了 thousands of analogous prior cases 的分析底稿





九、对企业 leader 的 implication


	AI 优势不由通用模型的访问权决定

	真正的优势 = 组织能否捕获、提炼、复利它所知道的（its data, decisions, and operational judgment），+ 为高风险场景搭建控制系统

	当 AI 从 experimentation 走向 infrastructure，最持久的护城河属于那些懂业务、能 instrument 业务、并能把理解转化为「随使用而改进的系统」的公司
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